




Carlos Tenreiro

Uma introdução à estimação
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Prefácio

Decorria o ano de 1956 e nos Annals of Mathematical Statistics surgia

um artigo de Murray Rosenblatt onde era proposta uma famı́lia de estima-

dores da densidade de probabilidade subjacente às observações realizadas

que ficariam conhecidos na literatura como estimadores do núcleo (kernel

estimates). Apesar de outros autores, como Fix e Hodges (1951) ou Akaike

(1954), terem previamente considerado estimadores do mesmo tipo no con-

texto da análise discriminante não-paramétrica, é sem dúvida o trabalho

seminal de Rosenblatt que dá origem a toda uma vasta literatura sobre

estimação não-paramétrica de funções, sejam elas densidades de probabili-

dade, derivadas da densidade, funções de distribuição, funções de regressão

e suas derivadas, entre outras.

De entre os múltiplos estimadores não-paramétricos que os utilizado-

res têm presentemente à sua disposição (ver Prakasa Rao, 1983; Devroye e

Györfi, 1985; Silverman, 1986; Bosq e Lecoutre, 1987; Härdle, 1990, 1991;

Thompson e Tapia, 1990; Scott, 1992; Wand e Jones, 1995; Simonoff, 1996;

Bowman e Azzalini, 1997; Fan e Gijbels, 1997; Härdle et al., 2004; Wasser-

man, 2006), o estimador do núcleo é, sem dúvida, o mais popular. Algumas

das razões que podem ser avançadas para justificar tal facto, são segura-

mente a simplicidade da sua definição, a sua versatilidade e as suas boas

propriedades teóricas e práticas. Se centrarmos a nossa atenção no caso

da estimação não-paramétrica da densidade de probabilidade, tópico que

estudamos neste mini-curso, a popularidade do estimador do núcleo só é



superada pela do estimador clássico do histograma que usamos em cur-

sos introdutórios de Estat́ıstica e que é em muitos softwares estat́ısticos, o

único estimador da densidade disponibilizado ao utilizador.

Por estes motivos, mas também por razões didácticas que se tornarão

claras no decorrer deste mini-curso, decidimos organizar o presente texto

em torno destes dois estimadores da densidade. Depois de no Caṕıtulo 1 nos

dedicarmos a questões de ı́ndole geral sobre a estimação não-paramétrica da

densidade de probabilidade, nos Caṕıtulos 2 e 3 estudamos os estimadores

do histograma e do núcleo, respectivamente. Apesar de centrarmos a nossa

atenção no estudo do caso unidimensional, não deixaremos de abordar a

generalização dos dois estimadores ao contexto multivariado.

Tomando como ponto de partida os assuntos que expomos neste texto,

teremos ainda oportunidade de abordar durante o curso, mesmo que de

forma breve, outros tópicos aqui não inclúıdos como são os casos da es-

timação da densidade sob condições de dependência, dos testes de ajusta-

mento baseados no estimador do núcleo da densidade ou da estimação pelo

método do núcleo de outros parâmetros funcionais de interesse.

À Comissão Organizadora do XVIII Congresso Anual da Sociedade Por-

tuguesa de Estat́ıstica agradeço o convite que simpaticamente me formulou

para leccionar este mini-curso. Devo um agradecimento especial ao meu

colega Paulo Eduardo Oliveira pelo apoio e est́ımulo sempre demonstrados.

Carlos Tenreiro

Coimbra, Julho de 2010
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2.5 Convergência em média quadrática integrada . . . . . . . . 21
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Índice Remissivo 121



1

Estimação não-paramétrica da

densidade

Modelos paramétricos e não-paramétricos. Medidas da qualidade dum es-

timador. O estimador da janela móvel. Não existência de estimadores

cêntricos da densidade. O papel do parâmetro de suavização.

1.1 Modelos paramétricos e não-paramétricos

A partir de um conjunto de observações que interpretamos como realizações

independentes de uma variável real X com distribuição absolutamente

cont́ınua com densidade de probabilidade f , desconhecida, isto é,

P(a < X < b) =

∫ b

a
f(x) dx

para todo −∞ < a < b < +∞, interessamo-nos neste curso pela estimação

não-paramétrica da densidade f .

Contrariamente a uma abordagem paramétrica em que assumimos que

f pertence a uma famı́lia paramétrica de distribuições, como a normal, a

lognormal ou a gama, e em que estimamos os parâmetros desconhecidos

usando, por exemplo, o estimador da máxima verosimilhança, numa abor-

dagem não-paramétrica não é assumida qualquer forma funcional para f . A

ideia de base da inferência não-paramétrica é a de usar as observações rea-

lizadas para inferir sobre f impondo condições o menos restritivas posśıvel

1



2 Estimação não-paramétrica da densidade

sobre a distribuição de probabilidade subjacentes às mesmas.

Formalizando um pouco mais, podemos dizer que um modelo para a

estimação de f consiste na introdução de uma restrição da forma

f ∈ D , (1.1.1)

onde D é uma famı́lia de densidades de probabilidade. Quando D pode ser

indexada por um número finito de números reais, dizemos que o modelo é

paramétrico. Caso contrário, quando a famı́lia D é demasiado vasta para

ser indexada por um número finito de números reais, o modelo diz-se não-

paramétrico (ver Bosq e Lecoutre, 1987; Ferraty e Vieu, 2006).

1.2 Medidas da qualidade dum estimador

Um estimador fn da densidade de probabilidade desconhecida f , depende

das observações realizadas e, para cada x ∈ R, fn(x) é uma variável

aleatória real fazendo sentido calcular a sua média e a sua variância. Várias

medidas podem ser usadas para avaliar a discrepância entre fn e a verda-

deira densidade f . Quando consideramos a estimação num ponto x, uma

medida natural da qualidade de fn(x) é o erro quadrático médio definido

por

EQM(fn(x)) = E
{

fn(x)− f(x)
}2
,

que admite a decomposição

EQM(fn(x)) = E
{

fn(x)− Efn(x)
}2

+
{

Efn(x)− f(x)
}2

= Varfn(x) + Viésfn(x)
2. (1.2.1)

A primeira e mais usada forma de medir a qualidade global de fn como

estimador de f é o erro quadrático médio integrado definido por

EQMI(fn) = E

∫

{fn(x)− f(x)}2dx (1.2.2)

(cf. Rosenblatt, 1956; Parzen, 1962; Watson e Leadbetter, 1963). Aten-

dendo à não negatividade da função integranda, o erro quadrático médio
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integrado não é mais do que o integral, extendido a R, do erro quadrático

médio EQM(fn(x)). Tal como acontecia para este, o erro quadrático médio

integrado é a soma de duas parcelas que resultam do variância e do viés do

estimador:

EQMI(fn) = IVAR(fn) + IVIES(fn), (1.2.3)

onde

IVAR(fn) =

∫

Varfn(x) dx (1.2.4)

e

IVIES(fn) =

∫

Viésfn(x)
2dx. (1.2.5)

Sempre que EQMI(fn) → 0, quando n → ∞, diremos que fn converge

para f em média quadrática integrada. Atendendo à desigualdade de Mar-

kov, tal implica que

||fn − f ||2
p−→ 0,

onde

||fn − f ||2 =
(∫

{fn(x)− f(x)}2dx
)1/2

é a distância L2 entre fn e f , e
p−→ denota a convergência em probabilidade.

Outras medidas que usaremos como medidas da discrepância entre fn e f

são, por exemplo, a distância L1 e a distância uniforme ou L∞ definidas,

respectivamente, por

||fn − f ||1 =
∫

|fn(x)− f(x)|dx

e

||fn − f ||∞ = sup
−∞<x<+∞

|fn(x)− f(x)|.

Sobre estas e outras medidas de discrepância entre fn e f ver Devroye

(1987). Os modos de convergência em probabilidade (
p−→) e quase certa

(
qc−→) serão por nós usados no estudo das medidas de discrepância ante-

riores. Como o leitor poderá verificar a partir das referências bibliográficas

que vamos indicando, os resultados que apresentamos relativos à convergência

quase certa são, na sua quase totalidade, também válidos para a con-

vergência quase completa.
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1.3 O estimador da janela móvel

Neste mini-curso vamos dar particular relevo a dois estimadores da densi-

dade que definiremos nos parágrafos §2.1 e §3.1. Um deles é o estimador

clássico do histograma cujas origens são incertas mas cuja designação é

atribúıda a Karl Pearson. O outro é o estimador do núcleo da densidade

introduzido por Rosenblatt (1956), sendo por ele apresentado como uma

extensão de um estimador da densidade previamente considerado por Fix

e Hodges (1951) e Akaike (1954) no contexto da análise discriminante não-

paramétrica. Esse estimador, designado habitualmente por estimador da

janela móvel, é definido, para x ∈ R, pela razão incremental

fn(x) =
Fn(x+ hn)− Fn(x− hn)

2hn
, (1.3.1)

onde (hn) é uma sucessão de números reais estritamente positivos desti-

nada a convergir para zero quando o tamanho da amostra aumenta, a que

chamamos habitualmente janela, e

Fn(x) =
1

n

n
∑

i=1

I(Xi ≤ x), (1.3.2)

é a função de distribuição emṕırica associada à amostra X1, . . . ,Xn de

cópias independentes da variável X.

Vamos deter-nos por breves momentos neste estimador. Possuindo

2nhnfn(x) uma distribuição binomial de parâmetros n e F (x+hn)−F (x−
hn), onde F é a função de distribuição com densidade f ,

F (u) =

∫

]−∞,u]
f(x)dx,

podemos com facilidade concluir que o viés e a variância de fn(x) são dados

por

Viésfn(x) = qn(x)− f(x)

e

Varfn(x) =
1

2nhn
qn(x)(1 − 2hnqn(x)),
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onde

qn(x) =
F (x+ hn)− F (x− hn)

2hn
.

Estas expressões permitem-nos, num primeiro momento, pôr em evidên-

cia as caracteŕısticas mencionadas em §1.1 acerca do modelo estat́ıstico

associado ao problema de estimação anterior. Sendo f cont́ınua em x,

conclúımos que se forem verificadas as condições hn → 0 e nhn → +∞,

então

EQM(fn(x)) → 0,

ou seja, fn(x) converge para f(x) em média quadrática. Reparemos que

neste caso a famı́lia D em (1.1.1) é constitúıda pelas densidades de pro-

babilidade cont́ınuas no ponto x. Se f é de quadrado integrável, é ainda

posśıvel provar que nas condições anteriores sobre (hn) se tem

EQMI(fn) → 0,

ou seja, fn converge para f em média quadrática integrada. Neste caso,

à famı́lia D pertencem as densidades de probabilidade de quadrado in-

tegrável. Num e noutro caso, a famı́lia D é demasiado vasta para poder

ser indexada por um número finito números reais, sendo não-paramétrico

o modelo estat́ıstico definido pela condição f ∈ D .

1.4 Não existência de estimadores cêntricos

A expressão que obtivemos para o viés do estimador da janela móvel põe

em evidência uma outra caracteŕıstica que, como veremos a seguir, não é

espećıfica deste estimador. Estamos a referir-nos ao facto de fn(x) não ser

um estimador cêntrico de f(x). Seguindo de perto a elegante demonstração

apresentada por Rosenblatt (1956), mostramos a seguir que, sob certas

condições gerais, não existem estimadores cêntricos da densidade. Repre-

sentaremos por C a famı́lia das densidades de probabilidade cont́ınuas em

R.
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Teorema 1.4.1. Dado n ∈ N, não existe um estimador não-negativo

γn(·;X1, . . . ,Xn) de f tal que

Eγn(x;X1, . . . ,Xn) = f(x), (1.4.2)

para todo o f ∈ C e x ∈ R.

Dem: Sem perda de generalidade podemos assumir que γn(·;x1, . . . , xn) é
uma função simétrica de x1, . . . , xn (isto é, invariante para permutações das

variáveis x1, . . . , xn), uma vez que γ∗n(x;x1, . . . , xn) =
1
n!

∑

γn(x;xi1 , . . . , xin),

onde o somatório é extendido a todas as permutações (i1, . . . , in) de {1, . . . ,
n}, é uma função simétrica de x1, . . . , xn que também satisfaz (1.4.2).

Suponhamos por absurdo que γn(·;X1, . . . ,Xn) ≥ 0 satisfaz (1.4.2) para

todo o f ∈ C e x ∈ R. Usando o teorema de Fubini, para a < b temos

E

∫ b

a
γn(x;X1, . . . ,Xn)dx =

∫ b

a
Eγn(x;X1, . . . ,Xn)dx

=

∫ b

a
f(x)dx = F (b)− F (a),

e portanto
∫ b
a γn(x;X1, . . . ,Xn)dx é um estimador cêntrico e simétrico de

F (b) − F (a). Como consequência do facto do vector das estat́ısticas ordi-

nais ser uma estat́ıstica exaustiva e completa para o modelo estat́ıstico em

questão (cf. Lehmann, 1959, p. 133), Fn(b) − Fn(a) é o único estimador

cêntrico e simétrico de F (b)− F (a) o que permite concluir que

Fn(b)− Fn(a) =

∫ b

a
γn(x;X1, . . . ,Xn)dx,

para todo o a < b e quase todo o X1, . . . ,Xn. Fn seria assim uma função

absolutamente cont́ınua, o que não é verdade.
�

1.5 O papel do parâmetro de suavização

Outra caracteŕıstica importante revelada pelas expressões obtidas para o

viés e para a variância do estimador da janela móvel, prende-se com o papel
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Figura 1.5.1: Varfn(x), Viesfn(x)
2 e EQM(fn(x)) em função de hn = h

para a distribuição normal standard no ponto x = 0 com n = 100.

desempenhado pela janela hn, a que chamamos também parâmetro de sua-

vização (smoothing parameter) e que na prática é escolhida pelo utilizador.

Tomando x = 0, f a densidade normal standard, e usando as expressões

deduzidas em §1.3, representamos na Figura 1.5.1 o comportamento da

variância e do quadrado do viés de fn(0) em função da escolha da janela

hn. Verificamos que valores demasiado pequenos de hn conduzem a um

estimador com viés reduzido mas com grande variabilidade, enquanto que

valores grandes de hn reduzem a variabilidade do estimador mas aumentam

o seu viés. Como se ilustra na Figura 1.5.2, no primeiro caso as estima-

tivas produzidas apresentam grandes irregularidades fazendo surgir carac-

teŕısticas artificiais de multimodalidade, enquanto que no segundo caso,

tais caracteŕısticas, a existirem, poderão não ser reveladas pelo estimador.

Uma escolha adequada da janela hn passará necessariamente por esta-

belecer um compromisso entre estas duas situações. Este será um ponto

fundamental do estudo que desenvolveremos nos próximos caṕıtulos sobre

dois dos mais populares estimadores da densidades existentes na literatura:

o estimador do histograma e o estimador do núcleo. Salvo indicação em
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Figura 1.5.2: Estimativas do estimador da janela móvel com hn = 0.3 e

hn = 1.2, para uma amostra de tamanho n = 100 da distribuição normal

standard.

contrário, assumiremos que X1, . . . ,Xn são variáveis aleatórias reais inde-

pendentes e identicamente distribúıdas, possuindo uma distribuição abso-

lutamente cont́ınua com função de distribuição F e densidade de probabi-

lidade f , desconhecidas.

Os gráficos anteriores, bem como outros gráficos que apresentamos ao

longo do texto foram executados com recurso ao software R (R Development

Core Team, 2009) e à package KernSmooth (S original by Matt Wand. R

port by Brian Ripley, 2009).



2

O estimador do histograma

Definição do estimador. Propriedades locais de convergência. Desenvolvi-

mentos assintóticos para o viés e variância num ponto. Propriedades globais

de convergência. Desenvolvimento assintótico para o erro quadrático médio

integrado. Escolha assintoticamente óptima de hn. Influência da origem

no comportamento do histograma. Escolha prática de hn. O poĺıgono de

frequências. Histogramas multivariados.

2.1 Definição do estimador

Para n ∈ N defina-se uma partição ∆n de R a partir de uma origem an,0

por

∆n,j = ]an,j, an,j+1],

onde

an,j+1 = an,j + hn, j ∈ Z,

e

hn > 0.

Cada um dos intervalos ∆n,j é habitualmente denominado classe. Ao con-

junto dos pontos anj, j ∈ Z, chamaremos malha da partição ∆n.

O histograma associado à partição anterior é definido, para x ∈ ∆n,j,

por

f̂n(x) =
Fn(an,j+1)− Fn(an,j)

hn
(2.1.1)

9



10 O estimador do histograma

=
1

nhn

n
∑

i=1

I(Xi ∈ ∆n,j), (2.1.2)

onde Fn é a função de distribuição emṕırica definida por (1.3.2).

Para todo o n ∈ N, f̂n é uma densidade de probabilidade. Claramente

f̂n(x) ≥ 0 para todo o x ∈ R e

∫

f̂n(x)dx =
∑

j∈Z

∫

∆n,j

f̂n(x)dx

=
1

n

n
∑

i=1

∑

j∈Z

I(Xi ∈ ∆n,j) = 1.

Independentemente da densidade f ser, ou não, cont́ınua, o histograma

é uma função escalonada, estando o conjunto dos seus pontos de descon-

tinuidade contido na malha da partição. Apesar do histograma ser, por

vezes, demasiado senśıvel à escolha da origem da partição, em particular

quando o tamanho da amostra não é grande, a escolha do parâmetro hn a

que chamaremos janela, é de fundamental importância, dependendo dela as

propriedades, quer assintóticas quer a distância finita, do histograma como

estimador da densidade de probabilidade.

2.2 Propriedades locais de convergência

Os primeiros estudos sobre a qualidade do histograma como estimador da

densidade de probabilidade são, de acordo com Cencov (1962) e Nadaraya

(1989), efectuados por Glivenko (1934) e Smirnov (1950, 1951). Os resulta-

dos que apresentamos neste parágrafo sobre comportamento assintótico do

viés, variância e erro quadrático médio do histograma, surgem nos trabalhos

de Révész (1972), Scott (1979) e Freedman e Diaconis (1981).

2.2.1 Viés

Sabemos já que não existe um estimador não negativo da densidade de

probabilidade que seja cêntrico para toda a densidade f pertencente a um
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conjunto que inclua as densidade cont́ınuas. No entanto, se hn → 0, quando

n→ +∞, mostramos a seguir que o histograma é assintoticamente cêntrico

(ou assintoticamente sem viés) no conjunto C das densidades cont́ınuas em

R.

Proposição 2.2.1. Seja f cont́ınua em x ∈ R. Se hn → 0 então

Ef̂n(x) → f(x).

Dem: Para n ∈ N, representemos por ∆n,jx = ]an,jx, an,jx + hn] o elemento

da partição ∆n que contém x. De (2.1.2) temos

Ef̂n(x) =
1

hn

∫

∆n,jx

f(y)dy, (2.2.2)

e também

|Ef̂n(x)− f(x)| ≤ 1

hn

∫

∆n,jx

|f(y)− f(x)|dy.

Pela continuidade de f em x, e atendendo a que hn → 0, basta agora

notar que para ǫ > 0, qualquer, e para n suficientemente grande, vale a

desigualdade |f(y)− f(x)| < ǫ, sempre que y ∈ ∆n,jx.
�

A ordem de convergência para zero do viés depende de propriedades

locais da densidade desconhecida f . Se além da continuidade no ponto x,

f verificar uma condição de Lipschitz de ordem α, para α ∈ ]0, 1], numa

vizinhança de x ∈ R, isto é, se existirem δ > 0 e M > 0 (possivelmente

dependentes de x) tais que

|f(y)− f(z)| ≤M |y − z|α,

para todo o y, z ∈ ]x − δ, x + δ[, escrevemos neste caso f ∈ Lx(α), da

demonstração anterior conclúımos que para n suficientemente grande

|Viésf̂n(x)| ≤Mhαn,

e portanto

Viésf̂n(x) = O (hαn) . (2.2.3)
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Em particular, sendo f ′ limitada numa vizinhança de x temos

Viésf̂n(x) = O (hn) .

Como veremos a seguir, mesmo para densidades mais regulares a ordem

de convergência anterior não pode ser melhorada. Para demonstrarmos

este facto, vamos lançar mão da fórmula de Taylor que recordamos a seguir

(cf. Lima, 1995, pp. 222–5, 262–3). Este é sem dúvida um instrumento

fundamental para obter desenvolvimentos assintóticos e será por nós usado

com frequência.

Teorema 2.2.4 (Fórmula de Taylor). Seja g uma função real de variável

real admitindo derivada até à ordem p−1 numa vizinhança do ponto x ∈ R.

Então, sendo un uma qualquer sucessão de números reais convergente para

zero temos

g(x+ un) =

p−1
∑

ℓ=0

uℓn
ℓ!
g(ℓ)(x) +Rn(x),

onde

Rn(x) = o(up−1
n ). [resto infinitesimal]

Além disso:

a) Se g admite derivada de ordem p numa vizinhança do ponto x, então

para cn(x) ∈ ]x, x+ un[ temos

Rn(x) =
upn
p!
g(p)(cn(x)), [resto de Lagrange]

b) Se g admite derivada de ordem p cont́ınua numa vizinhança do ponto

x temos

Rn(x) = upn

∫ 1

0

(1− t)p−1

(p − 1)!
g(p)(x+ tun)dt. [resto integral]

No resultado seguinte assumimos que f ′ é de Lipschitz de ordem α no

ponto x. Esta condição é em particular satisfeita com α = 1 se f possuir

derivada de segunda ordem numa vizinhança de x.
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Teorema 2.2.5. Para x ∈ R, se f ′ ∈ Lx(α) e hn → 0 então

Ef̂n(x)− f(x) =
hn
2
f ′(x) (1− 2(x− an,jx)/hn) +O

(

hα+1
n

)

,

onde ]an,jx, an,jx + hn] é o elemento da partição ∆n que contém x.

Dem: Atendendo a que da fórmula de Taylor com resto integral se tem

f(y) = f(x) + (y − x)

∫ 1

0
f ′(x+ t(y − x))dt,

de (2.2.2) conclúımos que

Ef̂n(x)− f(x) =
f ′(x)

hn

∫ an,jx+hn

an,jx

(y − x)dy

+
1

hn

∫ an,jx+hn

an,jx

(y − x)

∫ 1

0

(

f ′(x+ t(y − x))− f ′(x)
)

dtdy,

onde
∫ an,jx+hn

an,jx

(y − x)dy =
h2n
2

(1− 2(x− an,jx)/hn)

e
∣

∣

∣

∣

∫ an,jx+hn

an,jx

(y − x)

∫ 1

0

(

f ′(x+ t(y − x))− f ′(x)
)

dtdy

∣

∣

∣

∣

≤M hα+2
n ,

para n suficientemente grande.
�

Reparemos que nas condições anteriores o viés é proporcional a hn uma

vez que |1− 2(x− an,jx)/hn| ≤ 1. No entanto, se o ponto x é ponto médio

de uma das classes das sucessivas partições, isto é, se x = an,jx + hn/2, o

viés é de ordem hα+1
n e não apenas de ordem hn.

2.2.2 Variância

Tendo em conta (2.1.2) e (2.2.2), a variância de f̂n(x) é dada por

Varf̂n(x) =
1

nh2n

∫

∆n,jx

f(y)dy

(

1−
∫

∆n,jx

f(y)dy

)

=
1

nhn
Ef̂n(x)(1− hnEf̂n(x)), (2.2.6)
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onde ∆n,jx é o elemento da partição ∆n que contém x. O resultado seguinte

é consequência da Proposição 2.2.1.

Proposição 2.2.7. Seja f cont́ınua em x ∈ R. Se hn → 0 então

nhnVarf̂n(x) → f(x).

Em particular, se nhn → +∞ conclúımos que

Varf̂n(x) → 0,

sendo a ordem de convergência para zero da variância do histograma dada

por

Varf̂n(x) = O
(

(nhn)
−1
)

.

Com condições adicionais de regularidade sobre f podemos ainda obter

o desenvolvimento seguinte. Reparemos, no entanto, que tais condições são

mais fracas que as utilizadas no desenvolvimento assintótico do viés.

Teorema 2.2.8. Seja f com derivada f ′ limitada numa vizinhança de

x ∈ R. Se hn → 0 então

Varf̂n(x) =
1

nhn
f(x) +O(n−1).

Dem: Consequência das igualdades (2.2.6) e Ef̂n(x) = f(x) +O(hn).
�

2.2.3 Erro quadrático médio

O resultado seguinte é agora uma consequência da decomposição (1.2.1) do

erro quadrático médio no ponto x como soma de dois termos provenientes

da variância e do viés do estimador.

Teorema 2.2.9. Seja f cont́ınua em x ∈ R. Se hn → 0 e nhn → +∞
então

EQM(f̂n(x)) → 0.
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Sob condições adicionais de regularidade sobre f podemos ainda obter,

como consequência imediata dos Teoremas 2.2.5 e 2.2.8, o desenvolvimento

seguinte.

Teorema 2.2.10. Para x ∈ R, se f é derivável com f ′ ∈ Lx(α) então,

EQM(f̂n(x)) =
1

nhn
f(x) +

h2n
4
f ′(x)2

(

1− 2(x− an,jx)/hn
)2

+O(n−1) +O
(

h2+α
n

)

.

Relativamente à ordem de convergência para zero do erro quadrático

médio no ponto x, podemos concluir da discussão tida nos dois parágrafos

anteriores que esta depende das condições de regularidade assumidas sobre

f . Em particular, se f ∈ Lx(α) com α ∈ ]0, 1], então

EQM(f̂n(x)) = O
(

(nhn)
−1 + h2αn

)

.

Assim, a maior ordem de convergência é atingida tomando hn = c n−1/(1+2α),

com c > 0, obtendo-se neste caso

EQM(f̂n(x)) = O
(

n−2α/(1+2α)
)

.

No caso limite α = 1, e tomando

hn = c n−1/3, com c > 0,

a ordem de convergência em probabilidade para o estimador do histograma

é dada por

f̂n(x)− f(x) = Op

(

n−1/3
)

.

As decomposições anteriores põem em evidência o papel determinante

que hn tem no comportamento assintótico do estimador. A janela deverá

convergir para zero para que o viés do estimador seja pequeno mas não po-

derá convergir muito rapidamente sob pena de obtermos um estimador com

grande variabilidade. Dito de outra maneira, se a janela hn é demasiado

pequena o histograma será muito irregular, enquanto que se hn é demasiado

grande o histograma será demasiado suave. Uma escolha adequada de hn

passará necessariamente por estabelecer um compromisso entre estas duas

situações. Este assunto será estudado mais à frente.
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2.2.4 Convergência quase certa

A derivação de resultados sobre a convergência pontual quase certa do his-

tograma, é conseguida a partir das chamadas desigualdades exponenciais,

também conhecidas por desigualdades de tipo Bernstein. O resultado se-

guinte, consequência do Teorema 3 de Hoeffding (1963), dá-nos um exemplo

de uma tal desigualdade.

Lema 2.2.11. Sejam Z1, . . . , Zn variáveis aleatórias reais independentes e

identicamente distribúıdas com E(Zi) = 0, |Zi| ≤ α e E(Zi)
2 ≤ β2. Então,

para 0 < ǫ < β2/α, vale a desigualdade

P

(

∣

∣

∣

n
∑

i=1

Zi

∣

∣

∣ ≥ nǫ

)

≤ 2 exp

(

−3nǫ2

8β2

)

.

No resultado seguinte estabelecemos condições suficientes sobre a janela

para a convergência pontual quase certa do histograma. Tais condições são

em particular satisfeitas quando hn → 0 e nhn/ log n→ +∞.

Teorema 2.2.12. Seja f cont́ınua em x ∈ R. Se hn → 0 e se

∞
∑

n=1

exp(−γnhn) <∞, para todo o γ > 0,

então

f̂n(x)
qc−→ f(x).

Dem: Atendendo à Proposição 2.2.1 basta mostrar que f̂n(x)−Ef̂n(x)
qc−→

0. Ora,

f̂n(x)− Ef̂n(x) =
1

n

n
∑

i=1

Zi,

com

Zi =
1

hn

(

I(Xi ∈ ∆n,jx)− P(Xi ∈ ∆n,jx)
)

,

onde |Zi| ≤ 1/hn e para n suficientemente grande, E(Zi)
2 ≤ C/hn, com

C > 0. Pelo Lema 2.2.11 conclúımos que para todo o 0 < ǫ < C, se tem

P
(

|f̂n(x)− Ef̂n(x)| > ǫ
)

≤ 2 exp
(

−3nhnǫ
2/(8C)

)

. (2.2.13)
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Para concluir basta agora notar que por hipótese o segundo membro da

desigualdade anterior é o termo geral de uma série convergente.
�

Ordem de convergência

A ordem de convergência quase certa que a seguir apresentamos é con-

sequência imediata de (2.2.3) e da desigualdade (2.2.13).

Teorema 2.2.14. Para x ∈ R, seja f ∈ Lx(α). Se hn → 0 e nhn/ log n→
+∞ então

f̂n(x)− f(x) = O

((

log n

nhn

)1/2

+ hαn

)

.

A maior ordem de convergência quase certa que podemos obter a partir

do resultado anterior passa por tomar hn = c (log n/n)1/(1+2α), com c > 0,

obtendo-se neste caso

f̂n(x)− f(x) = O

((

log n

n

)α/(1+2α) )

.

No caso em que α = 1 obtemos a ordem de convergência

f̂n(x)− f(x) = O

((

log n

n

)1/3)

,

que é ligeiramente inferior à ordem de convergência em probabilidade que

obtivemos em §2.2.3 sob condições análogas sobre f .

2.3 Convergência L∞

Estudamos neste parágrafo a convergência uniforme forte do estimador do

histograma. Pretendemos determinar condições em hn e f que assegurem

a convergência ||f̂n − f ||∞
qc−→ 0, onde ||f̂n − f ||∞ é a distância uniforme

entre f̂n e f . Atendendo à desigualdade

||f̂n − f ||∞ ≤ ||f̂n − Ef̂n||∞ + ||Ef̂n − f ||∞, (2.3.1)
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um tal estudo pode ser decomposto na análise dos dois termos anteriores.

Um termo aleatório ||f̂n − Ef̂n||∞ e um termo determinista, ||Ef̂n − f ||∞,

relativo ao viés do estimador.

Comecemos por reparar que não assumindo condições globais de regu-

laridade sobre f não é posśıvel garantir a convergência uniforme de f̂n para

f . Com efeito, se f for tal que f(xk) = 1, para alguma sucessão (xk) com

xk → +∞, temos ||f̂n − f ||∞ = 1, uma vez que f̂n é nulo fora de um

intervalo limitado. Assumiremos no que se segue que f é uniformemente

cont́ınua em R, isto é, para todo o ǫ > 0, existe δ > 0 tal que

|f(x)− f(y)| < ǫ,

para todos os números reais x, y que satisfazem

|x− y| < δ.

Se, por exemplo, f satisfaz a condição (global) de Lipschitz de ordem

α,

|f(x)− f(y)| ≤M |x− y|α,

para todo o x, y ∈ R, onde M > 0 e α ∈ ]0, 1], então f é uniformemente

cont́ınua. Por maioria de razão é também uniformemente cont́ınua uma

função diferenciável em R com derivada limitada. Representaremos por U

o conjunto das densidades de probabilidade uniformemente cont́ınuas em

R.

Voltando à desigualdade (2.3.1), reparemos que da demonstração da

Proposição 2.2.1 se deduz a convergência para zero do termo de viés, para

todo o f ∈ U , sempre que hn → 0. Basta assim estudar a convergência do

termo aleatório que faremos à custa da desigualdade seguinte que decorre

de (2.1.1):

||f̂n − Ef̂n||∞ ≤ 2

hn
||Fn − F ||∞. (2.3.2)

Podemos assim apresentar uma primeira condição suficiente para a con-

vergência uniforme quase certa do histograma.
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Teorema 2.3.3. Se f ∈ U , hn → 0 e nh2n/ log log n→ +∞ então

||f̂n − f ||∞
qc−→ 0.

Dem: Consequência das desigualdades (2.3.1) e (2.3.2) e da lei do logaritmo

iterado para a função de distribuição emṕırica (ver van der Vaart, 1998, p.

268),

lim sup

√

2n

log log n
||Fn − F ||∞ ≤ 1 q.c. (2.3.4)

�

Observação 2.3.5. Um conjunto alternativo de condições suficientes sobre

hn para a convergência uniforme forte do histograma pode ser obtido a

partir da desigualdade exponencial seguinte válida para todo o t > 0 e

n ∈ N,

P
(

||Fn − F ||∞ ≥ t
)

≤ 2 exp(−2t2n)

(cf. Dvoretzky et al., 1956; Massart, 1990).

As condições anteriores sobre hn podem ser ainda enfraquecidas. Uma

análise mais fina do termo do termo aleatório ||f̂n −Ef̂n||∞ permite a Gef-

froy (1974) estabelecer que, na presença na condição hn → 0, a condição

nhn/ log n → +∞ é necessária e suficiente para a convergência uniforme

quase certa do estimador do histograma para toda a densidade de proba-

bilidade uniformemente cont́ınua. Além disso, os modos de convergência

quase certa e em probabilidade são equivalentes. Outros resultados sobre a

convergência uniforme forte foram obtidos por Révész (1972) (que também

obtém ordens de convergência) e Bertrand-Retali (1974). É o resultado de

Geffroy que enunciamos a seguir. A sua demonstração pode ser encontrada

em Bosq e Lecoutre (1987, pp. 140–144).

Teorema 2.3.6. Se hn → 0 então as seguintes proposições são equivalen-

tes:

i) nhn/ log n→ +∞;

ii) ∀ f ∈ U ||f̂n − f ||∞
p−→ 0;

iii) ∀ f ∈ U ||f̂n − f ||∞
qc−→ 0.
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2.4 Convergência L1

O Teorema de Glick (1974), que enunciamos a seguir, estabelece uma

ligação interessante entre a convergência pontual e a convergência L1 de

um estimador próprio da densidade. Ver Devroye e Györfi (1985, pp. 10–

11), para uma demonstração deste resultado.

Teorema 2.4.1 (de Glick). Seja γn(·) = γn(·;X1, . . . ,Xn) uma sucessão de

estimadores da densidade com γn ≥ 0 e
∫

γn(x) dx = 1. Se γn(x)
p−→ f(x)

(resp.
qc−→) para quase todo o ponto x ∈ R (isto é, a menos de um conjunto

de medida de Lebesgue nula), então ||γn − f ||1
p−→ 0 (resp.

qc−→).

Sendo f cont́ınua em quase todo o ponto x ∈ R e tendo em conta

os resultados estabelecidos nos parágrafos anteriores, podemos obter, via

Teorema de Glick, condições suficientes para a convergência L1, em pro-

babilidade e quase certamente, do estimador histograma. Com efeito, se a

janela hn satisfaz as condições do Teorema 2.2.9 temos

||fn − f ||1
p−→ 0,

e se hn satisfaz as condições do Teorema 2.2.12, conclúımos que

||fn − f ||1
qc−→ 0.

Abou-Jaoudé (1976a,b) mostra que é posśıvel fazer melhor estabele-

cendo que as condições hn → 0 e nhn → +∞ são necessárias e suficientes

para a convergência L1 do estimador do histograma. Além disso, os modos

de convergência quase certa e em probabilidade são equivalentes. Contra-

riamente ao resultado correspondente para a convergência L∞, reparemos

que não é feita sobre f qualquer hipótese de regularidade. Denotaremos

por F a famı́lia das densidades de probabilidade sobre R.

Teorema 2.4.2. As proposições seguintes são equivalentes:

i) hn → 0, nhn → +∞;

ii) ∀ f ∈ F ||f̂n − f ||1
p−→ 0;

iii) ∀ f ∈ F ||f̂n − f ||1
qc−→ 0.
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Ver Bosq e Lecoutre (1987, pp. 145–150) ou Devroye e Györfi (1985,

pp. 19–23), para a demonstração deste resultado.

2.5 Convergência em média quadrática integrada

Estabelecemos nesta secção condições suficientes para a convergência em

média quadrática integrada do estimador do histograma Começamos por

obter um desenvolvimento exacto para o erro quadrático médio integrado

de f̂n a partir de desenvolvimentos exactos de IVAR(f̂n) e IVIES(f̂n) de-

finidos por (1.2.4) e (1.2.5), respectivamente. Como veremos, cada uma

destas quantidades pode ser expressa de forma simples em termos das pro-

babilidade de cada um dos intervalos da partição que denotaremos por pn,j,

para n ∈ N e j ∈ Z:

pn,j =

∫

∆n,j

f(y) dy.

Sendo g uma função de quadrado integrável, usaremos frequentemente

a notação

R(g) =

∫

g(x)2 dx.

Teorema 2.5.1. Se f é de quadrado integrável então

IVAR(f̂n) =
1

nhn

(

1−
∑

j∈Z

p2n,j

)

,

IVIES(f̂n) = R(f)− 1

hn

∑

j∈Z

p2n,j

e

EQMI(f̂n) =
1

nhn
− n+ 1

nhn

∑

j∈Z

p2n,j +R(f).

Dem: Comecemos por notar que Ef̂n(·) é de quadrado integrável uma vez

que para x ∈ ∆n,j,

(Ef̂n(x))
2 =

(

1

hn

∫

∆n,j

f(y) dy

)2

≤ 1

h2n

∫

∆n,j

f(y)2 dy,
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e
∫

∆n,j
(Ef̂n(x))

2dx ≤ 1

hn

∫

∆n,j

f(y)2 dy

onde
∑

j∈Z

∫

∆n,j

f(y)2 dy =

∫

f(y)2dy <∞.

Além disso,

∫

(Ef̂n(x))
2dx =

∑

j∈Z

∫

∆n,j

(

1

hn

∫

∆n,j

f(y) dy

)2

dx =
1

hn

∑

j∈Z

p2n,j. (2.5.2)

A expressão apresentada para IVAR(f̂n) é agora consequência imediata

da igualdade (2.2.6) uma vez que
∫

Ef̂n(x)dx = 1. Para provar a segunda

igualdade basta ter em conta que
∫

f(x)Ef̂n(x)dx =
∫

(Ef̂n(x))
2dx e usar

a igualdade

IVIES(f̂n) = R(f)−
∫

(Ef̂n(x))
2dx. (2.5.3)

�

Para estabelecer a convergência em média quadrática de f̂n necessita-

mos de assumir algumas condições globais de regularidade sobre a densi-

dade desconhecida f . Em particular assumiremos que f é absolutamente

cont́ınua em R. Recordemos que uma função real g definida em R é abso-

lutamente cont́ınua em R sempre que para todo o ǫ > 0 exista δ > 0 tal

que
n
∑

i=1

|g(bi)− g(ai)| < ǫ,

para todo o conjunto finito de números reais com −∞ < a1 < b1 ≤ a2 <

b2 ≤ · · · ≤ an < bn < ∞ que satisfazem
∑n

i=1(bi − ai) < δ (sobre funções

absolutamente cont́ınuas, ver Cohn, 1980, pp. 146–148 e Bogachev, 2007,

pp. 337–340).

Uma função absolutamente cont́ınua em R é claramente uniformemente

cont́ınua e uma função diferenciável com derivada limitada é necessaria-

mente absolutamente cont́ınua. Uma caracterização importante das funções

absolutamente cont́ınuas é o de serem integral indefinido da sua própria
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derivada (que se pode provar existir em quase todo o ponto de R e ser

integrável num intervalo finito), isto é,

g(x) = g(a) +

∫ x

a
g′(t) dt,

para algum a ∈ R. Atendendo ao teorema fundamental do cálculo, a carac-

terização anterior permite concluir que uma função g com derivada cont́ınua

é necessariamente absolutamente cont́ınua.

A noção de função absolutamente cont́ınua será para nós particular-

mente útil por permitir obter aproximações para somas de Riemann dessa

função estendidas a uma partição de R de acordo com o resultado seguinte

devido a Freedman e Diaconis (1981):

Lema 2.5.4. Sejam g absolutamente cont́ınua em R, g, g′ integráveis em

R e ]aj , aj+1], j ∈ Z, uma partição de R. Sejam ainda xj escolhido em

[aj , aj+1], para j ∈ Z, e h = supj∈Z(aj+1 − aj). Então
∣

∣

∣

∣

∣

∑

j∈Z

g(xj)(aj+1 − aj)−
∫

g(x) dx

∣

∣

∣

∣

∣

≤ h

∫

|g′(x)|dx.

Estamos agora em condições de estabelecer a convergência em média

quadrática integrada do estimador do histograma. Uma versão mais fina

deste resultado é devida a Lecoutre (cf. Bosq e Lecoutre, 1987, pp. 139–

140).

Teorema 2.5.5. Sejam f absolutamente cont́ınua e f e f ′ de quadrado

integrável. Se hn → 0 e nhn → +∞ então f̂n converge para f em média

quadrática integrada.

Dem: Tendo em conta a igualdade (1.2.3), basta mostrar que IVAR(f̂n) e

IVIES(f̂n) convergem para zero com 1/n. Para estabelecer a convergência

para zero de IVIES(f̂n), começamos por usar o teorema do valor médio

para integrais (cf. Lima, 1995, p. 260) para obter

pn,j =

∫

∆n,j

f(y)dy = f(xn,j)hn,
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para algum xn,j ∈ ]anj, an,j+1[. Usando agora o Lema 2.5.4 e a integrabili-

dade do produto ff ′ temos

1

hn

∑

j∈Z

p2n,j =
∑

j∈Z

f(xnj)
2hn → R(f),

o que, pelo Teorema 2.5.1, permite concluir que IVIES(f̂n) → 0. A con-

vergência para zero da parcela IVAR(f̂n), resulta imediatamente do Teo-

rema 2.5.1 pois como 0 <
∑

j∈Z p
2
n,j ≤ 1, vale a desigualdade IVAR(f̂n) ≤

1/(nhn).
�

2.6 Escolha assintoticamente óptima de hn

No resultado seguinte, obtido por Freedman e Diaconis (1981) sob condições

menos restritivas sobre f , apresentamos um desenvolvimento assintótico

para EQMI(f̂n). Resultados do mesmo tipo são obtidos por Scott (1979) e

Lecoutre (1985).

Teorema 2.6.1. Suponhamos que f possui derivada de terceira ordem,

com f ′′ absolutamente cont́ınua e f, f ′, f ′′, f ′′′ de quadrado integrável. Se

hn → 0 então

IVAR(f̂n) =
1

nhn
+O(n−1),

IVIES(f̂n) =
h2n
12

R(f ′) +O
(

h3n
)

e

EQMI(f̂n) =
1

nhn
+
h2n
12

R(f ′) +O(n−1) +O
(

h3n
)

.

Dem: O desenvolvimento apresentado para IVAR(f̂n) é consequência ime-

diata do Teorema 2.5.1 e da desigualdade

1

hn

∑

j∈Z

p2n,j ≤ R(f),

que podemos deduzir de (2.5.2) e (2.5.3).



2.6 Escolha assintoticamente óptima de hn 25

A análise do termo de viés é mais delicada. Para y ∈ ∆n,j comecemos

por considerar um desenvolvimento de Taylor de segunda ordem de f(y)

numa vizinhança do ponto médio x∗n,j do intervalo ∆n,j:

f(y) = f(x∗n,j) + (y − x∗n,j)f
′(x∗n,j) +

1

2
(y − x∗n,j)

2 f ′′(cn,j(y)), (2.6.2)

onde cn,j(y) ∈ ]y, x∗n,j[. Assim, para x ∈ ∆n,j, pelo teorema do valor médio

para integrais (cf. Lima, 1995, p. 260) temos

Ef̂n(x) =
1

hn

∫

∆n,j

f(y)dy

= f(x∗n,j) + f ′(x∗n,j)
1

hn

∫

∆n,j

(y − x∗n,j)dy

+
1

2hn

∫

∆n,j

(y − x∗n,j)
2 f ′′(cn,j(y))dy

= f(x∗n,j) +
1

2hn
f ′′(c∗n,j)

∫

∆n,j

(y − x∗n,j)
2dy

= f(x∗n,j) +
1

24
h2n f

′′(c∗n,j),

com c∗n,j ∈ [an,j , an,j+1] atendendo à continuidade da função y → f ′′(cn,j(y))

que podemos deduzir de (2.6.2).

Finalmente, conclúımos que, para x ∈ ∆n,j,

Ef̂n(x)− f(x) (2.6.3)

= −(x− x∗n,j)f
′(x∗n,j)−

1

2
(x− x∗n,j)

2 f ′′(cn,j(x)) +
1

24
h2nf

′′(c∗n,j).

Para ilustrar a técnica envolvida na análise das ordens de convergência

das parcelas que se obtêm por desenvolvimento do quadrado de Ef̂n(x) −
f(x), consideremos a parcela relativa ao quadrado do primeiro termo de

(2.6.3). Temos então

∑

j∈Z

∫

∆n,j

(x− x∗n,j)
2f ′(x∗n,j)

2dx =
∑

j∈Z

1

12
h3n f

′(x∗n,j)
2

=
h2n
12

R(f ′) +O
(

h3n
)

,
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pois, pelo Lema 2.5.4,

∣

∣

∣

∣

∣

∑

j∈Z

hn f
′(x∗n,j)

2 −R(f ′)

∣

∣

∣

∣

∣

≤ 2hn

∫

|f ′(x)f ′′(x)|dx.

Procedendo de forma análoga para as restantes parcelas (e usando o

teorema do valor médio para integrais quando necessário), encontramos

parcelas de ordem inferior ou igual a h3n e portanto

IVIES(f̂n) =
∑

j∈Z

∫

∆n,j

(Ef̂n(x)− f(x))2dx =
h2n
12

R(f ′) +O
(

h3n
)

.

�

Nas condições do teorema anterior, a maior ordem de convergência para

zero do erro quadrático médio integrado é obtida quando tomamos

hn = c n−1/3, com c > 0,

obtendo-se neste caso

EQMI(f̂n) = O
(

n−2/3
)

.

Janela assintoticamente óptima

Designemos por erro quadrático médio integrado assintótico, EQMIA(hn), a

soma das duas parcelas mais significativas do desenvolvimento do

EQMI(f̂n) dado no Teorema 2.6.1:

EQMIA(hn) =
1

nhn
+
h2n
12

R(f ′).

A janela óptima no sentido da minimização do erro quadrático médio

integrado assintótico é derivada no resultado seguinte.

Teorema 2.6.4. Se f é tal que R(f ′) > 0, o valor de hn que minimiza o

EQMIA(hn) é dado por

hEQMIA =
(

6/R(f ′)
)1/3

n−1/3.
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Além disso, nas condições do Teorema 2.6.1 temos

EQMI(f̂◦n) =
(

3R(f ′)/32
)1/3

n−2/3 +O(n−1),

onde f̂◦n representa o estimador do histograma com janela hEQMIA.

Dem: Basta ter em conta que a função a minimizar é da forma

ψ(h) = Ahα +Bh−β, h > 0,

com A,B,α, β > 0, e esta função atinge mı́nimo absoluto no ponto

h∗ = (βB/(αA))1/(α+β)

dado por

ψ(h∗) = (α+ β)
(

(A/β)β(B/α)α
)1/(α+β)

.

�

Observemos que a função aleatória f̂◦n definida à custa da janela assinto-

ticamente óptima hEQMIA não é efectivamente um estimador da densidade

uma vez que a janela hEQMIA depende da densidade que pretendemos es-

timar através da funcional R(f ′). A função aleatória f̂◦n é habitualmente

designada por pseudo-estimador ou oráculo (ver Tsybakov, 2004, pp. 53–

54).

A quantidade R(f ′) pode ser interpretada como uma medida da va-

riabilidade global de f . Quando R(f ′) é pequeno, a densidade não apre-

senta grande variabilidade e a janela óptima anterior conduz a uma escolha

grande de hn. Quando a variabilidade de f é grande, a janela óptima é

pequena tentando captar tais caracteŕısticas de variabilidade. Reparemos

também que quanto maior é a quantidade R(f ′), mais dif́ıcil é estimar f

através dum histograma.

EQMI vs. EQMIA

Na Figura 2.6.5 usamos o Teorema 2.5.1 para ilustrar o efeito da escolha

da janela na variância e no viés do estimador do histograma, medidos por

cada uma das parcelas IVAR e IVIES, no caso das distribuições normal e
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Figura 2.6.5: EQMI, EQMIA, IVAR e IVIES em função de hn = h para

as distribuições N(0, 1) e LN(0, 1) com n = 50 e n = 500.

lognormal uma das parcelas IVAR e IVIES, no caso das distribuições normal

e lognormal standard. Em todos os casos tomámos o valor an,0 = 0 como

origem das diversas partições. O carácter local e assintótico da aproximação

do erro quadrático médio integrado dada no Teorema 2.6.1 é também bem

viśıvel no caso da distribuição lognormal. Em particular, para valores pe-

quenos de n, vemos que a janela assintoticamente óptima é significativa-
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Figura 2.7.1: EQMI/min(EQMI) em função da origem an,0 = αhEQMIA

da partição para as distribuições N(0,1), LN(0,1) e E(1) com n = 10 e

n = 50.

mente diferente da óptima. Essa discrepância é atenuada quando o tamanho

da amostra aumenta.

2.7 Influência da origem da partição

Para uma densidade de probabilidade nas condições do Teorema 2.6.1 verifi-

camos que a origem da partição não tem um papel determinante no compor-

tamento assintótico do EQMI, sendo este dominado pelo comportamento

da janela hn. Atendendo ao caracter assintótico de tais conclusões, vamos

neste parágrafo lançar mão do Teorema 2.5.1 para ilustrar a influência da

escolha da origem da partição no comportamento do histograma. Para

o efeito tomamos as distribuições normal e lognormal, já consideradas na

secção anterior, e também a distribuição exponencial de parâmetro 1, e para

um conjunto de partições com janela hn = hEQMIA e origem an,0 = αhn,

para α ∈ [0, 1[, calculamos o EQMI(f̂n) respectivo que representamos, em

função de α, na Figura 2.7.1.
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No caso da distribuição normal, e como seria de esperar atendendo ao

Teorema 2.5.1, verificamos que o melhor desempenho ocorre no caso em que

o centro de simetria da distribuição é o ponto médio de uma das classes da

partição. O histograma não é, para as distribuições normal e lognormal,

muito senśıvel à escolha da origem da partição em particular quando o

tamanho da amostra aumenta. O mesmo não se passa com a distribuição

exponencial o que pode ser explicado pelo facto da densidade exponencial

ser descont́ınua na origem.

Para α ∈ ]0, 1[, consideremos a partição definida a partir da janela hn

com origem no ponto an,0 = αhn. Para x ∈ ](α− 1)hn, αhn], temos

Ef̂n(x) =
1

hn

∫ αhn

0
e−tdt =

1− e−αhn

hn
,

não sendo o histograma assintoticamente cêntrico para x = 0.

Além disso, temos
∫ αhn

(α−1)hn

Viésf̂n(x)
2dx

=

∫ 0

(α−1)hn

(

1− e−αhn

hn
− 0

)2

dx+

∫ αhn

0

(

1− e−αhn

hn
− e−x

)2

dx

= α(1 − α)hn − α2(1− α)h2n +O(h3n),

e portanto

IVIES(f̂n) = α(α − 1)hn +O(h2n),

ordem esta que é inferior à ordem que se obtém quando tomamos an,0 = 0

para origem das diversas partições.

2.8 Escolha prática de hn

A escolha da janela hn é uma questão essencial na implementação prática

do estimador do histograma. Uma das mais conhecidas regras práticas para

a escolha do tamanho da janela num histograma foi proposta por Sturges

(1926):

ĥST =
amplitude amostral

1 + log2 n
.
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Apesar do seu valor histórico, esta regra não é baseada num critério que

tenha em conta a qualidade do histograma como estimador da densidade

desconhecida f . Tendo em conta o que vimos atrás, esta janela conduzirá a

um estimador com pouca variabilidade mas com viés elevado que produzirá

estimativas demasiadamente suaves (oversmoothing).

De forma breve, apresentamos nos parágrafos seguintes alguns métodos

para a escolha automática da janela. Outros métodos para escolha da janela

foram considerados por Scott e Terrel (1987) e Wand (1997).

2.8.1 Métodos de utilização simples

Como vimos atrás, para uma vasta classe de densidades conhecemos a ja-

nela óptima no sentido da minimização do erro quadrático médio integrado

assintótico:

hEQMIA =
(

6/R(f ′)
)1/3

n−1/3.

No entanto, esta janela não pode ser directamente usada para escolher hn

uma vez que sendo f desconhecida, é também desconhecida a quantidade

R(f ′).

Os procedimentos seguintes para a escolha da janela são baseados na

ideia de estimar de forma paramétrica a quantidade desconhecida que in-

tervém na expressão de hEQMIA. Este método geral para a escolha da janela,

geralmente designado por método das distribuições de referência, foi pri-

meiramente sugerido por Deheuvels (1977a) no contexto dos estimadores

do núcleo da densidade que estudaremos no próximo caṕıtulo.

Janela com distribuição de referência normal

Scott (1979) propõe que se utilize a regra anterior onde R(f ′) é calculada

tomando para f a densidade da distribuição N(0, σ2) (R(f ′) não depende

do parâmetro de posição). Neste caso,

R(f ′) =
1

4
√
π σ3
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e

hEQMIA =
(

24
√
π
)1/3

σ n−1/3 ≈ 3.49σ n−1/3.

Estimando o parâmetro de escala σ pelo desvio-padrão emṕırico corrigido

ŝ =
√

∑n
i=1(Xi − X̄)2/(n− 1), obtemos a janela com distribuição de re-

ferência normal:

ĥNR = 3.49 ŝ n−1/3.

Havendo informação preliminar sobre a forma da distribuição, para dis-

tribuições fortemente assimétricas ou com caudas pesadas, Scott (1979)

sugere escolhas da janela baseadas em outras distribuições de referência

como a lognormal ou a distribuição de Student.

Regra de Silverman

Atendendo a que no caso duma distribuição normal com função de distri-

buição F se tem

σ =
F−1(3/4) − F−1(1/4)

F−1
N(0,1)(3/4) − F−1

N(0,1)(1/4)
,

o desvio-padrão σ pode ser estimado por AÎQ/1.349, onde AÎQ é a am-

plitude inter-quartil emṕırica AÎQ = X[0.75n] − X[0.25n]. Silverman (1986)

sugere combinar os dois estimadores dando origem à janela

ĥSIL = min(3.49 ŝ, 2.59AÎQ)n−1/3.

Evocando razões de robustez, Deheuvels (1977a) advogava já a estimação

do parâmetro de escala a partir de estimadores baseados nas estat́ısticas

ordinais.

O prinćıpio da distribuição mais suave

No sentido de evitar a escolha de uma janela demasiado pequena que pode

conduzir a uma representação gráfica com caracteŕısticas artificiais de mul-

timodalidade, Terrell e Scott (1985) e Terrel (1990) advogam que a janela

hn deveria ser escolhida de modo a ser a maior posśıvel que seja compat́ıvel
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com a escala das observações. Atendendo à forma assintoticamente óptima

para a janela dada no Teorema 2.6.4 e tomando o desvio-padrão σ como

parâmetro de escala, o prinćıpio anterior conduz a tomar como distribuição

de referência a densidade f com variância σ2 que torna mı́nima a quanti-

dade R(f ′). Podendo esta quantidade ser interpretada como uma medida

da variabilidade global de f , a distribuição de referência é, no sentido ante-

rior, a densidade mais suave posśıvel, razão pela qual o critério anterior é

designado por prinćıpio da distribuição mais suave (oversmoothing prici-

ple). Terrel (1990) prova que a densidade com variância σ2 que é solução

do problema anterior é dada por gδ onde g(x) = 15
16 (1 − x2)2I(|x| ≤ 1) e

δ =
√
7σ. Como R(g′) = 15/7 obtemos a janela

ĥOS = 3.73 ŝ n−1/3.

2.8.2 O método de validação cruzada

Não é de esperar que os métodos de utilização simples descritos no parágrafo

anterior, produzam janelas de boa qualidade quando a distribuição subja-

cente aos dados é ‘muito diferente’ da distribuição usada para distribuição

de referência. Rudemo (1982) e Bowman (1984) tomam o erro quadrático

integrado, EQI = ||f̂n−f ||22, como medida da discrepância entre f̂n e a den-

sidade desconhecida f , e propõem um método simples para a escolha da

janela que ficaria conhecido como método de validação cruzada baseado no

EQI (least-square cross-validation). A ideia é assim a de escolher a janela

h = hn que minimiza um estimador cêntrico do erro quadrático integrado

EQI(h) =

∫

{f̂n(x)− f(x)}2dx

= R(f̂n)− 2

∫

f̂n(x)f(x) dx +R(f).

Não dependendo R(f) de h, esta parcela não tem qualquer influência na

minimização de EQI(h). Relativamente à segunda parcela, Rudemo nota

que ela pode ser interpretada como a esperança matemática E(f̂n(X)), onde

X1, . . . ,Xn são considerados fixos. Para aproximar a quantidade anterior
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a partir das observações X1, . . . ,Xn, consideram-se n sub-amostras de ta-

manho n − 1 cada uma delas obtida a partir da amostra original supri-

mindo uma observação. Denotando por f̂n,−i o histograma associado à

sub-amostra X1, . . . ,Xi−1,Xi+1, . . . ,Xn, será natural propor para aproxi-

mar E(f̂n(X)) a estat́ıstica

1

n

n
∑

i=1

f̂n,−i(Xi).

Reparemos que o facto de não se incluir em f̂n,−i a observação Xi, faz

com que a estat́ıstica anterior e
∫

f̂n(x)f(x) dx tenham a mesma esperança

matemática.

Assim,

E

(

R(f̂n)−
2

n

n
∑

i=1

f̂n,−i(Xi)

)

= EQMI(f̂n)−R(f).

Na prática toma-se para janela o valor ĥCV que minimiza

CV(h) = R(f̂n)−
2

n

n
∑

i=1

f̂n,−i(Xi) =
2

(n− 1)h
− n+ 1

n2(n− 1)h

∑

j∈Z

ν2n,j

onde νn,j =
∑n

i=1 I(Xi ∈ ∆n,j). Reparemos que para cada h a partição que

define o histograma é alterada sendo necessário recalcular νn,j.

Sob condições pouco restritivas sobre o f , Stone (1985) mostra que ĥCV

é assintoticamente óptima no sentido em que

EQI(ĥCV)

EQI(ĥEQI)

qc−→ 1,

onde

ĥEQI = argminh>0EQI(h).

2.8.3 Aplicação a um conjunto de dados reais

O conjunto de dados que consideramos neste parágrafo é relativo a duas

variáveis observadas aquando de 272 erupções sucessivas do Old Faithful
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Figura 2.8.1: Histogramas obtidos a partir das janelas ĥSIL e ĥCV.

Geyser no Yellowstone National Park nos Estados Unidos da América. A

primeira variável é relativa à duração de cada uma das erupções, enquanto

que a segunda variável diz respeito ao peŕıodo de tempo que medeia en-

tre cada uma das erupções e a erupção seguinte. Ambas as variáveis são

registadas em minutos. Existem várias versões deste conjunto de dados

analisadas por diversos autores como, por exemplo, Silverman (1986) ou

Härdle (1991). A versão que aqui usamos está dispońıvel na documentação

do R (faithful).
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Os histogramas da Figura 2.8.1 relativos aos conjuntos de dados des-

critos, são obtidos tomando para origem da partição an,0 = 0 e an,0 = 40,

respectivamente, tendo as duas janelas usadas sido obtidas pela regra de

Silverman e pelo método de validação cruzada. Os histogramas põem em

evidência o carácter marcadamente bimodal de ambas as distribuições, mas

as janelas ĥSIL são significativamente maiores que as janelas ĥCV. Os valores

aparentemente demasiado grandes das janelas obtidas pela regra Silverman

podem ser explicados pelo facto das distribuições subjacentes possúırem ca-

racteŕısticas marcadas de não normalidade. Tal facto pode ter levado a uma

subestimação das quantidades R(f ′) o que conduziu a janelas demasiado

grandes.

2.9 O poĺıgono de frequências

O facto já discutido em §2.2 da ordem de convergência do viés do estima-

dor do histograma não poder ser superior a hn, mesmo quando a densidade

subjacente apresenta derivadas de segunda ordem cont́ınuas, é uma carac-

teŕıstica negativa deste estimador. A classe de estimadores que estudaremos

no próximo caṕıtulo permite, como veremos, contornar esta dificuldade. É,

no entanto, interessante verificar que um outro estimador bem nosso co-

nhecido possui um viés e uma variabilidade inferiores aos do histograma.

Trata-se do poĺıgono de frequências definido por

ĝn(x) =

(

1

2
− x− anj

hn

)

f̂n

(

an,j −
hn
2

)

+

(

1

2
+
x− anj
hn

)

f̂n

(

an,j +
hn
2

)

,

para x ∈ ]an,j − hn/2, an,j + hn/2] com j ∈ Z. O estudo das propriedades

teóricas deste estimador é iniciado por Scott (1985) (ver também Scott,

1992).

Viés e variância

A observação que fizemos a seguir ao Teorema 2.2.5, acerca do viés do

estimador do histograma nos pontos médios da partição, explica o facto
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do poĺıgono de frequências ter um viés inferior ao histograma. Com efeito,

atendendo ao Teorema 2.2.5, sabemos que se f ′ é de Lipschitz (de ordem

1) numa vizinhança de x então

Ef̂n

(

an,j ±
hn
2

)

= f
(

an,j ±
hn
2

)

+O(h2n)

onde

f
(

an,j ±
hn
2

)

= f(x)± hn

(1

2
∓ x− anj

hn

)

f ′(x) +O(h2n)

= f(x) +O(h2n).

O viés do poĺıgono de frequências é assim da ordem de h2n e não da ordem

de hn, como acontece com o histograma:

Eĝn(x) = f(x) +O(h2n).

Podemos ser ainda mais precisos. Se admitirmos que f possui derivada

de segunda ordem cont́ınua numa vizinhança de x, vale o desenvolvimento

Eĝn(x) = f(x) +

(

1

3
−
(x− anj

hn

)2
)

h2n
2
f ′′(x) + o(h2n).

Usando agora (2.2.6), concluiŕıamos de forma análoga que a variância do

poĺıgono de frequências é dada por

Varĝn(x) =

(

1

2
+ 2
(x− anj

hn

)2
)

1

nhn
f(x) +O(n−1),

sendo o seu termo mais representativo inferior ao do estimador do histo-

grama.

Ordem de convergência óptima

Tomando hn = c n−1/5, com c > 0, conclúımos das expressões anteriores

que se f ′ é de Lipschitz (de ordem 1) numa vizinhança de x então

EQM(ĝn(x)) = O
(

n−4/5
)

,
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o que supera a ordem n−2/3 obtida para o estimador do histograma.

Uma pergunta natural é a de saber se é ainda posśıvel melhorar a or-

dem de convergência anterior. Existirá algum estimador da densidade cujo

erro quadrático médio convirja para zero com uma ordem superior a n−4/5?

Para que uma tal questão tenha interesse, é essencial que a ordem de con-

vergência anterior seja relativa a um conjunto fixo (e razoavelmente vasto)

de densidades de probabilidade. Com efeito, tal acontece relativamente ao

conjunto C2α de densidades f com derivada absolutamente cont́ınua e cuja

derivada de segunda ordem satisfaz ||f ′′||∞ ≤ α. Adaptando as técnicas

que temos vindo a desenvolver podemos provar que

lim sup
n→∞

sup
f∈C2α

n4/5 EQM(ĝn(x)) <∞.

O resultado que enunciamos a seguir, devido a Farrel (1972), garante

que a ordem de convergência anterior é a melhor posśıvel. Farrel estabelece

que não existe um estimador da densidade cujo erro quadrático médio no

ponto x convirja para zero, uniformemente no conjunto C2α, com uma

ordem superior a n−4/5.

Para k ∈ N e α > 0, denotamos por Ckα o conjunto das densidades

de probabilidade f com derivada de ordem k − 1 absolutamente cont́ınua

e cuja derivada de ordem k, que existe em quase todo o ponto, satisfaz

||f (k)||∞ ≤ α.

Teorema 2.9.1. Para k ∈ N e α > 0 se γn(·) = γn(·;X1, . . . ,Xn) é tal que

lim sup
n→∞

sup
f∈Ckα

a−2
n EQM(γn(x)) <∞

com an → 0, então

lim inf
n→∞

n−2k/(2k+1)a2n > 0.

Do resultado anterior decorre também que qualquer estimador da den-

sidade possui um erro quadrático médio cuja ordem de convergência para

zero, uniformemente em Ckα, não pode ser superior a n−2k/(2k+1). Não

sendo esta ordem de convergência atingida pelo poĺıgono de frequências
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quando k > 2, fica em aberto a questão da existência de estimadores da

densidade que atinjam tal ordem de convergência. Voltaremos a ela no

próximo caṕıtulo.

EQMI e janela assintoticamente óptima

O resultado seguinte de Scott (1985), descreve o comportamento assintótico

do EQMI associado ao poĺıgono de frequências. Por comparação com o

correspondente resultado obtido em §2.5, mais uma vez se ilustra, agora

usando uma medida global da qualidade do estimador, a superioridade

assintótica do poĺıgono de frequências relativamente ao histograma.

Teorema 2.9.2. Suponhamos que f possui derivada de terceira ordem,

com f ′′ absolutamente cont́ınua e f, f ′, f ′′, f ′′′ de quadrado integrável. Se

hn → 0 então

EQMI(ĝn) =
2

3nhn
+

49

2880
h4nR(f

′′) +O(n−1) +O(h5n).

A janela óptima no sentido da minimização da soma das duas parcelas

mais significativas do desenvolvimento anterior é assim dada por

hEQMIA = 2
(

15/(49R(f ′′))
)1/5

n−1/5

a que corresponde o erro quadrático médio integrado

EQMI(ĝ◦n) =
5

12

(

49R(f ′′)/15
)1/5

n−4/5 +O(n−1), (2.9.3)

onde ĝ◦n o estimador do poĺıgono de frequências com janela hEQMIA.

2.10 Histogramas multivariados

Quando as observações X1, . . . ,Xn são vectores aleatórios independentes e

identicamente distribúıdos com valores em R
d e densidade de probabilidade

f , os resultados que apresentámos ao longo deste caṕıtulo admitem versões
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multidimensionais para o estimador do histograma definido a partir da

partição

∆n,j1,...,jd =

d
∏

i=1

] ain,ji, a
i
n,ji+1], j1, . . . , jd ∈ Z,

com origem (a1n,0, . . . , a
d
n,0), onde a

i
n,j+1 = ain,j + hi, j ∈ Z, e hi = hn,i > 0.

Para x ∈ ∆n,j1,...,jd , o estimador do histograma é definido por

f̂n(x) =
1

nh1 . . . hd

n
∑

i=1

I(Xi ∈ ∆n,j1,...,jd).

Uma forma simplificada do estimador do histograma pode ainda ser obtida

assumindo que hi = h para todo o i = 1, . . . , d. Neste caso o estimador

toma a forma

f̂n(x) =
1

nhd

n
∑

i=1

I(Xi ∈ ∆n,j1,...,jd),

para x ∈ ∆n,j1,...,jd .

A escolha da janela

Tal como no caso real, sob condições de regularidade sobre f e assumindo

que hi → 0 e nh1 . . . hd → +∞, podemos obter um desenvolvimento as-

sintótico para o erro quadrático médio integrado de f̂n (cf. Scott, 1992;

Lecoutre, 1985) dando origem ao EQMIA definido por

EQMIA =
1

nh1 . . . hd
+

1

12

d
∑

i=1

h2iR(fi),

onde fi denota a derivada parcial de f relativamente à sua i-ésima variável.

Da minimização do EQMIA relativamente a cada uma das janelas hk resulta

a seguinte expressão para a janela assintoticamente óptima

hk,EQMIA = R(fk)
−1/2

(

6

d
∏

i=1

R(fi)
1/2

)1/(d+2)

n−1/(d+2).
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d Tamanhos equivalentes da amostra

1 10 50 100

2 39 333 838

3 172 2510 7967

4 838 20943 83776

5 4446 190058 957834

Tabela 2.10.2: Tamanhos equivalentes da amostra, em função da dimensão

d, para a distribuição normal multivariada standard segundo o critério de

Epanechnikov.

Para uma escolha assintoticamente óptima das janelas h1, . . . , hd, obte-

mos

EQMIA = (1 + d/2) 6−d/(d+2)

( d
∏

i=1

R(fi)

)1/(d+2)

n−2/(d+2). (2.10.1)

Tomando como distribuição de referência a distribuição normalN(0,Σ),

com Σ = diag(σ21 , . . . , σ
2
d), temos

hk,EQMIA = 2 · 31/(d+2)πd/(2d+4)σk n
−1/(d+2),

expressão esta que pode ser usada para propor uma escolha prática da

janela.

A maldição da dimensão

A expressão (2.10.1) põe em evidência um dos problemas da estimação

da densidade num contexto multivariado, habitualmente designado por

maldição da dimensão (curse of dimensionality): a order de convergência

do EQMIA decresce drasticamente à medida que a dimensão d aumenta,

sendo bastante inferior à ordem de convergência paramétrica n−1.

A gravidade deste problema pode ser claramente ilustrada adoptando o

procedimento proposto por Epanechnikov (1969) para comparar o desem-

penho de estimadores da densidade em função da dimensão d dos dados (ou-

tros critérios são considerados em Scott e Wand, 1991). Para a distribuição
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normal multivariada standard N(0, I), apresentamos na Tabela 2.10.2 os

tamanhos das amostras que permitem obter, para várias dimensões d, um

mesmo valor da medida normalizada da qualidade do estimador dada por

EQMIA/R(f) = (1 + d/2)(π/3)d/(2+d)n−2/(2+d).

Sobre a utilização do estimador do histograma em contextos multidi-

mensionais ver também Scott e Sain (2005) e Scott (2004).
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O estimador do núcleo

Definição do estimador. O estimador do núcleo como soma de funções

elementares. Propriedades locais de convergência. Desenvolvimentos as-

sintóticos para o viés e variância num ponto. Propriedades globais de con-

vergência. Desenvolvimento assintótico para o erro quadrático médio inte-

grado. Escolha assintoticamente óptima de hn e de K. Núcleos de ordem

superior e redução do viés. Escolha prática de hn. Estimador automático

do núcleo. Estimação em pontos fronteiros. Estimador multivariado do

núcleo.

3.1 Definição do estimador

Dada uma função real de variável real integrável K, com

∫

K(x) dx = 1,

e uma sucessão (hn) de números reais estritamente positivos que admitimos

satisfazer

hn → 0, n→ +∞,

o estimador do núcleo da densidade desconhecida f baseado na amostra

X1, . . . ,Xn é definido, para x ∈ R, por

fn(x) =
1

nhn

n
∑

i=1

K

(

x−Xi

hn

)

43
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(cf. Rosenblatt, 1956; Parzen, 1962). A função K é designada por núcleo

e a hn chamamos janela. Quando K é uma densidade de probabilidade,

habitualmente tomada simétrica relativamente à origem, fn é também uma

densidade de probabilidade. O estimador da janela móvel, considerado nos

trabalhos pioneiros de Fix e Hodges (1951), Akaike (1954) e Rosenblatt

(1956) (ver §1.3), é o estimador associado ao núcleo uniforme K(u) =
1
2I(|u| ≤ 1). O núcleo normal K(u) = (2π)−1/2 exp(−u2/2), é um dos mais

utilizados na prática.

O estimador do núcleo como soma de funções elementares

Reescrevendo o estimador do núcleo na forma

fn(x) =
1

n

n
∑

i=1

Khn
(x−Xi),

onde

Kh(x) = K(x/h)/h,

para x ∈ R e h > 0, podemos de forma simples perceber a contribuição

de cada observação Xi para fn. À observação Xi o estimador do núcleo

associa a função

ϕXi
(x) =

1

n
Khn

(x−Xi),

que, caso o núcleo K seja simétrico, é simétrica relativamente ao ponto

u = Xi com integral
∫

ϕXi
(x)dx =

1

n
,

e que irá atribuir a ponderação ϕXi
(x) aos pontos x que estão numa vizi-

nhança de Xi. Apesar de algumas das propriedades que deduziremos serem

válidas para núcleos não necessariamente simétricos, o facto de não haver à

partida uma razão plauśıvel para tratarmos de forma diferenciada os pontos

à esquerda de Xi dos pontos à sua direita, leva a que se tome habitualmente

para K uma função simétrica (a este propósito ver Tiago de Oliveira, 1963,

p. 34). Como veremos mais à frente, outras razões há para procedermos

desta forma.
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Figura 3.1.1: Estimador do núcleo como soma de funções elementares.

Núcleo normal e janelas h = 0.25, 0.5.

No caso de tomarmos paraK o núcleo uniforme sobre o intervalo [−1, 1],

todos os pontos do intervalos [Xi − hn,Xi + hn] recebem uma ponderação

igual a 0.5/n. Aos restantes pontos é atribúıda uma ponderação nula. No

caso do núcleo normal, todos os pontos de R recebem uma ponderação

positiva devido à observação Xi. A maior ponderação é atribúıda ao ponto

x = Xi, diminuindo esta à medida que o ponto x se afasta, por excesso ou

por defeito, da observação Xi. No caso do núcleo normal o efeito anterior é

ilustrado na Figura 3.1.1 onde o estimador do núcleo é constrúıdo a partir

das observações -1,-0.5,0,0.2,1,2, com h = 0.25 e h = 0.5.

Exemplos de núcleos

Na Tabela 3.1.2 listamos algumas densidades de probabilidade que pode-

mos usar como núcleos K (ver Figura 3.1.4). Como já referimos, o núcleo

uniforme foi primeiramente considerado por Akaike (1954) e Rosenblatt

(1956). Os núcleos triangular, normal e de Laplace são considerados em

Parzen (1962). O núcleo polinomial de Epanechnikov é primeiramente con-

siderado em Bartlett (1963) mas é com o trabalho de Epanechnikov (1969)
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Núcleo K(u)

Uniforme 1
2I(|u| ≤ 1)

Triangular (1− |u|)I(|u| ≤ 1)

Epanechnikov 3
4(1− u2)I(|u| ≤ 1)

Biweight 15
16 (1− u2)2I(|u| ≤ 1)

Triweight 35
32 (1− u2)3I(|u| ≤ 1)

Normal (2π)−1/2 exp(−u2/2)

Laplace exp(−|u|)/2

Cauchy de ordem 2 2π−1(1 + u2)−2

Tabela 3.1.2: Exemplos de núcleos.

que ganha notoriedade. Este núcleo, bem como os restantes núcleos poli-

nomiais mencionados, pertence à famı́lia

K(u; p) =
1

22p+1B(p+ 1, p + 1)
(1− u2)p I(|u| ≤ 1),

onde B é a função beta. O núcleo de Cauchy de ordem 2 é um caso

particular da famı́lia das densidades de Cauchy de ordem p, considerada

em Deheuvels (1977a), definida por

K(u; p) =
Γ(p)√

π Γ(−1/2 + p)

1

(1 + x2)p
,

onde Γ é a função gama.

Os núcleos anteriores gozam de diferentes propriedades de regularidade,

sendo estas propriedades transferidas para o estimador do núcleo. Assim,

se K é cont́ınua ou diferenciável, o estimador do núcleo baseado em K

gozará dessas mesmas propriedades. Verificaremos mais à frente que, para

além das propriedades de regularidade, o núcleo não assume, a ńıvel da
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Figura 3.1.3: Mudanças de escala Kδ com K o núcleo normal standard.

qualidade do estimador, o papel primordial que a janela irá assumir. Tal

como já acontecia no caso do histograma, as propriedades assintóticas e a

distância finita do estimador do núcleo são, no essencial, determinadas pela

escolha da janela.

Mudança de escala

Para um valor δ > 0, a função definida a partir de K por

Kδ(u) = K(u/δ)/δ,

é ainda um núcleo que dizemos ter sido obtido de K através da mudança de

escala δ. Na Figura 3.1.3 representam-se as mudanças de escala K1/2 e K2

quando K é o núcleo normal. Reparemos que a escolha da escala para um

núcleo está intimamente relacionada com a escolha da janela. O estimador

que se obtém tomando para núcleo a função K e para janela a sucessão hn

coincide com o estimador de núcleo Kδ e janela hn/δ.

Uma forma de melhor compararmos estimadores do núcleo constrúıdos a

partir de diferentes núcleos é assumir que para além de possúırem o mesmo
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Figura 3.1.4: Mudanças de escala Kδ para os núcleos K da Tabela 3.1.2.

momento de primeira ordem m1(K) =
∫

uK(u)du, que é habitualmente

nulo devido à habitual simetria do núcleo relativamente à origem, também

partilham de um mesmo momento de segunda ordemm2(K) =
∫

u2K(u)du

(que supomos existir). Para os núcleos K da Tabela 3.1.2, representamos
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na Figura 3.1.4 os núcleos Kδ onde as mudanças de escala δ são escolhidas

de modo que

m2(Kδ) = δ2m2(K) = 1.

Desta forma, todos os núcleos Kδ representados possuem a mesma variabi-

lidade.

3.2 Propriedades locais de convergência

Iniciamos este parágrafo pelo estudo do comportamento assintótico do viés,

variância e erro quadrático médio do estimador do núcleo. Os resultados

que apresentamos são no essencial devidos a Rosenblatt (1956), no caso

do estimador da janela móvel, e a Parzen (1962) (ver também Tiago de

Oliveira, 1963, pp. 28–42). Neste estudo tem um papel de relevo o resultado

seguinte devido a Bochner (1955).

Lema 3.2.1 (de Bochner). Sejam ϕ : R → R uma função integrável e

limitada, g : R → R uma função cont́ınua em x ∈ R e hn → 0.

a) Se g é limitada em R, ou, em alternativa, se g é integrável e ϕ é tal

que lim|x|→+∞ xϕ(x) = 0, então

ϕhn
∗ g(x) =

∫

ϕhn
(x− y)g(y)dy → g(x)

∫

ϕ(y)dy,

onde ∗ denota o produto de convolução.

b) Se g é limitada e uniformemente cont́ınua, então a convergência

anterior é uniforme em x.

Dem: No caso em que g limitada, as aĺıneas a) e b) são consequência da

desigualdade seguinte válida para todo o δ > 0 e hn > 0:
∣

∣

∣

∣

ϕhn
∗ g(x)− g(x)

∫

ϕ(y)dy

∣

∣

∣

∣

=

∣

∣

∣

∣

∫

ϕ(y)(g(x − yhn)− g(x))dy

∣

∣

∣

∣

≤ sup
|z|≤δ

|g(x− z)− g(x)|
∫

|ϕ(y)|dy

+ 2 sup
x∈R

|g(x)|
∫

|y|>δ/hn

|ϕ(y)|dy.
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Sendo g integrável e ϕ tal que lim|x|→+∞ xϕ(x) = 0, a convergência

expressa em a) é consequência da desigualdade seguinte, que é válida para

todo o δ > 0 e hn > 0:

∣

∣

∣

∣

ϕhn
∗ g(x) − g(x)

∫

ϕ(y)dy

∣

∣

∣

∣

≤ sup
|z|≤δ

|g(x − z)− g(x)|
∫

|ϕ(y)|dy

+ δ−1 sup
|z|>δ/hn

|zϕ(z)|
∫

|g(y)|dy + |g(x)|
∫

|y|>δ/hn

|ϕ(y)|dy.

�

Observação 3.2.2. Se g é uma função integrável e uniformemente cont́ınua,

g é necessariamente limitada, valendo a convergência ϕhn
∗ g(x) → g(x)

∫

ϕ(y)dy, uniformemente em x.

Doravante designaremos por núcleo de Parzen–Rosenblatt qualquer nú-

cleo limitado K que satisfaça a condição adicional

lim
|x|→+∞

xK(x) = 0.

Um núcleo limitado de suporte limitado é claramente de Parzen–Rosenblatt.

Todos os núcleos da Tabela 3.1.2 são de Parzen–Rosenblatt.

3.2.1 Viés

Sendo K um núcleo limitado, o estimador do núcleo tem por média

Efn(x) =

∫

Khn
(x− y)f(y)dy = Khn

∗ f(x), (3.2.3)

Como consequência imediata do lemma de Bochner conclúımos que o esti-

mador do núcleo é assintoticamente cêntrico.

Proposição 3.2.4. Sejam K um núcleo de Parzen–Rosenblatt e f cont́ınua

em x ∈ R. Se hn → 0 então

Efn(x) → f(x).
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No caso do estimador do histograma f̂n, vimos que se f ∈ Lx(α) então

Viésf̂n(x) = O(hαn),

(cf. (2.2.3)) e que a ordem de convergência que se obtém para α = 1 não

pode ser melhorada mesmo que a densidade subjacente verifique condições

adicionais de regularidade. Vejamos agora o que se passa com o estima-

dor do núcleo. Começaremos por assumir que K tem suporte limitado.

Atendendo a que

Viésfn(x) = Khn
∗ f(x)− f(x)

=

∫

K(z)(f(x− zhn)− f(x))dz, (3.2.5)

tal como para o histograma conclúımos que

Viésfn(x) = O(hαn),

sempre que f ∈ Lx(α). No entanto, se assumirmos que a densidade f

verifica f ′ ∈ Lx(α), usando a fórmula de Taylor com resto integral obtemos

o desenvolvimento

Viésfn(x) = −hn
∫

yK(y)

∫ 1

0
f ′(x− thny) dtdy

= −hnf ′(x)
∫

yK(y) dy +O(hα+1
n ),

pois

∣

∣

∣

∣

∫

yK(y)

∫ 1

0
(f ′(x− thny)− f ′(x)) dtdy

∣

∣

∣

∣

≤ hαn
M

α+ 1

∫

|y|α+1|K(y)| dy,

onde M é a constante de Lipschitz de f ′.

Significa isto que se K for tal que m1(K) =
∫

yK(y) dy = 0, o que

acontece em particular quando K é simétrico relativamente à origem, o

viés do estimador do núcleo é de ordem inferior ao do histograma.
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Teorema 3.2.6. Sejam K um núcleo limitado com m1(K) = 0 e
∫

z2|K(z)|dz <∞, f com derivada de segunda ordem f ′′ limitada e cont́ınua

em R e x ∈ R. Se hn → 0 então

Efn(x)− f(x) =
h2n
2
m2(K)f ′′(x) + o(h2n).

Dem: Atendendo a (3.2.5) e à condiçãom1(K) = 0, da fórmula de Taylor de

segunda ordem com resto integral e do teorema da convergência dominada

obtemos

Efn(x)− f(x) = h2n

∫

z2K(z)

∫ 1

0
(1− t)f ′′(x− tzhn)dtdz (3.2.7)

= h2n

(

1

2
m2(K)f ′′(x) + o(1)

)

.

�

Observação 3.2.8. Se o núcleo K é de suporte limitado, o resultado ante-

rior mantém-se válido assumindo apenas que f possui derivada de segunda

ordem cont́ınua numa vizinhança de x.

3.2.2 Variância

Analisemos agora a variância do estimador do núcleo.

Proposição 3.2.9. Sejam K um núcleo de Parzen–Rosenblatt e f cont́ınua

em x ∈ R. Se hn → 0 então

nhnVarfn(x) → R(K)f(x).

Dem: Para x ∈ R temos

Varfn(x) =
1

n
Var(Khn

(x−X1))

=
1

n

(

EKhn
(x−X1)

2 − (EKhn
(x−X1))

2
)

=
1

nhn

(
∫

K(z)2f(x− zhn)dz − hn (Efn(x))
2

)

.(3.2.10)
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Para concluir basta ter em conta que Efn(x) = f(x) + o(1) e usar o lema

de Bochner com ϕ = K2.
�

Em particular, se nhn → +∞ conclúımos que

Varfn(x) → 0,

sendo a ordem de convergência para zero da variância dada por

Varfn(x) = O
(

(nhn)
−1
)

.

Esta é precisamente a ordem de convergência que encontrámos para a

variância pontual do estimador do histograma. Sob condições adicionais

de regularidade sobre f podemos ainda obter o desenvolvimento seguinte.

Teorema 3.2.11. Sejam K um núcleo limitado com
∫

|z|K(z)2dz < ∞ e

f com derivada f ′ limitada em R. Para x ∈ R, se hn → 0 então

Varfn(x) =
1

nhn
R(K) f(x) +O(n−1).

Dem: Atendendo a (3.2.10), basta ter em conta que

∫

K(z)2f(x− zhn)dz = R(K) f(x) +

∫

K(z)2(f(x− zhn)− f(x))dz,

onde
∣

∣

∣

∣

∫

K(z)2(f(x− zhn)− f(x))dz

∣

∣

∣

∣

≤ hn||f ′||∞
∫

|z|K(z)2dz,

com ||ϕ||∞ = supx∈R |ϕ(x)|, e que, de acordo com o lema de Bochner,

Efn(x) → f(x), uma vez que f é limitada e cont́ınua em R.
�

Observação 3.2.12. Se o núcleo K é de suporte limitado, o resultado

anterior mantém-se válido para f com derivada limitada numa vizinhança

de x.
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3.2.3 Erro quadrático médio

De forma análoga ao que fizemos para o histograma, analisamos agora o

erro quadrático médio, EQM(fn(x)), do estimador do núcleo no ponto x.

Tendo em conta a decomposição de EQM(fn(x)) como soma dum termo

de variância e dum termo de quadrado do viés, os resultados seguintes são

consequência imediata dos resultados dos parágrafos anteriores.

Teorema 3.2.13. Sejam K um núcleo de Parzen-Rosenblatt e f cont́ınua

em x ∈ R. Se hn → 0 e nhn → +∞ então

EQM(fn(x)) → 0.

Teorema 3.2.14. Sejam K um núcleo limitado com
∫

zK(z)dz = 0 e
∫

z2|K(z)|dz < ∞, f com derivadas f ′ e f ′′ limitadas e cont́ınuas em R e

x ∈ R. Se hn → 0 temos

EQM(fn(x)) =
1

nhn
R(K) f(x) +

h4n
4
m2

2(K) f ′′(x)2 +O(n−1) + o(h4n).

Esta decomposição põe mais uma vez em evidência o papel determinante

que hn tem no comportamento assintótico do estimador. A janela deverá

convergir para zero para que o viés do estimador seja pequeno mas não o

poderá fazer violentamente sob pena de obtermos um estimador com grande

variabilidade.

A ordem de convergência para zero do erro quadrático médio no ponto

x depende, como vimos, da regularidade de f . Assumindo que K é de

suporte limitado e que f (k) ∈ Lx(α), para α ∈ ]0, 1] e k ∈ {0, 1}, então

EQM(fn(x)) = O
(

(nhn)
−1 + h2k+2α

n

)

.

A maior ordem de convergência ocorre quando hn = c n−1/(1+2k+2α), com

c > 0, obtendo-se neste caso

fn(x)− f(x) = Op

(

n−(k+α)/(1+2k+2α)
)

.
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Nas condições do teorema anterior temos k+α = 2 obtendo-se a ordem de

convergência

fn(x)− f(x) = Op

(

n−2/5
)

,

quando

hn = c n−1/5, com c > 0.

3.2.4 Convergência quase certa

Os resultados seguintes sobre a convergência pontual quase certa do esti-

mador do núcleo são em tudo análogos aos obtidas para o estimador do

histograma. As diferenças residem nas ordens de convergência exibidas de-

vido à diferente velocidade de convergência para zero do viés do estimador.

A convergência pontual quase certa do estimador do núcleo é estudada por

Van Ryzin (1969), Deheuvels (1974) e Devroye e Penrod (1984).

Teorema 3.2.15. Sejam K um núcleo de Parzen-Rosenblatt e f cont́ınua

em x ∈ R. Se hn → 0 e se
∞
∑

n=1

exp(−γnhn) <∞, para todo o γ > 0,

então

fn(x)
qc−→ f(x).

Dem: Atendendo à Proposição 3.2.4 basta mostrar que fn(x)−Efn(x)
qc−→

0. Comecemos por notar que

fn(x)− Efn(x) =
1

n

n
∑

i=1

Zi,

com

Zi = Khn
(x−Xi)− EKhn

(x−Xi),

onde |Zi| ≤ 2||K||∞/hn e para n suficientemente grande, E(Zi)
2 ≤ C/hn,

com C > 0. Para concluir, basta notar que pelo Lema 2.2.11 se tem

P(|fn(x)− Efn(x)| > ǫ) ≤ 2 exp
(

−3nhnǫ
2/(8C)

)

,

para todo o 0 < ǫ < C/(2||K||∞).
�
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Ordem de convergência

Da demonstração anterior, decorre imediatamente o seguinte resultado.

Teorema 3.2.16. Sejam K um núcleo limitado de suporte limitado e f (k) ∈
Lx(α) para algum k ∈ {0, 1} e x ∈ R. Se hn → 0 e nhn/ log n→ +∞ então

fn(x)− f(x) = O

((

log n

nhn

)1/2

+ hk+α
n

)

.

A maior ordem de convergência quase certa que podemos obter a partir

do resultado anterior passa por tomar hn = c (log n/n)1/(1+2k+2α), com

c > 0, obtendo-se neste caso

fn(x)− f(x) = O

((

log n

n

)(k+α)/(1+2k+2α) )

.

No caso em que k+α = 2, a escolha da janela hn = c (log n/n)1/5, com c >

0, conduz a uma ordem de convergência quase certa ligeiramente inferior à

ordem de convergência em probabilidade estabelecida atrás:

fn(x)− f(x) = O

((

log n

n

)2/5)

.

3.3 Convergência L∞

Atendendo à segunda parte do Lema 3.2.1, para todo o núcleo limitado K e

toda a densidade f ∈ U sabemos que ||Efn−f ||∞ → 0 sempre que hn → 0.

O estudo da convergência uniforme do estimador do núcleo, segundo um

determinado modo de convergência estocástica, reduz-se assim ao estudo

do termo aleatório ||fn − Efn||∞.
A hipótese de continuidade uniforme feita sobre f tem aqui um papel

essencial. Para K e hn nas condições do resultado seguinte é posśıvel mos-

trar que a condição f ∈ U é uma condição necessária para a convergência

uniforme quase certa do estimador do núcleo (cf. Schuster, 1969, 1970).
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No caso do estimador da janela móvel definido por (1.3.1), a abordagem

usada aquando do estimador do histograma pode ser directamente utilizada,

decorrendo a convergência uniforme quase certa da desigualdade

||fn − Efn||∞ ≤ 1

hn
||Fn − F ||∞.

Para núcleos de variação limitada em R, uma generalização da desi-

gualdade anterior foi utilizada por Nadaraya (1965) para estabelecer a con-

vergência uniforme quase certa do estimador do núcleo sob condições sobre

hn ligeiramente diferentes das que a seguir apresentamos. Recordemos que

uma função g diz-se de variação limitada em R se existe M > 0 tal que

n
∑

i=1

|g(ti+1)− g(ti)| ≤M,

para todo o conjunto finito de números reais com t1 ≤ t2 ≤ · · · ≤ tn+1. Ao

supremo de todas as somas da forma anterior chamamos variação de g e

representa-mo-lo por V (g) (sobre funções de variação limitada ver Cohn,

1980, pp. 143–149, e Bogachev, 2007, pp. 332–336). Os núcleos apresen-

tados na Tabela 3.1.2 são claramente de variação limitada em R. Uma

caracterização das funções de variação limitada é dada pelo facto delas

poderem ser escritas como diferença de duas funções não-decrescentes. O

motivo para a consideração de núcleos de variação limitada será claro da de-

monstração do resultado seguinte que estabelece condições suficientes para

a convergência uniforme quase certa do estimador do núcleo.

Teorema 3.3.1. Sejam K um núcleo de variação limitada e f ∈ U . Se

hn → 0 e nh2n/ log log n→ +∞ então

||fn − f ||∞
qc−→ 0.

Dem: Para x ∈ R temos

fn(x) =
1

hn

∫

K

(

x− y

hn

)

dFn(y) =
1

hn

∫

ψx,hn
(y)dFn(y)

onde ψx,hn
(y) = K

(x−y
hn

)

. Sendo K de variação limitada, o núcleo K é

limitado e existem os limites limu→±∞K(u), que são necessariamente nulos
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uma vez que K é integrável. Assim, atendendo a que ψx,hn
é de variação

limitada com limu→±∞ ψx,hn
(u) = 0, da fórmula de integração por partes

para o integral de Legesgue–Stieltjes (ver por exemplo Cohn, 1980, p. 163),

conclúımos que com probabilidade 1 se tem

fn(x) = − 1

hn

∫

Fn(y)dΨx,hn
(y),

onde Ψx,hn
é a medida de Legesgue-Stiltjes associada a ψx,hn

. De forma

análoga obtemos

Efn(x) =
1

hn

∫

ψx,hn
(y)dF (y) = − 1

hn

∫

F (y)dΨx,hn
(y),

e portanto

||fn − Efn||∞ =
1

hn
sup
x∈R

∣

∣

∣

∣

∫

(Fn(y)− F (y))dΨx,hn
(y)

∣

∣

∣

∣

≤ 1

hn
sup
x∈R

|Ψx,hn
|(R)||Fn − F ||∞

≤ 1

hn
sup
x∈R

V (ψx,hn
)||Fn − F ||∞

≤ 1

hn
V (K)||Fn − F ||∞.

O resultado é agora uma consequência imediata da lei do logaritmo

iterado (2.3.4).
�

Tal como para o estimador do histograma, uma análise mais fina per-

mite obter a convergência uniforme quase certa do estimador do núcleo

sob condições mais fracas sobre a janela. Neste sentido apontam os resul-

tados de Révész (1972), Deheuvels (1974), Silverman (1978) e Bertrand-

Retali (1978). No que se segue, limitar-nos-emos a enunciar o resultado de

Bertrand-Retali (1978) que estabelece que na presença da condição hn → 0

a condição nhn/ log n→ +∞, além de suficiente, é também necessária para

a convergência uniforme quase certa do estimador do núcleo para toda a

densidade uniformemente cont́ınua. A sua demonstração pode ser encon-

trada em Bosq e Lecoutre (1987, pp. 65–71).
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Diremos que um núcleo limitado K é de Bertrand-Retali–Geffroy se o

conjunto do seus pontos descontinuidade tem medida de Lebesgue nula e se

a aplicação x→ sup{|K(t)| : ||t−x|| ≤ 1} é integrável. Um núcleo limitado

de suporte limitado e cont́ınuo em quase todo o ponto, é de Bertrand-

Retali–Geffroy. O mesmo acontece com um núcleo de variação limitada.

Teorema 3.3.2. Se K é um núcleo de Bertrand-Retali–Geffroy e se hn → 0

então as seguintes proposições são equivalentes:

i) nhn/ log n→ +∞;

ii) ∀f ∈ U ||fn − f ||∞
p−→ 0;

iii) ∀f ∈ U ||fn − f ||∞
qc−→ 0.

3.4 Convergência L1

Tal como para o estimador do histograma, é também Abou-Jaoudé (1977)

que inicia o estudo da convergência L1 do estimador do núcleo mas o re-

sultado de convergência que obtém surge apenas publicado na sua tese de

doutoramento, o que possivelmente levou a que o mesmo não tenha sido

referido nos trabalhos subsequentes de Devroye e Wagner (1979) e Devroye

(1983). É o resultado de Devroye (1983) que enunciamos a seguir.

Teorema 3.4.1. Se K ∈ F então as seguintes proposições são equivalen-

tes:

i) hn → 0, nhn → +∞;

ii) ∀f ∈ F ||fn − f ||1
p−→ 0;

iii) ∀f ∈ F ||fn − f ||1
qc−→ 0;

iv) ∃f ∈ F ||fn − f ||1
p−→ 0.

Além disso, para um qualquer núcleo K, i) implica iii).

Reparemos que sendo o núcleo uma densidade de probabilidade, ou o

estimador do núcleo converge para todo o f ∈ F , ou então não converge
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para nenhum f ∈ F (no sentido L1 e segundo os modos estocásticos de

convergência considerados). Não existem portanto casos intermédios, sendo

esta a principal novidade do resultado de Devroye (1983) relativamente ao

de Abou-Jaoudé (1977). Veja-se Devroye e Györfi (1985, pp. 12–19) para

a demonstração do resultado anterior.

3.5 Convergência em média quadrática integrada

Neste parágrafo estabelecemos a convergência em média quadrática inte-

grada do estimador do núcleo. Começamos por obter um desenvolvimento

exacto para o erro quadrático médio integrado definido por (1.2.2).

Teorema 3.5.1. Sejam K e f de quadrado integrável. Para hn > 0 temos

IVAR(fn) =
1

nhn
R(K)− 1

n

∫

(

K̄hn
∗Khn

)

∗ f(x)f(x) dx,

IVIES(fn) =

∫

(

K̄hn
∗Khn

− 2Khn

)

∗ f(x)f(x) dx+R(f)

e

EQMI(fn) =
1

nhn
R(K) +

∫

(n−1
n K̄hn

∗Khn
− 2Khn

) ∗ f(x)f(x)dx+R(f),

onde K̄(u) = K(−u), para u ∈ R.

Dem: De (3.2.10) e (3.2.3) temos, respectivamente,

IVAR(fn) =
1

nhn
R(K)− 1

n

∫

Khn
∗ f(x)2dx (3.5.2)

e

IVIES(fn) =

∫

{Khn
∗ f(x)− f(x)}2dx

=

∫

Khn
∗ f(x)2dx− 2

∫

Khn
∗ f(x)f(x)dx+R(f).



3.6 Escolha assintoticamente óptima de hn 61

Para concluir basta ter em conta (1.2.3) e a igualdade
∫

Khn
∗ f(x)2dx =

∫∫∫

K̄hn
(z − y − u)Khn

(u)f(y)f(z) dudydz

=

∫∫

K̄hn
∗Khn

(z − y)f(y)f(z) dydz

=

∫

K̄hn
∗Khn

∗ f(z)f(z) dz.

�

Estamos agora em condições de mostrar que, tal como para o estimador

do histograma, as condições hn → 0 e nhn → +∞ são suficiente para a

convergência média quadrática integrada do estimador do núcleo.

Teorema 3.5.3. Sejam K e f de quadrado integrável. Se hn → 0 e nhn →
+∞ então fn converge para f em média quadrática integrada.

Dem: Atendendo ao teorema anterior basta mostrar que
∫

ϕhn
∗ f(x)f(x) dx→ R(f)

∫

ϕ(z) dz, (3.5.4)

para toda a função integrável ϕ. Tal é de facto verdade uma vez que
∫

ϕhn
∗ f(x)f(x) dx =

∫∫

ϕhn
(x− y)f(y)f(x) dxdy

=

∫∫

ϕ(z)f̄ (zhn − x)f(x) dxdz

=

∫

ϕ(z)f̄ ∗ f(zhn) dz,

com f̄(x) = f(−x), bastando agora usar o teorema da convergência domi-

nada de Lebesgue e o facto de f̄ ∗ f ser limitada e cont́ınua na origem visto

ser o produto de convolução de funções de quadrado integrável.
�

3.6 Escolha assintoticamente óptima de hn

Começamos este parágrafo apresentando um desenvolvimento assintótico

para o erro quadrático médio integrado que terá um papel relevante na
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discussão da escolha óptima da janela e do núcleo que faremos a seguir.

Resultados do mesmo género foram obtidos por Rosenblatt (1956, 1971),

Epanechnikov (1969) e Nadaraya (1974).

Teorema 3.6.1. Sejam K um núcleo de quadrado integrável com m1(K) =

0 e
∫

z2|K(z)|dz <∞, e f com derivada de segunda ordem cont́ınua e f e

f ′′ de quadrado integrável. Se hn → 0 então

IVAR(fn) =
1

nhn
R(K) +O(n−1),

IVIES(fn) =
h4n
4
m2

2(K)R(f ′′) + o
(

h4n
)

e

EQMI(fn) =
1

nhn
R(K) +

h4n
4
m2

2(K)R(f ′′) +O(n−1) + o
(

h4n
)

.

Dem: O desenvolvimento apresentado para IVAR(fn) é consequência ime-

diata do Teorema 3.5.1 e da convergência (3.5.4) com ϕ = K̄∗K. Para obter

o desenvolvimento assintótico de IVIES(fn), vamos usar (3.2.7) e o facto

de f possuir derivada de segunda ordem cont́ınua de quadrado integrável.

Nestas condições, pelo teorema da convergência dominada temos

IVIES(fn) = h4n

∫∫∫∫ 1

0

∫ 1

0
u2v2K(u)K(v)

× (1−s)(1−t)f ′′(x−suhn)f ′′(x−tvhn)dsdtdudvdx

= h4n

∫∫∫ 1

0

∫ 1

0
u2v2K(u)K(v)

× (1− s)(1− t)f̄ ′′ ∗ f ′′((su− tv)hn)dsdtdudv

=
h4n
4
m2

2(K)R(f ′′) + o(h4n).

O desenvolvimento EQMI(fn) decorre agora da decomposição (1.2.3).
�

Nas condições do teorema anterior, a maior ordem de convergência para

zero do erro quadrático médio integrado é

EQMI(fn) = O(n−4/5)
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e é obtida quando tomamos

hn = c n−1/5, com c > 0.

Janela assintoticamente óptima

Definindo o erro quadrático médio integrado assintótico como a soma das

duas parcelas mais significativas do desenvolvimento do EQMI dado no

Teorema 3.6.1,

EQMIA(K,hn) =
1

nhn
R(K) +

h4n
4
m2

2(K)R(f ′′),

a janela óptima no sentido da minimização do erro quadrático médio inte-

grado assintótico é obtida no resultado seguinte.

Teorema 3.6.2. Se f é tal que R(f ′′) > 0, o valor de hn que minimiza o

EQMIA(K,hn) é dado por

hEQMIA = cKR(f
′′)−1/5 n−1/5,

onde

cK =
(

R(K)/m2
2(K)

)1/5
.

Além disso, nas condições do Teorema 3.6.1 temos

EQMI(f◦n) =
5

4
R(K)4/5m2(K)2/5R(f ′′)1/5 n−4/5 + o(n−4/5),

onde f◦n representa o estimador do núcleo com janela hEQMIA.

Interpretando a quantidade R(f ′′) como uma medida da variabilidade

global de f , reparemos que quanto maior é R(f ′′), mais dif́ıcil é estimar f

através dum estimador do núcleo.

Eficiência relativamente ao poĺıgono de frequências

Tendo em conta (2.9.3) e definindo o erro quadrático médio integrado as-

sintótico associado ao poĺıgono de frequências com janela assintoticamente

óptima por
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K(u) (Ψ(K))5/4 K(u) (Ψ(K))5/4

Uniforme 1.180 Triangular 1.251

Epanechnikov 1.269 Biweight 1.261

Triweight 1.252 Normal 1.207

Laplace 0.963 Cauchy de ordem 2 0.856

Tabela 3.6.3: Eficiência do estimador com núcleo K relativamente ao

poĺıgono de frequências.

EQMIA(hEQMIA) =
5

12

(

49R(f ′′)/15
)1/5

n−4/5,

do resultado anterior conclúımos ser válida a igualdade

EQMIA(hEQMIA) = Ψ(K) EQMIA(K,hEQMIA),

onde

Ψ(K) =
1

3

(

49

15R(K)4m2
2(K)

)1/5

.

Na Tabela 3.6.3 apresentamos os valores de Ψ(K)5/4 para os núcleos

que temos vindo a considerar. Este valor traduz a eficiência do estimador

com núcleo K e escolha assintoticamente óptima da janela, relativamente

ao poĺıgono de frequências com janela assintoticamente óptima. Com efeito,

Ψ(K)5/4 não é mais do que o quociente n/nK , onde nK é o tamanho da

amostra que é necessário usar no estimador com núcleo K para obter um

EQMIA igual ao do poĺıgono de frequências baseado numa amostra de

tamanho n.

A eficiência obtida para os vários núcleos revela que nem sempre o esti-

mador do núcleo é mais eficiente que o poĺıgono de frequências. No entanto,

para os seis primeiros núcleos da tabela o estimador do núcleo é claramente

mais eficiente que o poĺıgono de frequências. Reparemos também que para

estes núcleos não há grandes diferenças entre os diversos estimadores do
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núcleo. No entanto, o estimador com núcleo de Epanechnikov apresenta

maior eficiência entre os estimadores considerados.

EQMI vs. EQMIA

Tomando para núcleo do estimador o núcleo normal, as quantidades IVAR,

IVIES e EQMIA, são facilmente calculáveis quando f é uma mistura de

densidades normais. Com efeito, se f toma a forma

f(x) =
k
∑

ℓ=1

wℓφσℓ
(x− µℓ),

onde φ(x) = (2π)−1/2 exp(−x2/2), φσ(x) = σ−1φ(x/σ), w1 . . . , wk são

números reais positivos de soma unitária, µℓ ∈ R e σℓ > 0, podemos escre-

ver

IVAR(fn) =
1

2
√
π

1

nhn
− 1

n
U(hn, 0, 2),

IVIES(fn) = U(0, 0, 0) − 2U(hn, 0, 1) + U(hn, 0, 2),

e

EQMIA(fn) =
1

2
√
π

1

nhn
+
h4n
4

U(0, 2, 0),

onde

U(h, s, q) =

k
∑

ℓ,ℓ′=1

wℓwℓ′φ
(2s)
σℓℓ′q

(µℓ − µℓ′),

com σℓℓ′q = (σ2ℓ + σ2ℓ′ + qh2)1/2 e φ
(s)
σ (x) = σ−(s+1)φ(s)(x/σ) (cf. Marron e

Wand, 1992).

As expressões anteriores permitem-nos ilustrar o efeito da escolha da

janela na variância e no viés do estimador do núcleo, bem como as li-

mitações da aproximação EQMIA de EQMI. O carácter local e assintótico

de tal aproximação é bem retratado na Figura 3.6.4 para a distribuição
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Figura 3.6.4: EQMI, EQMIA, IVAR e IVIES em função de hn = h para

as distribuições N(0, 1) e 3
4N(0, 1) + 1

4N(32 ,
1
9) com n = 50 e n = 500.

normal standard e para a mistura de normais com densidade

f(x) =
3

4
φ(x) +

1

4
φ1/3(x− 3/2). (3.6.5)

Reparemos que as discrepâncias entre as janelas óptima (no sentido do
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EQMI) e assintoticamente óptima, que são atenuadas com o aumento do

tamanho da amostra, podem revelar-se significativas para amostras de pe-

quena dimensão.

3.7 A escolha do núcleo

Quando no estimador com núcleo K usamos a janela assintoticamente

óptima

hEQMIA(K) = δ(K)R(f ′′)−1/5 n−1/5,

onde δ(K) =
(

R(K)/m2
2(K)

)1/5
, obtemos para erro quadrático médio in-

tegrado assintótico deste ‘estimador de oráculo’ a quantidade

EQMIA(K,hEQMIA) =
5

4
R(K)4/5m2(K)2/5 R(f ′′)1/5 n−4/5, (3.7.1)

que depende de K através da funcional

Φ(K) = R(K)4/5m2(K)2/5.

Esta funcional é invariante para mudanças de escala. Com efeito, para

δ > 0,

m2(Kδ) =
1

δ

∫

u2K
(u

δ

)

du = δ2m2(K)

e

R(Kδ) =
1

δ2

∫

K2
(u

δ

)

du =
1

δ
R(K),

e portanto

Φ(Kδ) = Φ(K).

Denotando por N a classe dos núcleos limitados, simétricos e não ne-

gativos K com
∫

u2K(u)du < ∞, a propriedade de invariância anterior

leva-nos a colocar o problema da determinação do núcleo óptimo, no sen-

tido da minimização da funcional Φ, nos seguintes termos: pretendemos

minimizar
∫

K(u)2du
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sujeito às condições

K ∈ N e m2(K) = a2,

onde a 6= 0 é fixado à partida.

Num contexto distinto do da estimação da densidade, Hodges e Leh-

mann (1956) mostraram que

Φ(E) ≤ Φ(K),

para todo o K ∈ N , onde

E(x) =
3

4
(1− x2) I(|x| ≤ 1).

Sendo a funcional Φ invariante para mudanças de escala, todo o núcleo que

se obtém de E por mudança de escala é também óptimo. O núcleo anterior

não é mais do que o núcleo de Epanechnikov inclúıdo na Tabela 3.1.2, sendo

assim denominado devido às suas propriedades de optimalidade no contexto

da estimação da densidade terem sido descritas por Epanechnikov (1969).

Refira-se no entanto que a optimalidade deste núcleo quadrático havia sido

já mencionada em Bartlett (1963).

Eficiência de outros núcleos

De acordo com (3.7.1) os erros quadráticos médios integrados associados

aos estimadores com núcleos K e E, onde E é o núcleo de Epanechnikov,

e janelas assintoticamente óptimas, estão relacionados pela igualdade

EQMIA(E, hEQMIA(E)) =
Φ(E)

Φ(K)
EQMIA(K,hEQMIA(K)). (3.7.2)

Na Tabela 3.7.3 apresentamos os valores de (Φ(E)/Φ(K))5/4 para os

núcleos que temos vindo a considerar. Este quociente traduz a eficiência

do estimador com núcleo K relativamente ao estimador com núcleo óptimo

E, uma vez, que de acordo com (3.7.1) ele não é mais do que o quociente

n/nK , onde nK é o tamanho da amostra que é necessário usar no estimador

com núcleo K para obter um EQMIA igual ao do estimador com núcleo de
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K(u) (Φ(E)/Φ(K))5/4 K(u) (Φ(E)/Φ(K))5/4

Uniforme 0.930 Triangular 0.986

Epanechnikov 1.000 Biweight 0.994

Triweight 0.987 Normal 0.951

Laplace 0.759 Cauchy de ord. 2 0.674

Tabela 3.7.3: Eficiência do estimador com núcleo K relativamente ao es-

timador com núcleo de Epanechnikov.

Epanechnikov baseado numa amostra de tamanho n. A eficiência obtida

para os vários núcleos revela que quando para janela do estimador tomamos

a janela assintoticamente óptima, a escolha do núcleo não é uma questão

essencial do ponto de vista do EQMIA. Núcleos distintos do óptimo podem

apresentar eficiência quase óptima. Dos núcleos considerados apenas os

núcleos de Laplace e de Cauchy de ordem 2 revelam uma pequena eficiência

relativamente ao núcleo de Epanechnikov.

Núcleos equivalentes

Sendo a igualdade (3.7.2) válida para o estimador de oráculo com janela

assintoticamente óptima, dela não se pode concluir, sem mais, que a es-

colha do núcleo não tenha influência no desempenho do estimador uma

vez que uma tal janela é, na prática, desconhecida do utilizador. Sendo

E o núcleo de Epanechnikov e hn a janela seleccionada para este estima-

dor, os erros quadráticos médios integrados assintóticos EQMIA(E, hn) e

EQMIA(K,hn) não são, em geral, directamente comparáveis, mesmo que

o núcleo K seja um núcleo com eficiência próxima da unidade. Este facto

é ilustrado na Figura 3.7.4 (a).

Uma primeira forma de atenuar o efeito da escolha do núcleo é a de

substituir o núcleo K pela mudança de escala Kδ1 de modo que os núcleos

E e Kδ1 tenham a mesma variabilidade. A escala δ1 é assim determinada
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Figura 3.7.4: EQMIA em função de h, para a distribuição N(0, 1) e n=100.

pela condição

m2(Kδ1) = m2(E),

ou seja,

δ1 =

(

m2(E)

m2(K)

)1/2

.

Se K for tal que o quociente

ΛK,E = Φ(E)/Φ(K)

seja próximo da unidade, o que acontece com todos os núcleos menciona-

dos na Tabela 3.7.3 com excepção dos dois últimos, conclúımos que os erros

quadráticos médios integrados assintóticos associados a ambos os estima-

dores são aproximadamente iguais:

EQMIA(Kδ1 , hn) =
1

nhn





1

Λ
5/4
K,E

− 1



+ EQMIA(E, hn).

Uma outra maneira de abordar esta questão foi proposta por Marron e
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K(u) δ(K) K(u) δ(K)

Uniforme 1.351 Triangular 1.888

Epanechnikov 1.719 Biweight 2.036

Triweight 2.312 Normal 0.776

Tabela 3.7.5: Escala δ(K).

Nolan (1989), que sugerem a utilização da mudança de escala Kδ2 com

δ2 =
δ(K)

δ(E)

onde

δ(K) =
(

R(K)/m2
2(K)

)1/5
.

Na Tabela 3.7.5 indicam-se os valores das escalas δ(K) para os diferentes

núcleos áı considerados. Com esta mudança de escala, obtemos:

EQMIA(Kδ2 , hn) =
1

ΛK,E
EQMIA(E, hn).

Com uma ou com outra das mudanças de escala anteriores, será de

esperar que, se K for escolhido de modo que o quociente ΛK,E seja próximo

da unidade, a eficiência do estimador com núcleo E e janela hn seja próxima

da do estimador com núcleo Kδ, com δ = δ1 ou δ = δ2, e janela hn. Na

Figura 3.7.4 ilustra-se o efeito destas duas mudanças de escala quando K

é o núcleo normal standard e f é a densidade normal standard.

A partir da igualdade anterior decorre também que

EQMIA(Kδ(K), hn) =
1

ΛK,E
EQMIA(Eδ(E), hn),

para todo o hn. Podemos assim concluir que se em cada um dos estimadores

usarmos as mudanças de escala Eδ(E) eKδ(K) com ΛK,E ≈ 1, a utilização da

mesma janela em ambos os estimadores dá origem a estimadores do núcleo
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Figura 3.7.6: Estimativas baseadas nos estimadores com núcleos normal

standard e de Epanechnikov E, Eδ1 e Eδ2 , sendo a janela dada por hn = 0.3.

com semelhantes EQMIA. Os núcleos da forma Kδ(K) foram introduzidos

por Marron e Nolan (1989) e são ditos núcleos canónicos.

As conclusões anteriores, que são naturalmente válidas para qualquer

par de núcleos, são ilustradas a partir de uma amostra de tamanho 400

da mistura de normais (3.6.5). Vamos admitir que a janela hn = 0.3 é

escolhida para ser usada no estimador com núcleo normal standard e que a

mesma é usada no estimador com núcleo de Epanechnikov. As estimativas

obtidas por ambos os estimadores que apresentamos na Figura 3.7.6 (a)

são perfeitamente distintas, ilustrando o impacto da escolha do núcleo. No

entanto, se no estimador com núcleo de Epanechnikov usarmos a mudança

de escala δ2 = δ(E)/δ(K) = 1.719/0.776 = 2.215 e a janela hn = 0.3,

o que é equivalente a usar no estimador com núcleo de Epanechnikov a

janela hn = 2.215 × 0.3 ≈ 0.665, constatamos da Figura 3.7.6 (b) que as

estimativas produzidas por ambos os estimadores são agora praticamente

idênticas. Resultados semelhantes são obtidos para a mudança de escala

δ1 = (m2(K)/m2(E))1/2 = 2.236.
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3.8 Núcleos de ordem superior. Redução de viés

Admitindo que f possui derivada de ordem k ≥ 2 cont́ınua e limitada em

R e que o núcleo K é tal que
∫

|ukK(u)|du < ∞, é fácil obter desenvolvi-

mentos assintóticos para o viés do estimador do núcleo que generalizam os

derivados em §3.2. Com efeito, usando a fórmula de Taylor podemos obter

o desenvolvimento

Efn(x)− f(x) =

k−1
∑

ℓ=1

(−1)ℓ
hℓn
ℓ!
mℓ(K)f (ℓ)(x) (3.8.1)

+ hkn

∫∫ 1

0
zkK(z)

(1 − t)k−1

(k − 1)!
f (k)(x− tzhn)dtdz,

onde

mℓ(K) =

∫

uℓK(u)du,

é o momento de ordem ℓ do núcleo K.

Quando tomamos para K um núcleo simétrico e não negativo, é ne-

cessariamente verdade que m1(K) = 0 e m2(K) > 0, o que leva a que a

ordem de convergência para zero do viés do estimador seja precisamente h2n
(a menos de pontos x onde f ′′(x) = 0). Quando tomamos K satisfazendo

m2(K) = 0, o que é primeiramente sugerido por Bartlett (1963), a ordem

h2n pode ser melhorada. Maiores ordens de convergência podem ser obtidas

se K for um núcleo de ordem k, isto é, se

m0(K) = 1,mj(K) = 0, para j = 1, . . . , k − 1, e mk(K) 6= 0.

Habitualmente assumimos ainda que K é simétrico o que implica que a or-

dem k seja par. Uma densidade de probabilidade simétricaK com momento

de segunda ordem finito é um núcleo de segunda ordem. Com excepção des-

tes núcleos, os núcleos de ordem superior à segunda tomam necessariamente

valores negativos, o que faz com que o estimador do núcleo nele baseado

não seja mais uma densidade de probabilidade. Este é o preço a pagar

por um estimador com viés de ordem superior a h2n (sobre correcções para

estimadores impróprios da densidade ver Glad et al., 2003).
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Construção de núcleos de ordem k

Há vários métodos para construir núcleos de ordem superior à segunda (ver,

por exemplo, Deheuvels, 1977a; Lejeune, 1985; Ruppert e Wand, 1992; Jo-

nes e Foster, 1993). Uma forma simples de construir um núcleo de ordem

par k > 2 é tomar um polinómio simétrico de ordem k − 2 definido no in-

tervalo [−1, 1], sendo os seus k/2 coeficientes determinados pelas condições

m2j(K) = 0 para j = 0, 1, . . . , k/2− 1. Por exemplo, se admitirmos que K

é um polinómio simétrico de segunda ordem sobre o intervalo [−1, 1],

K(x) = a+ bx2,

então K é de ordem 4 se

a+
b

3
=

1

2
e

a

3
+
b

5
= 0.

O núcleo de ordem 4 é assim dado por

K(x) =
3

8
(3− 5x2)I(|x| ≤ 1).

Denotando por K[k] um núcleo simétrico e diferenciável de ordem k (k

par), a construção de um núcleo de ordem k + 2 pode ser feita a partir da

equação

K[k+2](x) =
k + 1

k
K[k](x) +

1

k
xK ′

[k](x).

Tomando K[2] = φ, com φ(x) = (2π)−1/2 exp(−x2/2), x ∈ R, os núcleos

K[k] de ordem superior que se obtêm a partir de relação de recorrência

anterior são os núcleos Gk definidos por

Gk(x) =

k/2−1
∑

s=0

(−1)s

(2ss!)
φ(2s)(x) (3.8.3)

(ver Deheuvels, 1977a; Wand e Schucany, 1990).

Análise do viés

O viés, local e global, do estimador do núcleo quando K é um núcleo de

ordem k é descrito no resultado seguinte.
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Figura 3.8.2: Núcleos de ordem k polinomiais (Pk) e núcleos de ordem k

baseados na densidade normal standard (Gk).

Teorema 3.8.4. Sejam K um núcleo simétrico de ordem k e f com de-

rivada de ordem p cont́ınua e limitada em R. Para x ∈ R, se hn → 0

então

Efn(x)− f(x) =
hrn
r!
mr(K)f (r)(x) + o(hrn),

onde

r = min{k, p}.

Além disso, se f (r) é de quadrado integrável temos

IVIES(fn) =
h2rn
(r!)2

m2
r(K)R(f (r)) + o(h2rn ).

Dem: Basta ter em conta que o desenvolvimento (3.8.1) é válido com r =

min{k, p} no lugar de k e proceder como nas demonstrações dos Teoremas

3.2.6 e 3.6.1.

�
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Ordem de convergência óptima

Conjugando o resultado anterior com a expressão da variância do estimador

apresentada no Teorema 3.2.11, conclúımos que

EQM(fn(x)) =
1

nhn
R(K) f(x) +

h2kn
(k!)2

m2
k(K)f (k)(x)2 + o(h2kn ),

sempre que f admita derivada de ordem k cont́ınua e limitada em R. A

maior ordem de convergência é obtida tomando

hn = c n−1/(2k+1), com c > 0,

caso em que obtemos

EQM(fn(x)) = O
(

n−2k/(2k+1)
)

.

Sendo Ckα o conjunto das densidades de probabilidade definido em §2.9,
é ainda posśıvel mostrar que a ordem de convergência n−2k/(2k+1) atingida

pelo estimador do núcleo é uniforme relativamente a Ckα:

lim sup
n→∞

sup
f∈Ckα

n2k/(2k+1) EQM(fn(x)) <∞.

Tendo em conta o Teorema 2.9.1, isto significa que a ordem de convergência

n−2k/(2k+1) é a maior posśıvel. Não existe um estimador da densidade cujo

erro quadrático médio no ponto x convirja para zero, uniformemente em

Ckα, com uma ordem de convergência superior a n−2k/(2k+1).

EQMI e janela assintoticamente óptima

Dos Teoremas 3.6.1 e 3.8.4 conclúımos que o erro quadrático médio inte-

grado admite o desenvolvimento

EQMI(fn) =
1

nhn
R(K) +

h2kn
(k!)2

m2
k(K)R(f (k)) +O(n−1) + o

(

h2kn

)

,

sendo a janela assintoticamente óptima, no sentido da minimização das

duas parcelas mais representativas do desenvolvimento anterior, dada por

hEQMIA =

(

(k!)2R(K)

2km2
k(K)R(f (k))

)1/(2k+1)

n−1/(2k+1).
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Para uma janela hn da forma

hn = c n−1/(2k+1), com c > 0,

obtemos um erro quadrático médio integrado da ordem

EQMI(fn) = O
(

n−2k/(2k+1)
)

,

onde 2k/(2k+1) é uma função crescente de k que converge para 1, aproxi-

mando-se assim o EQMI da ordem de convergência n−1. No entanto esta

ordem de convergência não é atingida por qualquer estimador do núcleo

com K ∈ L2 e para qualquer densidade f ∈ L2. Com efeito, de (3.5.2)

temos

nhnEQMI(fn) ≥ R(K)− hn

∫

Khn
∗ f(x)2dx,

ou ainda,

lim inf nhnEQMI ≥ R(K),

o que implica que

nEQMI(fn) → +∞.

Supernúcleos

Ao fixarmos a ordem k do núcleo, estamos naturalmente a limitar a ordem

de convergência do viés do estimador do núcleo para densidades que possam

admitir derivadas cont́ınuas e limitadas para além da ordem k. Com efeito,

do Teorema 3.8.4 sabemos que

Efn(x)− f(x) = O
(

hmin{k,p}
n

)

,

onde f admite derivada de ordem p cont́ınua e limitada em R. A utilização

de um núcleo de ordem k não permite assim que o viés do estimador convirja

para zero mais rapidamente que hkn. Esta limitação seria evitada se o núcleo

K admitisse momentos nulos de todas as ordens. Neste caso,

Efn(x)− f(x) = O
(

hpn
)

,
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Figura 3.8.5: Supernúcleo trapezoidal.

ficando a ordem de convergência do viés unicamente dependente da regu-

laridade de f . Os supernúcleos, que são caracterizados pelo facto da sua

função caracteŕıstica ser constante numa vizinhança da origem, possuem

a propriedade anterior (ver Devroye, 1987, Cap. 7; Chacón et al., 2007a).

Um exemplo clássico de um supernúcleo é dado pelo núcleo trapezoidal (ver

Figura 3.8.5)

K(x) =
cos(x)− cos(2x)

π x2
,

de função caracteŕıstica ϕK(t) = I(0 ≤ |t| < 1) + (2− |t|)I(1 ≤ |t| < 2).

Devido ao caracter assintótico dos resultados anteriores, não é de todo

claro que para os tamanhos de amostras que ocorrem em situações práticas,

a utilização de núcleos de ordem superior à segunda implique uma melhoria

efectiva da qualidade do estimador. Acrescem a isto, problemas relaciona-

dos com a escolha prática da janela. Sobre esta e outras questões relativas à

utilização de núcleos de ordem superior ver Marron e Wand (1992) e Jones

e Signorini (1997).
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3.9 Escolha prática de hn

Dos dois parâmetros, núcleo e janela, que devem ser fixados pelo utiliza-

dor, vimos já que, limitando a nossa escolha à classe dos núcleos simétricos

de segunda ordem, a escolha do núcleo não é de importância fundamen-

tal. A sua escolha é habitualmente pautada por questões relacionadas com

propriedades de regularidade que pretendemos que as estimativas de densi-

dade possuam e não por prinćıpios de eficiência uma vez que, como vimos,

núcleos diferentes do óptimo possuem uma eficiência, no sentido do erro

quadrático médio integrado assintótico, próxima da unidade. Admitiremos

no que se segue que K é uma densidade de probabilidade simétrica.

Tal como acontecia no caso do histograma, a escolha da janela hn é uma

questão crucial na implementação prática do estimador do núcleo. Nesta

secção descrevemos alguns dos métodos automáticos que são utilizados na

prática para efectuar esta escolha (ver também Wand e Jones, 1995; Simo-

noff, 1996; Sheather, 2004). Centraremos a nossa atenção na descrição das

suas propriedades assintóticas que, muitas vezes, não reflectem de forma

fidedigna o seu comportamento a distância finita. Por esta razão, são di-

versos os estudos de simulação que podemos encontrar na literatura com o

objectivo de comparar os diversos métodos, não havendo nenhum método

para a escolha da janela hn que, relativamente a um conjunto vasto de den-

sidades f , seja uniformemente melhor que os restantes. A t́ıtulo de exemplo

refiram-se os estudos de Cao et al. (1994), Berlinet e Devroye (1994), Chiu

(1996) e Jones et al. (1996b).

3.9.1 Métodos de utilização simples

Para uma vasta classe de densidades conhecemos, a menos da quantidade

R(f ′′), a janela óptima no sentido da minimização do erro quadrático médio

integrado assintótico:

hEQMIA = cKR(f
′′)−1/5 n−1/5,
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onde

cK =
(

R(K)/m2
2(K)

)1/5
.

Janela com distribuição de referência normal

Deheuvels (1977a) e Deheuvels e Hominal (1980) propõem que se utilize

a distribuição normal como distribuição de referência e que R(f ′′) seja

calculada tomando para f a densidade normal com média 0 e desvio-padrão

σ. Neste caso,

R(f ′′) =
3

8
√
π σ5

e

hEQMIA = cK

(

8
√
π

3

)1/5

σ n−1/5 ≈ 1.36 cK σ n−1/5.

Finalmente, estimando σ pelo desvio-padrão emṕırico corrigido ŝ obtemos

a janela com distribuição de referência normal:

ĥNR = 1.36 cK ŝ n−1/5.

Uma janela alternativa pode ser obtida se como estimador de σ usarmos

AÎQ/1.349, onde AÎQ é a amplitude inter-quartil emṕırica (ver §2.8.1). Sil-
verman (1986) sugere que se estime a escala da distribuição pelo estimador

combinado

σ̂SIL = min
(

ŝ,AÎQ/1.349
)

, (3.9.1)

dando origem à janela

ĥSIL = min(1.36 ŝ, 1.01AÎQ) ck n
−1/5.

No caso de tomarmos para núcleo K o núcleo normal, obtemos

ĥSIL = min(1.06 ŝ, 0.79AÎQ)n−1/5.
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O prinćıpio da distribuição mais suave

No contexto do estimador do núcleo e tomando para parâmetro de escala o

desvio-padrão σ, o prinćıpio da distribuição mais suave introduzido por Ter-

rell e Scott (1985) e Terrel (1990), a que fizemos referência em §2.8.1, con-
siste em tomar como distribuição de referência a densidade f com variância

σ2 que torna mı́nima a quantidade R(f ′′). Terrel (1990) prova que a den-

sidade com variância σ2 que é solução do problema anterior é dada por gδ

onde g(x) = 35
32(1− x2)3I(|x| ≤ 1) e δ = 3σ. Como R(g′′) = 35 obtemos

ĥOS = 1.47 cK ŝ n−1/5.

No caso de K ser o núcleo normal, temos

ĥOS = 1.14 ŝ n−1/5.

Com excepção da famı́lia de densidades tomada para distribuição de

referência, os métodos anteriores não produzem janelas automáticas as-

sintoticamente equivalentes à janela assintoticamente óptima. Os métodos

que descrevemos a seguir para a escolha automática da janela possuem essa

propriedade para uma vasta famı́lia de densidades de probabilidade.

3.9.2 Método de validação cruzada baseado no EQI

Como já referimos a propósito do estimador do histograma, o método de

validação cruzada baseado no erro quadrático integrado EQI = ||fn − f ||22
proposto por Rudemo (1982) e Bowman (1984) (least-square cross-valida-

tion ou unbiased least-square cross-validation) tem como objectivo escolher

uma janela que minimize a função aleatória

EQI(h) =

∫

{fn(x)− f(x)}2dx

= R(fn)− 2

∫

fn(x)f(x) dx+R(f),

onde, por simplicidade de escrita, escrevemos h em vez de hn.
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Procedendo por analogia ao que fizemos para o histograma, para i =

1, . . . , n, vamos considerar o estimador do núcleo, fn,−i, associado à sub-

amostra X1, . . . ,Xi−1,Xi+1, . . . ,Xn, isto é,

fn,−i(x) =
1

n− 1

∑

j=1

j 6=i

Kh(x−Xj),

e tomamos a estat́ıstica
1

n

n
∑

i=1

fn,−i(Xi),

para aproximar
∫

fn(x)f(x) dx.

Na prática toma-se para janela o valor ĥCV que minimiza o estimador

cêntrico de variância mı́nima de EQMI(fn)−R(f) (cf. Teorema 3.5.1) dado

por

CV(h) = R(fn)−
2

n

n
∑

i=1

fn,−i(Xi)

=
R(K)

nh
+

1

n(n− 1)

∑

i 6=j

(n−1
n Kh ∗Kh − 2Kh)(Xi −Xj).

As primeiras propriedades teóricas da janela aleatória anterior foram es-

tabelecidas por Hall (1983) e Stone (1984). Sob condições pouco restritivas

sobre o núcleo e sobre f estes autores mostram que ĥCV é assintoticamente

óptima no sentido em que vale a convergência

EQI(ĥCV)

EQI(ĥEQI)

qc−→ 1,

onde ĥEQI é a janela aleatória óptima no sentido do EQI:

ĥEQI = argminh>0EQI(h).

Além disso, vale a convergência

ĥCV

hEQMI

qc−→ 1,
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(cf. Hall, 1983) onde hEQMI é a janela óptima no sentido da minimização

de EQMI, isto é,

hEQMI = argminh>0EQMI(h)

(sobre a existência e o comportamento assintótico da janela hEQMI ver

Chacón et al., 2007b). Hall e Marron (1987a) precisam ainda a ordem de

convergência com que o erro relativo ĥCV/hEQMI− 1 converge em probabi-

lidade para zero, estabelecendo que

n1/10
(

ĥCV

hEQMI
− 1

)

d−→ N(0, σ2CV),

onde σ2CV > 0 depende de f e de K. Esta é efectivamente uma baixa

ordem de convergência para o erro relativo de ĥCV quando comparada com

a ordem de convergência óptima n−1/2 (cf. Hall e Marron, 1991). Esta

baixa ordem de convergência reflecte-se na prática no facto da janela ĥCV

apresentar uma grande variabilidade amostral.

3.9.3 Estimação de funcionais da densidade

Alguns dos métodos automáticos para a escolha da janela do estimador do

núcleo que apresentamos a seguir passam, de uma forma ou de outra, pela

estimação da quantidade desconhecida R(f ′′) que surge nas expressões do

EQMIA ou da janela assintoticamente óptima hEQMIA, ou mais geralmente,

pela estimação duma funcional do tipo

θr = R(f (r)) =

∫

f (r)(x)2dx

onde r é um inteiro não negativo e f (r) é de quadrado integrável. Neste

parágrafo estudamos uma classe de estimadores do núcleo deste tipo de

funcionais (ver Chiu, 1991, e Wu, 1995, para uma classe alternativa de

estimadores baseados na função caracteŕıstica emṕırica).

Se f admite derivadas até à ordem 2r limitadas e de quadrado in-

tegrável, a funcional anterior pode ser escrita na forma

θr = (−1)r
∫

f (2r)(x)f(x)dx = (−1)r E(f (2r)(X)),
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o que motiva considerarmos o estimador de R(f (r)) dado por

θ̂r(g) =
(−1)r

n2

n
∑

i,j=1

L(2r)
g (Xi −Xj), (3.9.2)

onde assumimos que L é um núcleo simétrico com derivada até à ordem 2r,

g = gn > 0 é a janela e L
(s)
g representa a derivada de ordem s da função

Lg(x) = L(x/g)/g, isto é, L
(s)
g (x) = L(s)(x/g)/gs+1 (cf. Hall e Marron,

1987b, 1991; Jones e Sheather, 1991).

No resultado seguinte apresentam-se desenvolvimentos assintóticos para

o viés e para a variância de θ̂r(g).

Teorema 3.9.3. Seja L um núcleo simétrico de ordem 2ν, ν ∈ N, com deri-

vadas limitadas e de quadrado integrável até à ordem 2r, tal que
∫

|u|2ν+1|L(u)|du < ∞. Se f possui derivadas limitadas, cont́ınuas e de

quadrado integrável até à ordem 2r + 2ν + 1 e g = gn → 0 então:

a) Viés θ̂r(g) =
(−1)rL(2r)(0)

ng2r+1
+ g2ν

(−1)νm2ν(L)

(2ν)!
θr+ν

+O(n−1) +O(g2ν+1).

b) Var θ̂r(g) =
4

n
Varf (2r)(X1) +

2

n2 g4r+1
R(L(2r))θ0

+O
(

n−1g2ν
)

+ o
(

n−2g−4r−1
)

.

Dem: Vamos limitar-nos aqui ao cálculo do viés do estimador. A variância

pode ser obtida usando a estrutura de U-estat́ıstica de θ̂r(g) e os resultados

clássicos de Hoeffding (1948) (ver também Wand e Jones, 1995, §3.5). O

desenvolvimento apresentado para o viés de θ̂r(g) decorre da expressão

E θ̂r(g) =
(−1)rL

(2r)
g (0)

n
+ (−1)r

(

1− n−1
)

EL(2r)
g (X1 −X2)

=
(−1)rL(2r)(0)

ng2r+1
+ (−1)r

(

1− n−1
)

∫∫

L(2r)
g (x− y)f(x)f(y)dxdy,
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onde
∫

L(2r)
g (x− y)f(x)dx

=

∫

Lg(x− y)f (2r)(x)dx =

∫

L(u)f (2r)(x− ug)dx

= f2r)(y) + g2νm2ν(L)f
2r+2ν)(y)

− g2ν+1

∫ ∫ 1

0
u2ν+1L(u)

(1− t)2ν

(2ν)!
f (2r+2ν+1)(y − tug)dtdu,

e
∫∫

L(2r)
g (x−y)f(x)f(y)dxdy = (−1)rθr+g

2ν (−1)r+νm2ν(L)

(2ν)!
θr+ν+O(g2ν+1).

�

Conclúımos assim que

EQM(θ̂r(g)) =
4

n
Varf (2r)(X1) +

2

n2 g4r+1
R(L(2r))θ0

+

(

(−1)rL(2r)(0)

ng2r+1
+ g2νθr+ν

(−1)νm2ν(L)

(2ν)!

)2

+ o
(

n−2g−4r−1
)

+O
(

n−1g2ν−2r + g4ν+1
)

,

e portanto, se ng2r+1 → +∞ temos

θ̂r(g)
p−→ θr.

Se (−1)r+νL(2r)(0)m2ν(L) < 0, a janela assintoticamente óptima, no

sentido da minimização dos termos mais representativos do EQM anterior,

anula os termos dominantes do viés do estimador sendo dada por

gEQMA =

(

(−1)r+ν+1(2ν)!L(2r)(0)

m2ν(L) θr+ν n

)1/(2r+2ν+1)

.

Neste caso,

θ̂r(gEQMA)− θr =

{

Op

(

n−(2ν+1/2)/(2r+2ν+1)
)

se ν < r

Op(n
−1/2) se ν ≥ r,
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Quando a janela g é escolhida da forma g = c n−1/(2r+2ν+1), com c > 0,

podemos concluir que

θ̂r(g) − θr =

{

Op

(

n−2ν/(2r+2ν+1)
)

se ν ≤ r

Op(n
−1/2) se ν > r,

o que ilustra bem o efeito de considerarmos núcleos L de ordem superior

no estimador θ̂r(g): a ordem de convergência paramétrica n−1/2 pode ser

alcançada desde que L possua uma ordem superior a 2r. No entanto, uma

tal a ordem é obtida à custa de impormos condições de regularidade mais

restritivas sobre a densidade f .

As condições impostas sobre o núcleo L são em particular satisfeitas

quando tomamos L = G2ν , onde G2ν é o núcleo de ordem 2ν definido a

partir da densidade normal standard por (3.8.3). Neste caso, atendendo ao

facto da função (−1)rL(2r) ser definida positiva, podemos ainda concluir

que o estimador θ̂r(g) preserva o sinal de R(f (2r)).

No caso particular em que L é da forma L = K∗K, onde K é um núcleo

simétrico de ordem 2ν, com derivadas limitadas e integráveis até à ordem

r, as condições do teorema anterior são satisfeitas e o estimador θ̂r(g) não é

mais do que o estimador que se obtém substituindo em R(f (r)) a densidade

f pelo estimador do núcleo da densidade com núcleo K e janela g:

θ̂r(g) =
(−1)r

n2

n
∑

i,j=1

K(r)
g ∗K(r)

g (Xi −Xj)

=

∫
(

1

n

∑

i=1

K(r)
g (x−Xi)

)2

dx

= R(f (r)n )

(cf. Nadaraya, 1974).

3.9.4 Outros métodos de validação cruzada

No sentido de melhorar as propriedades assintóticas e a distância finita da

janela ĥCV, foram vários os métodos propostos na literatura para a escolha
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automática da janela. Para uma breve descrição de muitos deles, ver, por

exemplo, Cao et al. (1994), Jones et al. (1996a,b) e Chiu (1996). Neste

parágrafo centramos a nossa atenção em alguns dos métodos de validação

cruzada propostos.

Método de validação cruzada baseado no EQMIA

Um primeiro passo no sentido da diminuição da variabilidade da janela ĥCV

é dado por Scott e Terrel (1987). Estes autores propõem um método de

validação cruzada (biased least-square cross-validation) baseado na mini-

mização do estimador do EQMIA que se obtém substituindo a quantidade

desconhecida R(f ′′) por um estimador baseado em R(f ′′n), onde fn é o es-

timador do núcleo com núcleo K e janela hn.

Sabemos do Teorema 3.9.3 que quando hn é da ordem de n−1/5, R(f ′′n)

é um estimador assintoticamente enviesado de R(f ′′):

E(R(f ′′n)) = R(f ′′) +
R(K ′′)

nh5n
+ o(n−2/5).

Este facto leva a que Scott e Terrel (1987) (ver também Deheuvels e Ho-

minal, 1980) sugiram a utilização do estimador corrigido,

R(f ′′n)−
R(K ′′)

nh5n
=

1

n2

∑

i 6=j

K ′′
hn

∗K ′′
hn
(Xi −Xj).

Assim na prática toma-se para janela o valor ĥBCV que minimiza

BCV(h) =
1

nh
R(K) +

h4

4
m2

2(K)
1

n2

∑

i 6=j

K ′′
h ∗K ′′

h(Xi −Xj).

A principal vantagem assintótica da janela ĥBCV relativamente a ĥCV

é a sua menor variabilidade. Sob certas condições de regularidade sobre f ,

Scott e Terrel (1987) e Jones e Kappenman (1992), provam que

n1/10
(

ĥBCV

hEQMI
− 1

)

d−→ N(0, σ2BCV),
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onde σ2BCV > 0 depende de f e de K mas σ2CV/σ
2
BCV depende apenas do

núcleo K. No caso de K ser o núcleo normal standard temos

σ2CV

σ2BCV

≈ 15.7,

o que indica que devemos esperar uma menor variabilidade amostral de

ĥBCV relativamente a ĥCV. Apesar desta expectável menor variabilidade,

a ordem de convergência obtida para o erro relativo de ĥBCV é igual à da

janela ĥCV.

Métodos de validação cruzada suave

Uma abordagem diferente é sugerida por Hall et al. (1992) e Jones et al.

(1991), que partindo da aproximação do EQMI dada por

R(K)

nh
+

∫

{Kh ∗ f(x)− f(x)}2dx,

sugerem estimá-la por versões da função

SCV(h) =
R(K)

nh
+

∫

{Kh ∗ f̂L(x; g) − f̂L(x; g)}2dx,

onde f̂L(·; g) é um estimador preliminar de f com núcleo L e janela g. Re-

paremos que, contrariamente aos métodos de validação cruzada anteriores,

este método não é completamente automático uma vez que é necessário pro-

ceder a escolhas preliminares de L e g. Para escolhas adequadas da janela g

e do núcleo L é posśıvel provar que a janela ĥSCV (smoothed cross-validation

bandwidth) que minimiza SCV(h) atinge a ordem de convergência óptima

n−1/2:
ĥSCV

hEQMI
− 1 = Op(n

−1/2).

Na versão do método considerada por Jones et al. (1991), é interessante no-

tar que a ordem de convergência anterior pode ser obtida sem ser necessário

utilizar um núcleo L de ordem superior à segunda.
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Método de validação cruzada de Chiu

A ordem de convergência anterior é também obtida pela janela gerada pelo

método de validação cruzada proposto por Chiu (1991). Este autor usa

uma representação de CV(h) em termos da função caracteŕıstica emṕırica

φ̃(λ) = n−1
∑n

j=1 exp(iλXj) devida a Silverman (1986), e faz notar que

a maior fonte de variação presente em CV(h) é principalmente devido às

frequências elevadas λ de φ̃(λ). De forma a reduzir o impacto de tais

frequências, é sugerida a modificação da função caracteŕıstica emṕırica para

além de uma frequência de corte Λ o que dá origem à função de validação

cruzada estabilizada

S(h) =
R(K)

nh
+

1

2π

∫

|λ|≤Λ
{|φ̃(λ)|2 − 1/n}{1 − k(hλ)} dλ,

onde k(t) =
∫

exp(itx)K(x)dx é a função caracteŕıstica de K. A frequência

de corte Λ depende das observações e é ela própria escolhida através de um

procedimento de validação cruzada baseado no estimador de Fourier de f

como descrito em Chiu (1992). Denotando por ĥS a janela que minimiza

S(h), sob certas condições de regularidade em f vale a convergência

n1/2
(

ĥS
hEQMI

− 1

)

d−→ N(0, σ2(f)),

onde

σ2(f) =
4

25

(

E(f (4)(X1))
2

E2(f (4)(X1))
− 1

)

. (3.9.4)

Reparemos que não só a ordem de convergência é óptima como a variância

assintótica anterior coincide com a menor constante que é posśıvel obter,

no sentido descrito por Fan e Marron (1992), para o momento de segunda

ordem do erro relativo de uma qualquer janela automática.

3.9.5 Métodos plug-in

Os métodos plug-in para a escolha da janela remontam aos trabalhos de

Woodroofe (1970), Nadaraya (1974) e Deheuvels e Hominal (1980), e são
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baseados na ideia de substituir as quantidades desconhecidas que surgem na

expressão da janela assintoticamente óptima por estimadores convergentes.

Métodos directos

Uma primeira classe de métodos, ditos métodos plug-in directos, usa a

expressão da janela assintoticamente óptima dada por

hEQMIA = cK θ
−1/5
2 n−1/5,

onde cK =
(

R(K)/m2
2(K)

)1/5
e θ2 = R(f ′′), e são baseado na janela

aleatória que se obtém por substituição da funcional desconhecida θ2 por

um estimador convergente da mesma. Usando o estimador de θ2 dado por

(3.9.2), onde tomamos para L o núcleo de ordem 2ν baseado na densidade

normal standard dado por (3.8.3), obtemos a janela

ĥPI = cK θ̂2(g)
−1/5 n−1/5.

Esta janela não é completamente automática pois depende da escolha de

um novo parâmetro de regularização g. Atendendo aos resultados descritos

em §3.9.3, a janela g pode ser escolhida com base na fórmula da janela

assintoticamente óptima para o estimador θ̂2(g) dada por

g2 =

(

(−1)ν+1(2ν)!L(4)(0)

m2ν(L)θ2+ν n

)1/(5+2ν)

,

onde m2ν(L) = (−1)ν+1(2ν)!/(2νν!). A utilização desta fórmula levanta

o mesmo problema que levantava a expressão de hEQMIA, uma vez que g2

depende da funcional desconhecida θ2+ν . Podemos novamente estimar θ2+ν

usando o estimador θ̂2+ν(g), mas sabemos já que a janela assintoticamente

óptima deste estimador depende da funcional θ2+2ν , originando um processo

multietápico que na sua etapa j passa pela estimação de θ2+(j−1)ν a partir

do estimador θ̂2+(j−1)ν(g) cuja janela assintoticamente óptima é dada por

g2+(j−1)ν =

(

(−1)jν+1(2ν)!L(4+2(j−1)ν)(0)

m2ν(L)θ2+jν n

)1/(5+2jν)

. (3.9.5)
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Uma forma de evitar este ciclo vicioso é a de, na última das etapas

anteriores, digamos ℓ, estimar a funcional θ2+ℓν usando o método das dis-

tribuições de referência. A distribuição de referência mais usada na prática

é a distribuição normal de média 0 e de desvio-padrão σ, para a qual a

funcional θs é dada por

θNR
s (σ) =

(2s)!

(2σ)2s+1s!
√
π
,

podendo θ2+ℓν ser estimada por θNR
2+ℓν(σ̂), onde σ̂ é um qualquer estimador

de σ. A ideia agora é a de estimar sucessivamente as ℓ funcionais

θ2+(ℓ−1)ν , θ2+(ℓ−2)ν , . . . , θ2+ν , θ2.

Para tal, e para j = ℓ, . . . , 1, usamos o estimador do núcleo θ̂2+(j−1)ν(g)

para estimar θ2+(j−1)ν , com janela g = ĝ2+(j−1)ν dada por (3.9.5) onde θ2+jν

é substitúıda pela estimativa previamente calculada. Este procedimento

multietápico define um estimador de θ2 a ℓ etapas que vamos denotar por

θ̂2,ℓ(σ̂), e também uma janela plug-in a ℓ etapas definida por

ĥPI,ℓ = cK θ̂2,ℓ(σ̂)
−1/5 n−1/5.

Na prática escolhe-se habitualmente ν = 1, isto é, L é um núcleo de

segunda ordem. Se f possui derivadas limitadas até à ordem 4 + 2ℓ e se

existe σf 6= 0 tal que σ̂ − σf = Op(n
−1/2) é posśıvel mostrar que

ĥPI,1
hEQMI

− 1 = Op

(

n−2/7
)

e que

ĥPI,ℓ
hEQMI

− 1 = Op

(

n−5/14
)

, ℓ ≥ 2

(cf. Tenreiro, 2003). Estes resultados justificam a habitual recomendação

de se utilizar ℓ = 2 quando ν = 1. Apesar da utilização de núcleos de

ordem superior à segunda não revelar ganhos práticos relativamente aos

núcleos de segunda ordem, ela permite melhorar ligeiramente as ordens
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de convergência anteriores no caso de f possuir derivadas limitadas até à

ordem 4 + 2νℓ:
ĥPI,ℓ
hEQMI

− 1 = Op

(

n−2/5
)

, ℓ ≥ 1.

A ordem de convergência anterior reflecte uma limitação da janela assin-

toticamente óptima, hEQMIA, como aproximação da janela óptima hEQMI.

Com efeito, sendo K uma densidade de probabilidade simétrica e limitada

com
∫

|u|5K(u)du < ∞, e possuindo f derivadas cont́ınuas de quadrado

integrável até à quarta ordem, é posśıvel provar que

hEQMI = hEQMIA + dK θ
−8/5
2 θ3 n

−3/5 +O(n−4/5), (3.9.6)

onde

dK =
1

20
R(K)3/5m2(K)−11/5m4(K)

(cf. Hall et al., 1991). Conclúımos assim que

hEQMIA

hEQMI
− 1 = O

(

n−2/5
)

,

não sendo, por isso, posśıvel melhorar a ordem de convergência n−2/5 utili-

zando a metologia plug-in a partir da aproximação hEQMIA de hEQMI. No

entanto, utilizando uma melhor aproximação de hEQMI como aquela que

podemos deduzir de (3.9.6) e definindo a janela plug-in por

ĥ∗PI,ℓ = cK θ̂2,ℓ(σ̂)
−1/5 n−1/5 + dK θ̂2,ℓ(σ̂)

−8/5 θ̂3,ℓ(σ̂)n
−3/5,

é posśıvel provar que se ν ≥ 2 e ℓ ≥ 2 então

n1/2
(

ĥ∗PI,ℓ
hEQMI

− 1

)

d−→ N(0, σ2(f)),

onde σ2(f) é dado por (3.9.4). Quer em termos da ordem de convergência,

quer relativamente à sua variância assintótica, a janela ĥ∗PI,ℓ possui propri-

edades de optimalidade assintóticas já apontadas ao método de validação

cruzada de Chiu.



3.9 Escolha prática de hn 93

O método plug-in de Sheather e Jones

Uma abordagem diferente para a selecção automática da janela, que tem as

suas origens nos trabalhos de Hall (1980) e Sheather (1983, 1986), é inicial-

mente sugerida por Park e Marron (1990), sendo posteriormente melhorada

por Sheather e Jones (1991). Partindo mais uma vez da expressão para a

janela assintoticamente óptima hEQMIA, e tendo por motivação o facto da

janela hEQMIA poder ser aproximada por

hEQMIA ≈ cK θ̂2(gEQMA)
−1/5n−1/5,

onde o estimador θ̂2(g) é definido por (3.9.2) com L um núcleo de segunda

ordem, e da janela assintoticamente óptima gEQMA poder ser expressa em

termos de hEQMIA através da relação

gEQMA = α(hEQMIA),

com

α(h) = c
−5/7
K (2L(4)(0)/m2(L))

1/7(θ2/θ3)
1/7h5/7,

propõe-se a escolha da janela ĥSJ que satisfaça a equação

h = cK θ̂2(α̂(h))
−1/5n−1/5,

onde α̂ é definida como α, mas onde as quantidades desconhecidas θ2 e θ3

são substitúıdas pelos estimadores a uma etapa θ̂2,1(σ̂) e θ̂3,1(σ̂), respecti-

vamente, onde σ̂ é um qualquer estimador da escala σ das observações. No

caso em que L é o núcleo normal standard, temos

θ̂2,1(σ̂) = θ̂2
(

1.241 σ̂ n−1/7
)

e

θ̂3,1(σ̂) = θ̂3
(

1.230 σ̂ n−1/9
)

,

com θ̂2 e θ̂3 dados por (3.9.2) e

α̂(h) = 1.133 c
−5/7
K (θ̂2,1(σ̂)/θ̂3,1(σ̂))

1/7h5/7.
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Sob certas condições de regularidade em f , é posśıvel provar que

ĥSJ
hEQMI

− 1 = Op

(

n−5/14
)

(cf. Sheather e Jones, 1991), obtendo-se uma ordem de convergência igual

à do método plug-in directo a duas etapas. Uma modificação do método

de Sheather e Jones, que aparentemente melhora o seu comportamento a

distância finita, foi recentemente proposta por Liao et al. (2010).

3.9.6 Aplicação a um conjunto de dados reais

Retomamos neste parágrafo o conjunto de dados considerado em §2.8.3. Na
Figura 3.9.7 apresentamos três estimativas do núcleo obtidas a partir das

janelas ĥSIL, ĥCV e ĥSJ. Na implementação desta última janela tomámos

para estimador σ̂ da escala das observações o estimador (3.9.1). Tal como

já acontecia relativamente ao estimador do histograma as janelas obtidas

pela regra de Silverman são significativamente maiores que as restantes

janelas. Na origem deste facto pode estar uma subestimação das quantida-

des R(f ′′) uma vez que a janela de Silverman toma a distribuição normal

como distribuição de referência e a distribuição subjacente às observações

é marcadamente não normal.

3.10 O estimador automático do núcleo

Sendo a janela hn escolhida na prática em função das observações, isto é,

hn = hn(X1, . . . ,Xn),

é natural pretendermos saber se o estimador do núcleo com janela aleatória,

designado habitualmente por estimador automático do núcleo, continua a

gozar de boas propriedades de convergência como acontece com o estima-

dor com janela determinista. Esta pergunta foi sendo respondida afirma-

tivamente por autores como Wagner (1975), Deheuvels e Hominal (1980),

Devroye e Wagner (1979), Devroye e Penrod (1984) e Tenreiro (2001), que
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Figura 3.9.7: Estimativas do núcleo obtidas a partir das janelas ĥSIL, ĥCV

e ĥSJ.

obtiveram para o estimador automático do núcleo, versões dos resultados

de convergência que apresentámos atrás. Enunciamos a seguir dois desses

resultados, relativos às convergências L∞ e L1, que generalizam os Teore-

mas 3.3.1 e 3.4.1, respectivamente. O primeiro é devido a Wagner (1975) e

o segundo surge em Devroye e Györfi (1985, Cap. 6).

Teorema 3.10.1 (Convergência L∞). Sejam K um núcleo de variação

limitada e f ∈ U . Se hn
p−→ 0 e nh2n/ log log n

p−→ +∞ então

||fn − f ||∞
p−→ 0.

O resultado permanece válido com
qc−→ no lugar de

p−→.

Teorema 3.10.2 (Convergência L1). Sejam K ∈ F limitado de suporte

limitado e integrável à Riemann e f ∈ F . Se hn
p−→ 0 e nhn

p−→ +∞
então

||fn − f ||1
p−→ 0.

O resultado permanece válido com
qc−→ no lugar de

p−→.
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O primeiro dos resultados anteriores pode ser obtido de forma simples

adaptando a demonstração do Teorema 3.3.1. O segundo resultado é obtido

por Devroye e Györfi (1985) usando um resultado de convergência uniforme

relativamente à janela h, isto é, a partir de um resultado do tipo

sup
h∈Hn

||fnh − f ||1
p−→ 0,

onde fnh é o estimador do núcleo com janela determinista h e Hn é uma

apropriada sucessão de intervalos deterministas que converge para zero

quando o tamanho da amostra aumenta e que satisfaz

I(hn /∈ Hn)
p−→ 0,

sempre que hn verifica as condições hn
p−→ 0 e nhn

p−→ +∞. A mesma

técnica é descrita em Deheuvels e Hominal (1980) com o objectivo de ge-

neralizar ao estimador automático o Teorema 3.3.2. Utilizando técnicas de

processos emṕıricos, outros resultados mais recentes sobre a convergência

uniforme relativamente à janela que permitem obter a convergência L∞

para o estimador automático do núcleo são devidos a Einmahl e Mason

(2005) e Mason e Swanepoel (2010).

3.11 Estimação em pontos fronteiros

Quando f tem como suporte um intervalo do tipo [a,+∞[ não sendo f

cont́ınua no ponto x = a, o estimador do núcleo deixa de ser adequado

para estimar f numa vizinhança de x = a. Este facto é ilustrado na Figura

3.11.1 para o estimador com núcleo de Epanechnikov e janela h = 0.5

baseado numa amostra de tamanho 200 da distribuição exponencial de

parâmetro 1. A principal razão para o comportamento do estimador para

pontos x na região [a, a+h], dita região de fronteira, prende-se com o facto

da vizinhança [x − h, x + h] de x, definida pela janela h, ser parcialmente

desprovida de observações.

No sentido de analisar o viés do estimador do núcleo na região de fron-

teira [a, a + h], vamos assumir que o ponto x é da forma x = a+ αh para
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Figura 3.11.1: Estimativa baseada numa amostra de tamanho 200 da dis-

tribuição E(1) com h = 0.5 e núcleo de Epanechnikov.

algum α ∈ ]0, 1[ e que K é um núcleo limitado de suporte [−1, 1]. Se f

possui derivada de segunda ordem limitada e cont́ınua à direita de x = a,

temos

Efn(x) =

∫ +∞

a
Khn

(x− y)f(y)dy =

∫ α

−1
K(z)f(x− zh)dz

=

∫ α

−1
K(z)

[

f(x)− zhf ′(x) + z2h2
∫ 1

0
(1− t)f ′′(x− tzh)dt

]

dz,

o que permite concluir que

Efn(x) = m0,α(K)f(x)− hm1,α(K)f ′(x) +
h2

2
m2,α(K)f ′′(x) + o(h2),

onde

mℓ,α(K) =

∫ α

−1
zℓK(z)dz.

Uma forma de corrigir o viés anterior é proposta por Gasser e Müller

(1979), Rice (1984), Gasser et al. (1985) e Müller (1991), e consiste em mo-

dificar o estimador do núcleo para pontos x ∈ [a, a+h[. A ideia é substituir

K(·) por núcleos especiais K(·; (x − a)/h), ditos núcleos de fronteira, que
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−1.0 −0.5 0.0 0.5 1.0

0.
0

0.
5

1.
0

1.
5

2.
0

2.
5

u

K
(u

;α
)

α = 0.2
α = 0.4
α = 0.6
α = 1

Figura 3.11.3: Núcleos de fronteira baseados no núcleo de Epanechnikov.

dependem da distância α = (x− a)/h de x à fronteira, e tais que K(·;α) é
um núcleo de segunda ordem em [−1, α], para α ∈ [0, 1[. O estimador do

núcleo passa então a ser definido por

f̃n(x) =
1

nhn

n
∑

i=1

Kx,hn

(

x−Xi

hn

)

, (3.11.2)

onde

Kx,h(u) =

{

K(u; (x− a)/h), a ≤ x < a+ h

K(u), x ≥ a+ h,

e f̃n(x) = 0 para x < a. Neste caso, e para x = a+ αh, obtemos

Ef̃n(x) = f(x) +
h2

2

∫ α

−1
z2K(z;α)dzf ′′(x) + o(h2),

e

Varf̃n(x) =
1

nh

∫ α

−1
K(z;α)2dzf(x) +O(n−1),

recuperando-se assim a ordem de convergência h2 para o viés do estimador.

Dado um núcleo K simétrico e não-negativo com suporte [−1, 1], uma

forma simples de construir núcleos K(·;α) de segunda ordem em [−1, α], é
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considerar

K(u;α) =
(

Aα +Bαu
)

K(u)I(−1 ≤ u ≤ α),

onde Aα e Bα são determinados pelas condições m0,α(K(·;α)) = 1 e

m1,α(K(·;α)) = 0, sendo dados por

Aα =
m2,α(K)

m0,α(K)m2,α(K)−m2
1,α(K)

e

Bα =
−m1,α(K)

m0,α(K)m2,α(K)−m2
1,α(K)

.

Tomando para K o núcleo de Epanechnikov, os núcleos de fronteira

K(·;α) são representados na Figura 3.11.3 para alguns valores de α. Neste

caso temos m0,α(K) = (2 + 3α − α3)/4, m1,α(K) = −3(−1 + α2)2/16 e

m2,α(K) = (2 + 5α3 − 3α5)/20.

No caso de f ter como suporte o intervalo [a, b], a metologia anterior

pode ser facilmente adaptada. O estimador com núcleo de fronteira é dado

por (3.11.2) com

Kx,h(u) =











K(u; (x− a)/h), a ≤ x < a+ h

K(u), a+ h ≤ x ≤ b− h

K(−u; (b− x)/h), b− h < x ≤ b,

e f̃n(x) = 0 para x < a ou x > b.

Retomando os dados considerados atrás, apresentamos na Figura 3.11.4

a estimativa anteriormente obtida e a nova estimativa obtida utilizando

núcleos de fronteira. A partir de uma amostra de tamanho 500 da distri-

buição com densidade f(x) = 1 + sin(2πx), para x ∈ [0, 1], representamos

na Figura 3.11.5 as estimativas obtidas, com e sem correcção de fronteira,

usando o núcleo de Epanechnikov e hn = 0.15.

Procedimentos alternativos para corrigir o problema de viés em pontos

fronteiros são considerados, entre outros, por Schuster (1985), Jones (1993),

Marron e Ruppert (1994), Jones et al. (1996b), Cowling e Hall (1996),

Cheng et al. (1997), Chiu (2000), Karunamunia e Zhang (2008) e Zhang e

Karunamuni (2010).
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Figura 3.11.4: Estimativas, com e sem correcção de fronteira, baseadas

numa amostra de tamanho 200 da distribuição E(1) com hn = 0.5 e núcleo

de Epanechnikov.
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Figura 3.11.5: Estimativas, com e sem correcção de fronteira, baseadas

numa amostra de tamanho 500 da distribuição de densidade f(x) =

1 + sin(2πx), x ∈ [0, 1], com hn = 0.15 e núcleo de Epanechnikov.



3.12 Estimador multivariado do núcleo 101

3.12 Estimador multivariado do núcleo

Na sua forma mais geral, o estimador do núcleo associado às observações d

dimensionais X1, . . . ,Xn é definido por

fn(x) =
1

n

n
∑

i=1

KH(x−Xi)

(cf. Deheuvels, 1977b), onde a janela H = Hn é uma matriz simétrica e

definida positiva de dimensão d× d, e

KH(x) = |H|−1/2K(H−1/2x),

onde H−1/2 representa a raiz quadrada de H e o núcleo K é uma função de

R
d em R com

∫

K(x)dx = 1. O núcleo K é habitualmente uma densidade

de probabilidade, sendo o núcleo normal o mais usado na literatura:

K(x) = (2π)−d/2 exp
(

− xtx/2
)

,

onde xt denota o transposto de x.

Uma forma simplificada do estimador anterior é obtida assumindo que

a janela matricial Hn tem uma forma diagonal H = diag(h21, . . . , h
2
d) o que

dá origem ao estimador

fn(x) =
1

nh1 . . . hd

n
∑

i=1

K

(

x1 −Xi1

h1
, . . . ,

xd −Xid

hd

)

(cf. Epanechnikov, 1969). Uma maior simplificação pode ainda ser obtida

assumindo que H = h2I, onde I é a matriz identidade. Neste caso o

estimador toma a forma clássica considerada por Cacoullos (1966):

fn(x) =
1

nhd

n
∑

i=1

K

(

x−Xi

h

)

.

Vários autores consideram esta simplificação demasiado restritiva, advo-

gando que pelo menos uma janela diferente segundo a direcção de cada um

dos eixo coordenados deve ser considerada (ver Wand e Jones, 1993; Scott

e Sain, 2005).
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A escolha da janela

Sendo H diagonal e K um núcleo com
∫

zK(z)dz = 0 e
∫

zz′K(z)dz =

m2(K)I, comm2(K) =
∫

z2iK(z)dz independente de i, sob certas condições

de regularidade sobre f e assumindo que hi → 0 e nh1 . . . hd → +∞, o

erro quadrático médio integrado assintótico do estimador do núcleo toma

a forma

EQMIA =
R(K)d

nh1 . . . hd
+

1

4
m2(K)

d
∑

i,j=1

h2i h
2
j

∫

fii(x)fjj(x)dx,

onde fii denota a segunda derivada de f relativamente à sua i-ésima variável

(cf. Wand, 1992; Wand e Jones, 1995).

Tomando para K o núcleo normal standard e como distribuição de re-

ferência a distribuição normal N(0,Σ), com Σ = diag(σ21 , . . . , σ
2
d), a janela

assintoticamente óptima é dada por

hk,EQMIA =

(

8

d+ 5

)1/(d+4)

σk n
−1/(d+4),

expressão esta que pode ser usada para propor uma escolha prática da

janela. Outros procedimentos para a escolha automática da janela que,

contrariamente ao anterior, produzem janelas assintoticamente equivalentes

à janela assintoticamente óptima, são estudados em Stone (1984), Sain et

al. (1994), Wand e Jones (1994), Duong e Hazelton (2003, 2005) e Chacón

e Duong (2010).

Usando a janela anterior com σk substitúıdo pelo desvio-padrão emṕırico,

apresentamos na Figura 3.12.1 uma estimativa da densidade obtida a partir

de uma amostra de tamanho 500 da mistura de normais bivariada indicada.

Retomando os dados descritos em §2.8.3, apresentamos na Figura 3.12.2

uma estimativa da densidade conjunta das duas variáveis observadas.

A maldição da dimensão

Para a distribuição normal multivariada standard N(0, I), e admitindo que

o núcleo normal standard é tomado para K, apresentamos na Tabela 3.12.3
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Figura 3.12.2: Gráfico de dispersão, estimativa da densidade e respectivas

curvas de ńıvel obtidas a partir das 272 observações relativas às variáveis
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d Tamanhos equivalentes da amostra

1 10 50 100

2 23 157 361

3 60 569 1502

4 175 2299 6970

5 560 10138 35303

Tabela 3.12.3: Tamanhos equivalentes da amostra, em função da dimensão

d, para a distribuição normal multivariada standard segundo o critério de

Epanechnikov.

os tamanhos das amostras que permitem obter, para várias dimensões d,

um mesmo valor da medida normalizada da qualidade do estimador dada

por

EQMIA/R(f) =
1

16
(d2 + 4d+ 10)

( 8

d+ 5

)4/(d+4)
n−4/(d+4).

Tal como para o histograma, a perda de qualidade do estimador com o

aumento da dimensão dos dados é evidente. No entanto, por comparação

com a Tabela 2.10.2, vemos que essa perda de qualidade é muito mais

sentida pelo histograma do que pelo estimador do núcleo.

Sobre a utilização do estimador do núcleo em contextos multidimensio-

nais veja-se Simonoff (1996), Scott e Sain (2005) e Scott (2004).
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núcleo

canónico, 72

de Bertrand-Retali–Geffroy, 59

de Epanechnikov, 68

de fronteira, 99

de Parzen–Rosenblatt, 50

momentos, 48
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