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às Ciências com Dados

Atas do XXIV Congresso da

Sociedade Portuguesa de Estat́ıstica

Amarante, 06 a 09 de novembro de 2019

Editores
Paula Milheiro

António Pacheco
Bruno de Sousa

Isabel Fraga Alves
Isabel Pereira

Maria João Polidoro
Sandra Ramos

Fevereiro, 2021

Edições SPE



c© 2021, Sociedade Portuguesa de Estat́ıstica

Editores: Paula Milheiro, António Pacheco, Bruno de Sousa, Isabel Fraga
Alves, Isabel Pereira, Maria João Polidoro e Sandra Ramos

T́ıtulo: Estat́ıstica: Desafios Transversais às Ciências com Dados
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Prefácio

Esta obra coletiva tem como objetivo partilhar com o leitor desenvol-
vimentos recentes da Estat́ıstica, das Probabilidades e dos Processos
Estocásticos e suas Aplicações no contexto nacional. É constitúıda
por 17 artigos independentes, dos quais 6 estão redigidos em Ĺıngua
Inglesa e os 11 restantes em Português, seguindo a opção dos seus
autores. Os artigos contidos nesta obra foram selecionados de entre
o conjunto de artigos submetidos para apreciação à Comissão Cien-
t́ıfica e resultaram do habitual processo de revisão pelos pares, tendo
todos eles sido previamente apresentados na forma de comunicação
oral, no âmbito do XXIV Congresso da Sociedade Portuguesa de Es-
tat́ıstica (SPE), que decorreu em Amarante, de 06 a 09 de novembro
de 2019. A diversidade dos temas abordados pelos diferentes autores
e a qualidade das contribuições é demonstrativa da pujança da ativi-
dade que se desenvolve em Portugal, nesta área do saber. Não temos
dúvidas sobre a relevância desta obra e de que o leitor nela encon-
trará razões para refletir sobre os tópicos que aqui são abordados, no
decurso das suas atividades cient́ıficas, académicas ou profissionais,
tomando quiçá como ponto de partida estes mesmos textos.

Fevereiro de 2021
Os Editores
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Lúıs Oliveira e Śılvio Velosa
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CDPCA: 10 years after
Adelaide Freitas
Departamento de Matemática, Universidade de Aveiro, Portugal, e
Centro de Investigação e Desenvolvimento em Matemática e Aplica-
ções (CIDMA), Aveiro, Portugal, adelaide@ua.pt

Keywords: Clustering; Sparse principal components analysis

Abstract: Clustering and Disjoint Principal Component Analysis
(CDPCA) is a constrained principal component analysis for multiva-
riate numerical data. The main goal is to detect clusters of objects
and, simultaneously, to find a partitioning of variables such that the
between cluster deviance in the reduced space of such partition is
maximized. The partition formed by a disjoint set of the original
variables identifies the groups of variables belonging to the CDPCA
components. Recently, this methodology has been implemented in
a R-function called CDpca. In this work, we review some theoretical
issues of the CDPCA model and present two applications on real
data sets using the R-function CDpca.

1 Introduction

In order to extract information of multivariate data, some authors
apply a sequential procedure as follow: first apply Principal Com-
ponent Analysis (PCA), in order to reduce the dimensionality of the
data by taking the resultant score matrix associated to the first few
principal components, and then proceed to the reduction of the ob-
jects in order to get homogeneous groups by applying a clustering
method on that reduced score matrix. However, this reduced score
matrix may mask the clustering structure of the original data [1]. To
overcome this drawback, a constrained principal component analy-
sis for multivariate numerical data, called Clustering and Disjoint
Principal Component Analysis (CDPCA), was proposed ten years
ago, in 2009, by Vichi and Saporta [2]. CDPCA is aimed to detect
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Table 1: Distribution of citations of [2] found in SCOPUS.

CDPCA cited in papers as Papers with
year Method Application only mention pdf not available
2009-2011 - - 1 2
2012 - 1 1 -
2013-2014 - - 6 4
2015 2 - - 2
2016 2 - 3 1
2017 2 - 1 1
2018 1 - 1 3
2019 1 - 2 -

clusters of objects and, simultaneously, to find a partitioning of va-
riables such that the between cluster deviance in the reduced space
of such partition is maximized. Concretly, the main goal of CDPCA
is to providing a nonoverlapping clustering of homogeneous objects
on a reduced set of sparse CDPCA components such that the set
of the object centroids presents maximum variance in the reduced
space defined by the components. From the point of view of prac-
tical applications, how useful has this methodology been? A quick
search by Scopus (December/2019), we found 37 citations of [2]. Ne-
vertheless, among the 24 publications made available, eight mention
CDPCA in Method sections and a single paper present applications
of the CDPCA methodology (Table 1) but without indication of any
software used.

Recently, we have computationally developed a function in the open-
source software R [3] to apply CDPCA on standardized data, namely
the function CDpca available in the package biplotbootGUI [4].

The paper is organized as follows. In Section 2 a brief overview of
the CDPCA model is presented. In Section 3, a description of the
implemented R-function CDpca is provided. In the last section, two
applications on real data sets are illustrated.
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2 The CDPCA model

The CDPCA methodology is aimed at providing a description of any
numerical (previously standardized) data matrix X, with I objects
and J variables, in terms of a set of P (P < I) object centroids,
which are obtained from applying a clustering method (k-means)
on the objects of the matrix X, and a set of Q (Q < J) principal
components resultant from PCA applied on a centroid matrix which
is obtained from X when each original object is replaced by its cluster
centroid. Concretely, given a (I × J) multivariate data matrix X,
the CDPCA model describes X in the following manner:

X = UX̄ + E1 (k-means on X)

= UȲAT + E1 + E2 (PCA on UX̄)

= UȲAT + E (1)

where U is a (I × P ) binary and row stochastic matrix storing the
assignment of the I objects into the P clusters, A is a (J × Q) co-
lumnwise orthonormal matrix (i.e., ATA = I) that represents the
component (unit-)loading (i.e., the coefficients of the linear combi-
nations of the original variables) matrix having only one nonzero
element by row which assigns the component (column) for each va-
riable identified by row, X̄ is the (P × J) object centroid matrix in
the original space, Ȳ := X̄A is the (P×Q) object centroid matrix in
the reduced space of the components and E = E1 + E2 with E1, E2

the (I × J) error matrices arising from k-means and PCA, respecti-
vely. In this sense, the structure of the matrix X defined by model
(1) is visually described by “blocks” as illustrated in a toy example
depicted in Figure 1.
The parameters U, Ȳ and A of the CDPCA model can be estima-
ted by minimizing the error associated to the model. Nevertheless,
such optimization problem is quite difficult to solve [2]. Hence, an
alternating least-squares (ALS) algorithm have been proposed in [2]
for the parameter estimation. Later, the ALS algorithm was descri-
bed in [5] in terms of two basic steps: the assignment of objects via
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Figure 1: An illustration of the CDPCA model.

k-means, and the reduction of the attribute space via application of
PCA to the resulting centroids. This is the algorithm implemented
in the R-function CDpca. This algorithm is a heuristic procedure
which starts from an initialization step (random generation of the
matrices U and V) and uses iterative schemes in the estimation of
the matrices U, V and A. In order to increase the chance of finding
the global optimal solution, and reducing the sensitivity of the ALS
algorithm on the initial matrices U and V, CDPCA’s authors have
been recommending to run the algorithm at least 30 times, for dif-
ferent initial assignment matrices U and V randomly chosen at the
beginning of each run. Each run executes the two steps iteratively
until a tolerance condition has been achieved [5].

3 CDPCA in R

CDPCA, with the ALS algorithm, is available in a R-package cal-
led biplotbootGUI [4] given by the CDpca function. Recently, the
R-function CDpca was evaluated on high-dimensional data [6]. To
execute CDpca, some parameters must be introduced as input. For
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instance, for lymphoma data set (library “spls”) with P = 3 clusters
of objects and Q = 2 clusters of variables, the following instruction
can be considered:

> data(lymphoma)

> data <- lymphoma$x

> class <- lymphoma$y

> Q = 2 # desired number of subsets of variables

> P = 3 # desired number of clusters of objects

> tol = 10^(-5) # accuracy; tolerance criterium

> maxit = 1000 # maximum of iterations of each run

> r = 20 # number of runs of the ALS algorithm

and, finally,

> CDpca (data, class, P, Q, tol= 10^(-5), maxit,

+ r, cdpcaplot=TRUE)

The input cdpcaplot=TRUE is useful where the true object clusters
are known and the purpose is to compare them with the object
clustering provided by the CDPCA methodology. It is worth to
mention that the CDpca function starts by standardizing the input
data.

4 Applications

Basically, CDPCA is aimed at reducing both objects and variables,
which is very important to make easier the interpretation of data.
For illustration of applications of the CDPCA methodology, two
real multivariate data sets, where the object clustering is known,
are analyzed: MoraviaWine (where I > J ; the data is available in
[7]) and Lymphoma (where I << J ; the data is available in the R-
package spls [8]).
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MoraviaWine data set (30 objects× 8 variables)

For this data set, the purpose is to explore the presence of grouping
structures in 30 commercially available wines from South Moravia
taking into account eight phenolic acids (vanillic, gentisic, protoca-
techuic, syringic, gallic, coumaric, ferulic and caffeic) measured by
gas chromatography mass spectrometry. In these 30 wines we have:
9 white wine, 1 rosé and 20 red wine. In order to visualize the data
in a 2-dimensional graph, we propose the partitioning of the varia-
bles in 2 groups (i.e., we define 2 disjoint components). Thus, we
applied CDPCA with P = 3 and Q = 2, taking 500 runs of the
ALS algorithm, each run with a maximum of 1000 iterations, and
such that the difference of the objetive function yielded between two
consecutive iterations is less than 105, as follows:

> res=CDpca(data=wine, class=c(rep(1,9),2,rep(3,20)),

+ P=3,Q=2,tol= 10^(-5),maxit=1000,r=500,cdpcaplot=T)

The R-object res$A provides the component loading matrix repor-
ted in Table 2. The first (second) component explains 32.7% (29.5%,
resp.) of the total variance and it is more characterized by the vari-
ables: vanillic, syringic and gallic acids (coumaric and ferulic acids,
resp.). Applying PCA, the two first (no correlated) components are
almost the same of the disjoint components obtained from CDPCA
methodology both in terms of variance explained and of variables
most contributing to specify the components; however, the redu-
ced space defined by the two first disjoint components which are
correlated (Pearson’s coefficient = 0.153, observed from the correla-
tion matrix obtained from the R-object var(res$Y)) exhibits more
homogeneous clusters since the correspondent between cluster de-
viance (bcd) is 73.5% of total deviance (obtained from R-object
res$bcdev), while the bcd obtained when the k-means is applied
on the reduced space of the first two principal components of PCA
is less than 50% of the total deviance. This result on the bcd shows
the benefits of applying CDPCA instead of applying k-means on the
score matrix resultant of PCA. The plot of the 30 wines in the first
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Table 2: Component loadings for PCA and CDPCA

PCA CDPCA
Phenolic acid PC1 PC2 PC1 PC2

vanillic 0.55 -0.04 0.53 0
gentisic -0.14 0.52 0 0.35
protocatechuic 0.30 0.06 0.33 0
syringic 0.51 0.10 0.52 0
gallic 0.47 -0.07 0.57 0
coumaric 0.20 0.43 0 0.56
ferulic -0.04 0.60 0 0.59
caffeic 0.29 0.41 0 0.47

% Var 35.3 29.3 32.7 29.5

two disjoint components plan is shown in Figure 2 (on the right).
Based on the interpretations of that components, we can conclude
that vanillic, syringic and gallic acids can be identified as presumed
better markers in red wines since they occur in relatively higher
concentrations. While coumaric and ferulic acids do not exhibit dis-
tinguishable features among white, rosé and red wines, they suggest
that these features can reflect presumable particular wines (contai-
ning higher concentrations of coumaric and ferulic acids).

Lymphoma data set (62 objects× 4026 variables)

For this gene expression data set which contains J = 4026 genes and
I = 62 samples extracted from P = 3 types of cancer (dimension
of each type-group: 42/9/11), the purpose is to fit the standardized
data to a CDPCA model. We considered 2 disjoint components. The
model parameters are then estimated using the following instruction:

> CDpca(data=lymphoma\$x, class=lymphoma\$y,

+ P=3,Q=2,tol= 10^(-5),maxit=1000,r=20,cdpcaplot=F)
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Figure 2: On the left, CDPCA with three color showing the real
classification (red: red wine; green: rosé; blue: ”red wine”), and
on the right CDPCA with the object clustering described by three
different colors (centroids represented in black) on the MoraviaWine
data set.

Due to high computational effort involved in the execution of the
ALS algorithm using the CDpca function when the data is described
by a high number of variables, only 20 runs of that algorithm were
considered in the heuristic procedure. The bdc related to the final
estimated CDPCA model was about 88%. The first two disjoint
components explain almost the same (about 12%-13% each one).

Since this data set contains a high number of variables, we empiri-
cally examined the variability of the results related to the variables
when the CDpca function is executed several times on Lymphoma
data. We observed small variability in terms of the proportion of the
variance explained by the components and their correlation. Howe-
ver, the position of nonzero elements into the component loading
matrix was exhibiting many changes among executions.

A study to analyze how much the variables that belong to each dis-
joint component can be differently assigned, we applied CDPCA on
Lymphoma data by executing R = 30 times the instruction above for



Atas do XXIV Congresso da SPE 9

Q = 2, 3, 4. The summarized results are reported in Figure 3. The
proportions of variance explained by the two first disjoint compo-
nents and the correlation values between them show low variability.
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Figure 3: Boxplots of several features of CDPCA results.

Using the Adjusted Rand Index (ARI), we analyze the similarity
between any two estimated partitions of variables among all the
combination pairs of two applications that we can get from the R =
30 executions of CDPCA. The values of ARI are displayed in Figure
3. In many cases, the ARI index exhibited better results for Q = 2.
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This behaviour of the ARI for comparing variable clusterings among
multiple executions of CDPCA, may be consider as a criterium to
select the number of clusters of variables for Lymphoma data, and
it suggests to group the J = 4026 genes in two big clusters. This is
an idea to explore in future work.
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aafonso@uevora.pt

Dulce G. Pereira
CIMA/IIFA e DMat/ECT, Universidade de Évora, Évora, Portugal,
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Resumo: A existência de observações empatadas pode influenciar
o desempenho dos procedimentos não paramétricos alternativos à
ANOVA com dois fatores. Para comparamos o desempenho destas
alternativas consideramos delineamentos equilibrados e desequilibra-
dos, e que os dados são provenientes de distribuições discretas. Os
nossos resultados mostram que o desempenho dos testes é afetado
pelo tipo de delineamento (equilibrado ou desequilibrado), pelos efei-
tos presentes no modelo, pelo tamanho dos efeitos, e pela dimensão
da amostra.

1 Introdução

Na análise de conjuntos de dados reais são várias as situações em que
não se pode recorrer à ANOVA paramétrica devido a sérias violações
dos seus pressupostos ou porque os dados são de tipo ordinal [3, 4].
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Por isso, desde a segunda metade do século passado, foram propostos
vários procedimentos não paramétricos alternativos à ANOVA com
dois fatores.

Na literatura é posśıvel encontrar vários trabalhos que estudam o de-
sempenho destes métodos, onde são consideradas distribuições cont́ı-
nuas, com diferentes graus de assimetria e a presença de valores at́ı-
picos, e/ou com variâncias heterogéneas, tanto para delineamentos
equilibrados como desequilibrados (e.g. [5, 6, 7]). Afonso e Pereira
[3, 4] efetuaram estudos de simulação para analisar a probabilidade
de erro de tipo I e a potência de alguns desses procedimentos alter-
nativos considerando dados provenientes de distribuições discretas,
o que propicia a existência de empates nas ordens das observações.
Nestas análises foram considerados diferentes graus de dispersão e
assimetria das distribuições, e apenas delineamentos equilibrados.
De acordo com os vários estudos, nenhum dos procedimentos se des-
tacou dos restantes por ter tido o melhor desempenho em todos os
contextos.

Neste trabalho, estendemos a análise realizada nos trabalhos [3, 4]
aos delineamentos desequilibrados para os procedimentos: transfor-
mação em ordens (RT ), transformação normal inversa (INT ), trans-
formação em ordens alinhadas (ART ), transformação ART combi-
nada com INT (ART+INT ), estat́ıstica L de Puri & Sen (L de PS ),
teste de van der Waerden, estat́ıstica de tipo Wald (WTS ), esta-
t́ıstica de tipo ANOVA (ATS ) e teste de permutação de tipo Wald
(WTPS ). As distribuições discretas consideradas são as que mais se
aplicam nas áreas de biologia e ecologia.

A estrutura do artigo inicia-se com uma descrição sucinta dos pro-
cedimentos considerados (secção 2). De seguida, especificam-se as
distribuições de probabilidade adotadas para os erros e os modelos
considerados no trabalho de simulação (secção 3), e apresentam-se
os principais resultados organizados por efeitos de interesse (secção
4). Por fim, na secção 5 retiram-se as principais conclusões obtidas
e as linhas de investigação futura.
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2 Procedimentos considerados

Nas alternativas não paramétricas RT e INT as observações origi-
nais são substitúıdas pelas suas ordens, ou pelos scores normais das
ordens, respetivamente, e posterioriormente é aplicada a ANOVA
paramétrica às novas variáveis. A observar que existem várias ver-
sões para calcular os scores normais [1].
No procedimento ART todos os efeitos que não sejam de primeiro
interesse são subtráıdos antes de se realizar a ANOVA paramétrica,
ou seja, aos reśıduos adiciona-se o efeito de interesse (linha, coluna ou
interação) e substituem-se os valores pelas ordens aos quais se aplica
a ANOVA. O procedimento ART+INT consiste na combinação das
transformações ART e INT.
A estat́ıstica L de PS consiste numa adaptação da estat́ıstica L do
teste das ordens com distribuição qui-quadrado, sendo uma genera-
lização do teste H de Kruskal-Wallis. O teste de van der Waerden
combina a transformação INT com a estat́ıstica L de PS.
O teste WTS tem uma estat́ıstica de ordens baseada na estat́ıstica
de tipo Wald. O teste ATS consiste em calcular uma estat́ıstica de
teste de tipo ANOVA às ordens das observações originais e os graus
de liberdade da estat́ıstica F são corrigidos usando a aproximação
de Box.
O teste WTPS baseia-se na permutação aleatória das observações
entre si, sem restrições, e aplica a estat́ıstica WTS às observações
permutadas.
A descrição mais detalhada destes procedimentos pode ser consul-
tada, por ex., em Hahn et al. [5] e Luepsen [6].

3 Simulação

Para se comparar os diferentes procedimentos não paramétricos com
a ANOVA paramétrica apresentamos um estudo de simulação. Neste
estudo adota-se um modelo de efeitos fixos com interação:

Yijk = µ+ αi + βj + γij + εijk,
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onde µ é a média global, αi mede o efeito do ńıvel i do fator A,
i = 1,...,L, βj mede o efeito do ńıvel j do fator B, j = 1,...,C, γij é
o efeito da interação do ńıvel i do fator A com o ńıvel j do fator B
e εijk é o erro aleatório, k = 1,...,nij .
Os efeitos principais dos fatores A, B e da interação A × B foram
modelados considerando:

αi =

 c, i = 1
−c, i = 2
0, c.c.

; βj =

 c, j = 1
−c, j = 2
0, c.c.

; γij =

 c, i = j; i,j = 1,2
−c, i 6= j; i,j = 1,2
0, c.c.

,

com c = 0, 0,25σ, 0,5σ e 1σ, onde σ representa o desvio-padrão da
população amostrada. Os efeitos considerados satisfazem as restri-
ções

∑L
i=1 αi =

∑C
j=1 βj =

∑L
i=1 γij =

∑C
j=1 γij = 0.

Foram considerados delineamentos 3×3, equilibrados e desequilibra-
dos, com amostras de dimensão global N =

∑
i

∑
j nij = 27, 45, 90,

Tabela 1: Dimensão global da amostra (N) e dimensões conside-
radas para as amostras (nij), por tipo de delineamento e grau de
desequiĺıbrio

Equilibrado Desequilibrado
<deseq. >deseq.

N = 27
n11 = n12 = n13 3 2 a
n21 = n22 = n23 3 3 a
n31 = n32 = n33 3 4 a

N = 45
n11 = n12 = n13 5 5 2
n21 = n22 = n23 5 6 5
n31 = n32 = n33 5 4 8

N = 90
n11 = n12 = n13 10 4 2
n21 = n22 = n23 10 10 9
n31 = n32 = n33 10 16 19

a O desequilibrio seria obtido com n1j = 1, n2j = 3 e n3j = 5, mas tal

impossibilitaria testar a interação.
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sendo as dimensões por célula apresentadas na Tabela 1.

Foram consideradas distribuições discretas com diferentes graus de
dispersão e assimetria (Tabela 2): (i) Binomial assimétrica positiva:
B(K; 0,2) com K = 25, 50, 100; (ii) Binomial simétrica: B(K; 0,5)
com K = 10, 20, 40; (iii) Binomial Negativa: BN(K; 0,4) com K =
2, 4, 8; (iv) Poisson: P (λ) com λ = 5, 10, 20; e (v) Uniforme: {0,...,K}
com K = 10, 20, 40.

As taxas de erro de tipo I e II dos vários testes foram avaliadas
considerando seis modelos distintos:

1. inexistência de efeitos principais e inexistência de interação
(modelo nulo), i.e., c = 0;

2. um efeito principal e inexistência de interação, i.e., βj = 0 e
γij = 0,∀i,j;

3. dois efeitos principais e inexistência de interação (modelo de
efeitos principais), i.e., γij = 0,∀i,j;

4. sem efeitos principais e existência de interação (modelo de in-
teração), i.e., αi = 0 e βj = 0,∀i,j;

5. um efeito principal e existência de interação, i.e., βj = 0,∀j;

Tabela 2: Coeficiente de variação (CV%) e coeficiente de assimetria
de Fisher (γ = µ3/σ

3, sendo µ3 o 3o momento central e σ o desvio-
padrão) das distribuições consideradas.

E(X) 5 10 20 5 10 20
Distribuição CV% γ
P (λ) 44,7 31,6 22,4 0,45 0,32 0,22
BN(K; 0,4) 54,8 38,7 27,4 1,46 1,03 0,73
B(K; 0,2) 40,0 28,3 20,0 0,30 0,21 0,15
B(K; 0,5) 31,6 22,4 15,8 0 0 0
U{0,...,K} 63,2 60,6 59,2 0 0 0



18 Afonso & Pereira

6. dois efeitos principais e existência de interação (modelo com-
pleto).

Em cada cenário distribucional foram consideradas 1000 réplicas de
Monte Carlo e, para cada um dos procedimentos, registou-se a taxa
de erro de tipo I emṕırica (i.e., proporção de réplicas que rejeitaram
H0 quando H0 verdadeiro) e a taxa de erro de tipo II emṕırica (i.e.,
proporção de réplicas que não rejeitaram H0 quando H1 verdadeiro),
para α = 1%, 5% e 10%.

Na análise do desempenho dos testes no controlo da probabilidade
do erro de tipo I, foi usado o critério liberal de Bradley [2]. Segundo
este critério, um teste de hipóteses é dito liberal se, tomadas k amos-
tras de tamanho igual da mesma população, a taxa de rejeição da
hipótese nula pelo teste, realizado em cada uma das k amostras, é
maior do que 1,5α. Um teste é conservador quando a taxa de rejeição
da hipótese nula pelo teste é menor do que 0,5α.

Os testes ART, ATS e WTS foram aplicados quer as observações
originais (y) quer às respetivas ordens (ry). Para distinguir entre
estas duas situações, na apresentação dos resultados utilizaram-se
os posfixos y e ry, respetivamente. Na aplicação do teste INT o

score normal foi definido como Φ−1
(

ri
N+1

)
, que denota o quantil

da distribuição N(0,1) com probabilidade ri
N+1 , ri as ordens das

observações y e N o número total de observações.

Para a aplicação dos procedimentos foram usados os pacotes ARTool,
rankFD e GFD do programa R Project [8], e funções dispońıveis em
http://www.uni-koeln.de/∼luepsen/R/.

4 Resultados

Na impossibilidade de apresentar os resultados para todos os ńıveis
de significância considerados, nesta secção apresentam-se apenas os
resultados quando α = 0,05. A eficácia dos testes foi avaliada com
base na taxa de erro de tipo I emṕırica e na potência emṕırica.
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4.1 Delineamentos equilibrados vs. desequilibra-
dos

Nos resultados apresentados nas Tabelas 3 e 4 distingue-se o desem-
penho dos testes pelo tipo de desequiĺıbrio do delineamento.
A maioria dos testes que não verificam o critério de Bradley são clas-
sificados como liberais (valores a cinzento na Tabela 3). Com o au-
mento do desequiĺıbrio do delineamento aumenta o número de testes
que violam o critério de robustez, e há um aumento do afastamento
da taxa de erro de tipo I emṕırica destes testes relativamente ao ńıvel
de significância nominal. O teste WTS mostrou ser demasiado libe-
ral, principalmente quando se testa a interação. O comportamento
dos testes L e vdW não é consistente, pois são testes conservadores
quando se testa a presença de interação e são liberais quando se testa
a presença dos efeitos principais. De um modo geral, a taxa de erro
de tipo I emṕırica dos métodos robustos tende a estar mais próxima
do ńıvel de significância considerado nos delineamentos equilibrados
do que nos desequilibrados.
Na Tabela 4 destacam-se a negrito os testes que revelaram ser os
mais potentes nos diferentes desequiĺıbrios considerados para os de-
lineamentos. A t́ıtulo informativo, apresenta-se a cinzento e itálico a
potência emṕırica dos testes cuja probabilidade do erro de primeira
espécie violou o critério de robustez adotado. A potência emṕırica
dos procedimentos robustos é menor nos delineamentos desequilibra-
dos, sendo esta mais reduzida nos delineamentos com maior desequi-
ĺıbrio (>deseq.).

4.2 Tamanho da amostra

As Figuras 1 e 2 ilustram a eficácia dos testes quando se consideram
diferentes tamanhos da amostra global, tendo em consideração o
desequiĺıbrio do delineamento. De notar que, nestas figuras, não
existem representações quando N = 27 e o delineamento é mais
desequilibrado uma vez que, neste estudo, não foi gerado este caso.
Na Figura 1, os testes que se encontram entre as duas linhas verticais
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ṕ
ırica,

com
α

=
0
,05,

p
or

d
eseq

u
iĺıb
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a tracejado são considerados robustos, os que se estão à esquerda da
primeira linha vertical são classificados como conservativos e os que
estão representados à direita da segunda linha vertical são liberais.

A maioria dos testes que não verificam o critério de Bradley são
liberais (Figura 1). À medida que aumenta o tamanho global da
amostra observa-se um aumento do número de testes que violam o
critério de robustez e um aumento da taxa de erro de tipo I emṕırica,
principalmente quando os delineamentos são mais desequilibrados.
Estes comportamentos também são observados para a maior parte
dos procedimentos à medida que aumenta o desequiĺıbrio do deline-
amento.

Com o aumento da dimensão da amostra observa-se um aumento da
potência emṕırica dos testes (Figura 2). Nos testes robustos observa-
se ainda que com o acentuar do desequilibrio dos delineamentos há
uma redução na potência emṕırica.

Figura 1: Taxa de erro de tipo I emṕırica por dimensão da amostra,
efeito testado e desequiĺıbrio do delineamento. As linhas verticais a
tracejado indicam os limites de robustez do critério de Bradley.
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Figura 2: Potência emṕırica por dimensão da amostra, efeito testado
e desequiĺıbrio do delineamento.

4.3 Tamanho dos efeitos

Apenas se observa um aumento da taxa de erro de tipo I emṕırica nos
testes liberais (L, vdW, WTS ) com o aumento do tamanho do efeito
dos ńıveis dos fatores e da interação, que depende da ponderação
atribúıda ao desvio-padrão da população amostrada (Figura 3). Em
todos os outros procedimentos a taxa de erro de tipo I emṕırica
mantém-se inalterada seja qual for o tamanho do efeito dos ńıveis
dos fatores e da interação.

Quanto maior o tamanho dos efeitos maior é a capacidade dos testes
para rejeitar H0 quando esta hipótese é falsa (Figura 4).

4.4 Modelo

Uma vez que a taxa de erro de tipo I emṕırica corresponde à propor-
ção de réplicas que rejeitaram H0 quando H0 (o efeito é nulo) é ver-
dadeira, na Figura 5 só se representam as taxas associadas aos efeitos
nulos considerados em cada modelo. Do mesmo modo, como a po-
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Figura 3: Taxa de erro de tipo I emṕırica por tamanho do efeito c =
0, 0,25σ, 0,5σ e 1σ, efeito testado e desequiĺıbrio do delineamento.
As linhas verticais a tracejado indicam os limites de robustez do
critério de Bradley.

tência emṕırica corresponde à proporção de réplicas que rejeitaram
H0 quando H0 é falsa, na Figura 6 só se representam as potências
associadas aos efeitos não nulos do respetivo modelo.
No teste à interação, quer a taxa de erro de tipo I quer a potência
emṕırica não é afetada pela presença ou não de efeitos principais
(Figura 5 e Figura 6). No teste aos efeitos principais na presença de
interação observa-se um aumento na taxa de erro de tipo I emṕırica,
que se agrava com o desequilibrio do delineamento.
Com o aumento do desequiĺıbrio do delineamento parece haver uma
diminuição da capacidade dos procedimentos decidirem corretamente
(Figura 5 e Figura 6).

4.5 Distribuições

As alterações identificadas na classificação dos testes, segundo o cri-
tério de Bradley, e na potência dos mesmos não está relacionada com



Atas do XXIV Congresso da SPE 25

Figura 4: Potência emṕırica por tamanho do efeito c = 0, 0,25σ,
0,5σ e 1σ, efeito testado e desequiĺıbrio do delineamento.

Figura 5: Taxa de erro de tipo I emṕırica por modelo, efeito tes-
tado e desequiĺıbrio do delineamento. As linhas verticais a tracejado
indicam os limites de robustez do de Bradley.

a distribuição dos erros nem com o grau de dispersão e assimetria.
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Figura 6: Potência emṕırica por modelo, efeito testado e desequiĺı-
brio do delineamento.

4.6 Empates

O número de empates presentes nos dados aumenta com a redução
da dispersão e com o aumento da dimensão da amostra. Apenas
o teste WTPS parece ser afetado pelo número de empates quando
o delineamento é desequilibrado, situação em que o teste é conser-
vativo. Na análise da potência dos testes não foram identificadas
alterações devido à presença de empates.

5 Conclusão

Os nossos resultados mostram que, de um modo geral, o desempenho
dos testes não é afetado pela presença de empates nem pela distribui-
ção dos erros, mas a sua capacidade de decidir corretamente tende
a diminuir quanto mais desequilibrado for o delineamento. Além
disso, o desempenho dos testes é afetado pela dimensão da amostra,
efeitos principais presentes no modelo e pelo tamanho dos efeitos.
O teste WTS mostrou ser demasiado liberal. O comportamento
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dos testes L de PS e de van der Waerden não é consistente, pois
tanto são testes conservadores como liberais. Quando se testam
os efeitos principais, a taxa de erro de tipo I emṕırica dos testes
ART e ART+INT é maior nos delineamentos desequilibrados do
que nos equilibrados, e todos os procedimentos robustos apresentam
potências menores nos delineamentos desequilibrados.

No teste à interação, a taxa de erro de tipo I emṕırica dos procedi-
mentos é menor nos delineamentos desequilibrados, mas a taxa de
erro de tipo II é menor nos delineamentos equilibrados.

A ANOVA paramétrica tem um comportamento estável, exceto nos
delineamentos com maior desequiĺıbrio e o tamanho dos efeitos prin-
cipais e da interação é elevado.

Recomendamos o uso do teste WTPS que mostrou ser sempre ro-
busto, seja qual for o número de réplicas. Os testes ANOVA, RT,
INT, ART e ART+INT apenas não são robustos no teste à presença
do efeito B nos delineamentos desequilibrados e quando a amostra
global é grande. Estes testes apresentam uma potência similar.

De futuro pretende-se estender este estudo à situação em que as
variâncias são heterogéneas.
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Resumo: Uma das metodologias da área de Estat́ıstica de Extremos
é a denominada metodologia POT, designação que advém do nome
em inglês Peaks Over Threshold. Nesta metodologia, são considera-
dos os valores extremos acima de um determinado ńıvel elevado. Um
problema de interesse prático é a escolha da distribuição a utilizar na
modelação desses valores extremos. Neste estudo são apresentadas
seis estat́ısticas de teste existentes na literatura cient́ıfica relativa
ao problema da escolha entre a distribuição generalizada de Pareto
com parâmetro de forma nulo, ou seja, a distribuição exponencial, e
a distribuição generalizada de Pareto não exponencial. Os procedi-
mentos necessários para a aplicação dos testes estat́ısticos analisados
são exemplificados com recurso ao programa R.



30 Gomes, Gouveia-Reis & Mendonça

1 Introdução

Na metodologia POT, são considerados relevantes os maiores valores
observados que se encontram acima de um ńıvel ou limiar elevado u.
Um marco importante nesta metodologia foi obtido por Pickands [17]
e Balkema and de Haan [2]. Estes autores estabeleceram que a fun-
ção de distribuição condicional dos excessos (diferenças entre os valo-
res acima do limiar, denominados de excedências, e este valor) pode
ser bem aproximada por uma função de distribuição generalizada de
Pareto definida por, para β > 0:

Hγ,β(x) =


1−

(
1 + γ xβ

)−1/γ

, se γ 6= 0,

1− exp(− x
β ), se γ = 0,

com x ≥ 0 se γ ≥ 0 e 0 ≤ x ≤ −β/γ se γ < 0.

Vários métodos para estimar os parâmetros γ e β têm sido propostos
na literatura da área (e.g. [4, 5]). Além da estimação destes parâ-
metros, temos também a estimação de quantis extremos, a qual se
revela de vital importância em áreas de aplicação tais como a gestão
do risco. A obtenção de tais valores associados a um acontecimento
extremo está associada à escolha de uma função de distribuição. Na
metodologia POT, essa escolha pode recair entre a escolha da fun-
ção de distribuição exponencial (γ = 0) ou a função de distribuição
generalizada de Pareto não exponencial (γ 6= 0), sendo a função de
distribuição exponencial a preferida muito por conta da sua sim-
plicidade na estimação. Neste contexto, apresentamos na Secção 2
seis estat́ısticas de teste existentes na literatura cient́ıfica. A apli-
cação dos testes apresentados a um conjunto de dados da área das
Finanças, considerando diferentes valores para o ńıvel elevado u com
recurso ao programa R, é exemplificada na Secção 3. Finalmente, na
Secção 4, apresentamos algumas considerações finais, tendo por base
os resultados da aplicação dos testes referidos na Secção 2.
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2 Escolha estat́ıstica de modelos extre-
mais

Consideremos Y1, . . . ,Ym variáveis independentes e identicamente
distribúıdas a uma variável Y com função de distribuição genera-
lizada de Pareto, m o número de excessos. A primeira estat́ıstica de
teste aqui sugerida (cf. [7, 9, 13]) é a seguinte:

T1 =
Lp(γ0)

Lp(γ̂)
,

onde, para cada valor de γ, a função Lp, designada por profile log-
likelihood é a log-verosimilhança maximizada relativamente ao parâ-
metro β, ou seja, Lp(γ) = maxβ|γ L(γ,β), γ0 é o valor a testar para
γ e γ̂ é o estimador de γ pelo método da máxima verosimilhança
(método ML). Reiss and Thomas [18] recomendam a aplicação da
correção de Bartlett, resultando assim na estat́ıstica de teste

T1,b =
T1

1 + 4
m

.

Sob a validade de H0 : γ = 0,

T ∗1 = −2 ln(T1)
d−→

m→∞
V1 e T ∗1,b = −2 ln(T1,b)

d−→
m→∞

V1,b,

onde V1 e V1,b têm cada uma distribuição qui-quadrado com um grau
de liberdade.
Chaouche and Bacro [8] propuseram a seguinte estat́ıstica de teste

T2 =
M2[Y ]

2M1[Y ]2
− 1,

com Mk[Y ] = 1
m

m∑
j=1

Y kj . Chaouche and Bacro [8] também demons-

traram que, sob a validade de H0 : γ = 0,

T ∗2 =
√
m

(
T2 −

1− γ
1− 2γ

)
d−→

m→∞
V2,
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onde V2 tem distribuição normal com média zero e variância

(1− γ)2(1− γ + 6γ2)

(1− 2γ)3(1− 3γ)(1− 4γ)
.

Além da estat́ıstica de teste T1, Reiss and Thomas [18] referem ou-
tra estat́ıstica de teste, que também pode ser encontrada em Ma-
rohn [16]. Esta estat́ıstica de teste, que se escreve em função do
quadrado do coeficiente de variação amostral, é dada por

T3 =
1

2

(
S2
Y

Ȳ 2
− 1

)
,

com Ȳ = 1
m

m∑
j=1

Yj e S2
Y = 1

m

m∑
j=1

(Yj − Ȳ )2.

Gomes and van Montfort [14] demonstraram que, sob a validade de

H0 : γ = 0, T ∗3 =
√
mT3

d−→
m→∞

V3, onde V3 tem distribuição normal

padrão.

Gomes and van Montfort [14] propuseram e estudaram também,
no contexto da metodologia POT, a estat́ıstica de teste que aqui
denotamos por estat́ıstica de teste T4. A estat́ıstica de teste T4 é
igual a razão entre o máximo (Ym:m) e mediana (Mm) das variáveis
Y1, . . . ,Ym, ou seja,

T4 =
Ym:m

Mm
,

com Ym:m := max1≤i≤m Yi e Mm = Ym+1
2 :m se m é ı́mpar ou

Mm = 1
2

(
Ym

2 :m + Ym
2 +1:m

)
se m é par.

Gomes [12] utiliza na escolha de modelos extremais, no contexto da
metodologia dos máximos anuais, a estat́ıstica de teste dada pela
razão entre a diferença do máximo e a mediana e a diferença desta
e o mı́nimo, Y1:m := min1≤i≤m Yi. Brilhante [6] refere que esta esta-
t́ıstica de teste, a qual já tinha sido proposta por Gumbel [15] para
a estimação dos parâmetros e realização de testes na distribuição de
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Fréchet, também pode ser utilizada para testar a distribuição expo-
nencial versus a distribuição generalizada de Pareto não exponencial.
Assim, a estat́ıstica T5 aqui referida é a seguinte

T5 =
Ym:m −Mm

Mm − Y1:m
.

Sob a validade de H0 : γ = 0,

T ∗4 = T4×ln 2−lnm
d−→

m→∞
V4 e T ∗5 = T5×ln 2−ln(m/2)

d−→
m→∞

V5,

onde V4 e V5 são variáveis aleatórias com distribuição Gumbel pa-
drão.
Brilhante [6], tendo em conta a estat́ıstica de teste T5, apresentou a
estat́ıstica de teste dada pela razão entre a diferença do quarto supe-
rior e a mediana e a diferença desta e o quarto inferior. A estat́ıstica
de teste, aqui denotada por T6, é escrita do seguinte modo

T6 =
FU −Mm

Mm − FL
,

onde FU = Y
m−
{
m
4

}
+1:m

e FL = Y{m
4

}
:m

com {·} a representar o

arredondamento para o número inteiro mais próximo. Brilhante [6]
demonstrou que, sob a validade de H0 : γ = 0,

T ∗6 = ln(3/2)

√
m

2

(
T6 −

ln 2

ln(3/2)

)
d−→

m→∞
V6,

onde V6 é uma variável aleatória com distribuição normal padrão.
Em resumo, na Tabela 1, apresentamos as estat́ısticas de teste suge-
ridas, a distribuição da variável limite associada, V•, sob a validade
da hipótese nula H0 : γ = 0 e uma correspondente referência para
consulta.
A escolha entre as funções de distribuição exponencial e função de
distribuição generalizada de Pareto não exponencial também pode
ser realizada por meio de intervalos de confiança ao observarmos
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Tabela 1: Estat́ısticas de teste - distribuições.

Estat́ıstica de teste T ∗• V• Referência(
T ∗•

d−→
m→∞

V•

)
T ∗1 = −2 ln(T1)

χ2 [7]

T ∗1,b = −2 ln(T1,b) [18]

T ∗2 =
√
m

(
T2 − 1−γ

1−2γ

)
Normal

[8]

T ∗3 =
√
mT3 [14]

T ∗4 = T4 × ln 2− lnm
Gumbel

[14]

T ∗5 = T5 × ln 2− ln(m/2) [6]

T ∗6 = ln(3/2)
√

m
2

(
T6 − ln 2

ln(3/2)

)
Normal [6]

a inclusão ou não do valor zero num intervalo de confiança obtido
para o parâmetro de forma γ. Aqui relembramos apenas o método
ML e o método dos momentos ponderados pela probabilidade (mé-
todo PWM) utilizados na ilustração prática. No método ML, a
log-verosimilhança (cf. [3, 13]) é dada por

lnL(γ,β) = −m lnβ −
(

1

γ
+ 1

) m∑
i=1

ln

(
1 + γ

Yi
β

)
,

a qual é escrita do seguinte modo

lnL(γ,τ) = −m ln γ +m ln τ −
(

1

γ
+ 1

) m∑
i=1

ln(1 + τYi),

se utilizarmos a reparametrização (γ,β) ; (γ,τ) com τ := γ
β . Os

estimadores de máxima verosimilhança de γ e τ , γ̂ML e τ̂ML, resultam
da resolução de

1

τ̂ML

−
(

1

γ̂ML

+ 1

)
1

m

m∑
i=1

Yi
1 + τ̂MLYi

= 0,
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com γ̂ML = 1
m

∑m
i=1 ln(1 + τ̂MLYi). Os estimadores de γ e β pelo

método PWM, γ̂PWM e β̂PWM, são dados por:

γ̂PWM = 2− M̂1,0,0

M̂1,0,0 − 2M̂1,0,1

e β̂PWM =
2M̂1,0,0M̂1,0,1

M̂1,0,0 − 2M̂1,0,1

,

respetivamente, com (cf. [3])

M̂1,0,s =
1

m

m∑
j=1

(
1− j

m+ 1

)s
Yj:m, para s ∈ {0, 1}.

Os estimadores obtidos pelos métodos ML e PWM para os parâ-
metros da função de distribuição generalizada de Pareto têm uma
distribuição assintoticamente normal (cf. [3, 7]). Assim, quando na
presença de grandes amostras, um intervalo a (1 − α) × 100% de
confiança para γ (cf. [3]) é dado aproximadamente por

γ̂ ± z1−α2

√
v̂

m
,

com z1−α2 o quantil de probabilidade 1 − α
2 da distribuição normal

padrão, γ̂ = γ̂ML e v̂ = (1 + γ̂ML)2 ou

γ̂ = γ̂PWM e v̂ =
(1− γ̂PWM)(2− γ̂PWM)2(1− γ̂PWM + 2γ̂2

PWM)

(1− 2γ̂PWM)(3− 2γ̂PWM)
.

3 Ilustração prática

Segundo a plataforma Plus500, que opera no mercado bolsista, o
ı́ndice bolsista S&P500 é constitúıdo pelas 500 ações ou ativos ame-
ricanos com as maiores capitalizações de mercado. À semelhança do
que é realizado em alguns artigos relativos à teoria dos valores extre-
mos aplicada na área das Finanças (e.g. [1, 10, 11]), a base de dados
escolhida para esta ilustração prática é constitúıda pelas taxas dos
retornos diários. A obtenção dos valores de u apresentados na Ta-
bela 3 foi realizada por meio da aplicação da função findthreshold
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da biblioteca fExtremes do programa R considerando as 0.5%, 1%,
2.5%, 5% e 10% maiores observações da amostra (e.g. [1, 10]). No
gráfico da vida média residual (Gráfico MRL) da Figura 1 estão
apresentados três desses valores como também as correspondentes
estimativas para os parâmetros de escala e de forma pelo método
ML. Este gráfico foi obtido por meio da aplicação da função mrlplot

da biblioteca evmix ligeiramente alterada (notação e tradução para
português).
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u = 1.06 beta_u = 0.59 gamma_u = 0.16

Figura 1: Gráficos MRL considerando u = 1.96, u = 1.50 e u = 1.06
correspondentes a 2.5%, 5% e 10% dos valores extremos.

A decisão de rejeitar ou não a distribuição exponencial, ao ńıvel de
significância α = 0.05, para cada uma das seis estat́ısticas de teste
analisadas está apresentada na Tabela 2. Ao analisarmos a mesma,
observamos que para todas as estat́ısticas de teste analisadas rejei-
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tamos a distribuição exponencial para os excessos relacionados com
o limiar u = 1.959207. De igual forma, podemos verificar que a fun-
ção de distribuição exponencial é rejeitada quando a estat́ıstica de
teste T3 é aplicada, qualquer que seja o limiar considerado. No caso
do limiar u = 3.421284, notamos que a função de distribuição expo-
nencial só não é rejeitada quando são realizados testes bilaterais, ou
seja, quando são aplicadas as estat́ısticas de teste T1, T1,b e T2.

Tabela 2: Decisão de rejeição (Sim) ou não rejeição (Não) da distri-
buição exponencial (α = 0.05).

0.5% 1% 2.5% 5% 10%

Limiar u 3.421284 2.672995 1.959207 1.499139 1.059779

T1 (γ 6= 0) Não Não Sim Sim Sim

T1,b (γ 6= 0) Não Não Sim Sim Sim

T2 (γ 6= 0) Não Sim Sim Sim Sim

T3 (γ > 0) Sim Sim Sim Sim Sim

T4 (γ > 0) Sim Não Sim Sim Sim

T5 (γ > 0) Sim Não Sim Sim Sim

T6 (γ > 0) Sim Não Sim Não Não

Observamos assim para este limiar diferentes decisões para as es-
tat́ısticas de teste T2 e T3, ao contrário do que é observado para o
limiar igual a 2.672995. Para este limiar, a função de distribuição
exponencial não é rejeitada para todas as restantes estat́ısticas de
teste. Observamos também que, para os limiares iguais a 1.499139
e 1.059779, a distribuição exponencial só não é rejeitada quando
é aplicada a estat́ıstica de teste T6. Brilhante [6] constatou que a
estat́ıstica de teste T6 tem um pior desempenho na deteção da dis-
tribuição exponencial em comparação com as estat́ısticas de teste
T4 e T5. Aqui observamos que as estat́ısticas de teste T4, T5 e T6

apenas indiciam decisões de rejeição diferentes para os dois valores
de limiar mais baixos correspondentes a uma maior quantidade de
dados retidos na análise. No cálculo dos valores observados para
as estat́ısticas de teste T1 e T1,b foi utilizado o método ML. Este
método e o método PWM estão implementados em muitas bibliote-
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cas do R tais como as bibliotecas eva, evir, fExtremes, QRM e POT.
A representação gráfica para a estimativa do parâmetro de forma e
os respetivos intervalos de confiança na Figura 2 foram obtidos por
meio da função gráfica shape na biblioteca evir ligeiramente alterada
(notação e tradução para português).
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Figura 2: Estimativas e intervalos de confiança para γ.

Nesta ilustração, optamos por utilizar a biblioteca POT na obten-
ção das estimativas e intervalos de confiança para γ apresentados
na Tabela 3. Ao analisarmos a tabela, observamos que os inter-
valos de confiança calculados quando consideramos 0.5% e 1% dos
valores extremos contêm o valor zero, qualquer que seja o método
de estimação de parâmetros utilizado. Assim, para estes valores em
particular, não temos evidência suficiente para rejeitar a distribuição
exponencial.

A análise de gráficos tais como gráficos Q-Q, por exemplo, além de
poder indiciar posśıveis modelos probabiĺısticos para a distribuição
subjacente a um determinado conjunto de dados numa observação
preliminar destes, permite uma validação informal da escolha reali-
zada quer por meio dos testes de hipóteses ou dos intervalos de con-
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fiança aplicados. A t́ıtulo exemplificativo apresentamos na Figura 3
os gráficos de diagnóstico da biblioteca ismev para u = 1.059779,
limiar para o qual os intervalos de confiança calculados não contêm
o valor zero e a distribuição exponencial foi rejeitada na aplicação
de todas as estat́ısticas de testes indicadas, excepto a estat́ıstica de
teste T6. Na Figura 3, observamos que os dados têm uma aproxi-
mação razoável à diagonal apresentada nos dois primeiros gráficos e
um bom ajustamento dos dados do histograma à curva no terceiro
gráfico.

Tabela 3: Estimativas para γ e intervalos a 95% de confiança.

0.5% 1% 2.5% 5% 10%
Limiar u 3.421284 2.672995 1.959207 1.499139 1.059779
γ̂ML 0.2016 0.1094 0.1859 0.2006 0.1626

I.C.ML -0.07, 0.47 -0.06, 0.28 0.06, 0.31 0.11, 0.29 0.10, 0.22
γ̂PWM 0.1916 0.0828 0.1898 0.2027 0.1579

I.C.PWM -0.09, 0.47 -0.11, 0.27 0.06, 0.32 0.12, 0.29 0.1, 0.22
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Figura 3: Gráficos de diagnóstico da biblioteca ismev para
u = 1.059779 .
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4 Considerações finais

O objetivo do estudo aqui realizado foi sugerir métodos de escolha
entre a função de distribuição exponencial e a função de distribuição
generalizada de Pareto não exponencial. De modo a exemplificar a
aplicação destes métodos foi realizada uma ilustração prática com
recurso ao programa R.

Ao aplicarmos as estat́ısticas de teste T1 e T1,b obtivemos as mes-
mas conclusões para qualquer limiar considerado. Conclusões aná-
logas foram extráıdas dos intervalos de confiança obtidos quando foi
considerada a estimativa para o parâmetro de forma γ obtida tanto
pelo método ML como pelo método PWM. Aplicando a estat́ıstica de
teste T2, foi considerado que os dados forneceram evidência suficiente
para considerar que os excessos em estudo seguem uma distribuição
generalizada de Pareto não exponencial quando todos os limiares
são considerados, exceto quando foi considerado o limiar correspon-
dente a 0.5% dos valores extremos. Esta exceção não foi observada
na aplicação da estat́ıstica de teste T3, uma vez que qualquer que
seja o limiar considerado, os dados forneceram sempre evidência su-
ficiente para a rejeição do modelo exponencial para os excessos em
estudo. Por sua vez, ao aplicarmos as estat́ısticas de teste T4 e T5

foram obtidas as mesmas conclusões para quaisquer limiares utili-
zados, existindo apenas evidência para não rejeitar a distribuição
exponencial quando foi considerado 1% dos valores extremos. Por
fim, as estat́ısticas de teste T4, T5 e T6 apenas indiciaram decisões
de rejeição diferentes para os dois valores de limiar mais baixos cor-
respondentes a uma maior quantidade de dados retidos na análise.
Notemos também que os intervalos de confiança calculados quando
consideramos 5% e 10% dos valores extremos não contêm o valor
zero e a distribuição exponencial foi rejeitada na aplicação de to-
das as estat́ısticas de testes indicadas, com exceção da estat́ıstica de
teste T6. No estudo realizado, a análise visual dos gráficos de di-
agnóstico da biblioteca ismev permitiu observar ind́ıcios de um bom
ajustamento da distribuição generalizada de Pareto para os dois va-
lores elevados de u correspondentes. Os gráficos apresentados na
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Secção 3 para u = 1.059779 foram escolhidos em detrimento dos
gráficos para u = 1.499139 por apresentarem ind́ıcios mais fortes
desse bom ajustamento. Como, segundo Coles [9], é prática comum
na seleção do limiar u considerar para este o menor valor posśıvel
que proporcione uma aproximação razoável, a escolha de 10% dos
valores extremos aparenta ser a escolha aconselhável de entre as per-
centagens de valores extremos utilizadas. No entanto, é necessário
ter sempre em atenção que a escolha de um valor demasiado baixo
para u pode ter como consequência a inclusão de valores que podem
não ser úteis para o estudo dos valores extremos e a escolha de um
limiar demasiado elevado pode levar à supressão de valores que são
realmente relevantes.
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Resumo: Considera-se aqui a determinação de tamanhos amostrais
ótimos para estimar a concentração média de micro-organismos em
água de lastro de navios por uma abordagem bayesiana semiparamé-
trica, envolvendo uma mistura por processo Dirichlet baseada num
modelo amostral Poisson. Este modelo providencia uma maior fle-
xibilidade na modelação da distribuição dos organismos do que os
modelos paramétricos competidores e afigura-se robusto perante de-
ficiências de especificação. A obtenção de um tamanho ótimo resulta
da aplicação do critério de minimização de um custo total baseado
na soma do risco de Bayes minimizado, associado à função perda
adotada, com uma função do custo de amostragem da água a reco-
lher. Os intervalos de credibilidade para a concentração média que
constituem a função de decisão, a obter do modelo proposto, para o
tamanho da amostra escolhido podem então ser usados para verificar
a conformidade da água com estabelecidos padrões internacionais.
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1 Introdução

A norma D-2 da International Maritime Organization (IMO) requer
que a água desbalastrada, entre outras restrições, não deve conter
mais do que 10 organismos (vivos), com dimensão máxima 10 µm
e 50 µm por mL. Dado que o volume de água de lastro nos tan-
ques de navios pode chegar a 100000 toneladas, a conformidade com
tal regulamentação deve ser verificada através de procedimentos de
amostragem que requerem uma cuidadosa análise estat́ıstica. Um
motivo para tal está na inerente heterogeneidade da concentração
dos organismos no tanque - vide e.g. Murphy et al. [9]. Este traço
tem justificado o uso de modelos binomiais negativos como em Costa
et al. [3]. Uma das vantagens do recurso ao paradigma bayesiano
está na possibilidade de incorporação de conhecimento aprioŕıstico
adquirido ao longo de análises de sucessivos deslastres de água.

Suponha-se que se recolhem n aĺıquotas de água com volume w
(em mL) e que Xi denota o número de organismos na i-ésima aĺı-
quota. Considere-se ainda que a concentração média de organismos
na região do tanque donde se extrai a aĺıquota i é denotada por λi,
pelo que se espera encontrar wλi organismos nessa aĺıquota. Para
i = 1, . . . , n, admita-se que, dado λi, Xi segue uma distribuição
Poisson com média wλi e que a variabilidade de λi é traduzida por
uma medida de probabilidade F , parcial ou totalmente desconhe-
cida. Por exemplo, num dos modelos em Costa et al. [3] F é a
medida correspondente à distribuição gama.

Para permitir maior flexibilidade na modelação e robustez perante
más especificações pode-se adotar diversas alternativas para F . Uma
maneira de evitar a especificação duma forma paramétrica para F é
considerar medidas de probabilidade aleatórias (RPM), que são dis-
tribuições no espaço de medidas de probaabilidades (aqui, em R+).
Uma RPM é baseada no denominado processo Dirichlet (DP) que
Ferguson [5] introduziu, como uma posśıvel solução para o problema
de especificação a priori numa abordagem bayesiana não paramé-
trica, em que o espaço aprioŕıstico é um conjunto de distribuições
de probabilidade sobre um dado espaço amostral. Veja-se e.g. Pha-
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dia [10] para detalhes. O nosso objetivo é lidar primeiramente com
o problema de delineamento amostral para efeitos de estimação da
concentração média de organismos em tanques de água de lastro com
informação maleável sobre a repartição neles dos organismos.

Na Secção 2 descreve-se o modelo bayesiano semiparamétrico ado-
tado e algoritmos necessários para obter distribuições a posteriori
pela via de simulação. Critérios para determinação de tamanhos
amostrais são apresentados na Secção 3. Conclui-se o texto central
do artigo com uma discussão de resultados juntamente com uma
ilustração na Secção 4.

2 Modelo bayesiano semiparamétrico e
como simular dele

Suponha-se que F segue um processo Dirichlet com parâmetros α
and F0, simbolicamente F ∼ DP(α, F0). Neste quadro, sendo A
um elemento da álgebra-σ associada ao espaço, Λ, de λi, tem-se
E[F (A)] = F0(A) e V ar[F (A)] = F0(A)[1−F0(A)]/(α+ 1), onde F0

é rotulada como distribuição de base e α é um parâmetro de precisão.
No nosso problema considera-se F0 como uma distribuição gama de
média λ0 e parâmetro de forma θ0, ambos conhecidos, de modo que a
correspondente variância é λ2

0/θ0. Notando que o processo Dirichlet
é a medida a priori imputada à distribuição supostamente desco-
nhecida das concentrações esperadas das contagens poissonianas, o
modelo em questão pode ser descrito hierarquicamente como

Xi|λi
ind∼ Poisson(wλi), i = 1,2, . . . ,n; (1)

λi|F
iid∼ F, i = 1,2, . . . ,n; (2)

F ∼ DP(α, F0). (3)

O parâmetro de interesse é a média, denotada por λR, da real distri-
buição (desconhecida) da concentração esperada de organismos no
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tanque, F . A correspondente média (aleatória) do processo a priori

λ =

∫
Λ

uF (du),

é assim um funcional do processo. Para detalhes sobre a distribuição
de funcionais do processo Dirichlet e suas propriedades remete-se o
leitor para Cifarelli e Regazzini [2], Regazzini et al. [11], entre outros.
No nosso caso não precisamos de especificar a distribuição de pro-
babilidade do funcional uma vez que é suficiente saber como se pode
simular da distribuição de λ. Para tal pode-se usar a Proposição 2
de Hjort e Ongaro [7] que se reporta a uma representação estocás-
tica para funcionais do processo Dirichlet obtida da representação
quebra-vara deste. Se E[log(1 + |ξ|)] <∞, tem-se

λ =d Bξ + (1−B)λ, (4)

em que ξ ∼ F0, B ∼ Be(1,α) denota uma distribuição beta de mé-
dia 1/(1 +α) e a notação ‘=d’ significa “segue a mesma distribuição
que”. No 2o membro de (4) os termos B, ξ e λ são distribucio-
nalmente independentes. Como se adota para F0 uma distribuição
gama, então E[|ξ|] é finito e atendendo à desigualdade de Jensen,
conclui-se que E[log(1 + |ξ|)] é também finito de modo que se pode
usar a representação estocástica (4).
A estratégia de simulação para estimar λ é baseada numa cadeia de
Markov da forma

λt = Btξt + (1−Bt)λt−1, t ≥ 2. (5)

Para o efeito decidiu-se usar o algoritmo proposto por Guglielmi et
al. [6], que consiste em simular cadeias superior (U) e inferior (L)
por meio de

λ
U

t = Btξt + (1−Bt)λ
U

t−1, λ
L

t = Btξt + (1−Bt)λ
L

t−1, t ≥ 2, (6)

em que Bt e ξt são simulados de Be(1,α) e F0, respetivamente. O

algoritmo é iniciado a partir das quantidades, λ
U

1 e λ
L

1 . Guglielmi
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et al. [6] fixou-as como os limites superior e inferior do espaço para-
métrico, respetivamente. No caso de este ser ilimitado à direita, eles

sugerem fixar λ
U

1 como o maior bit interno do computador em uso.
Atualizam-se então essas quantidades usando (6) até a diferença en-

tre elas ser pequena, i.e., |λUt − λ
L

t | < ε, para um pequeno ε > 0. O
algoritmo em 3 passos é especificado a seguir:

Algoritmo 1

1. Fixar um valor para ε e tomar λ
L

1 = 0 e λ
U

1 = 1.79× 10308;

2. Atualizar as quantidades superior e inferior usando (6);

3. Se a diferença absoluta das duas quantidades for menor que ε,

o valor requerido para λ pode ser tomado como λ
U

t ou λ
L

t . No
caso contrário, voltar ao passo 2.

Prova-se quando t → ∞ que λt → λ em distribuição. Usando o
Algoritmo 1 pode-se então obter amostras de λ.

Dada uma amostra aleatória de contagens xn = (x1, . . . ,xn), conside-
re-se a média aleatória a posteriori

λ
(n)

=

∫
Λ

uF (n)(du),

com F (n) ≡ F |xn denotando a distribuição a posteriori de F dada
por

F (n) =

∫
Λn

DP(α+ n,Gn)ν(dλn|xn),

em que λn = (λ1, . . . ,λn) e Gn = (αF0 +
∑n
i=1 δλi)/(α + n) com

δλi(A) = 1, se λi ∈ A, e δλi(A) = 0, em caso contrário. Segundo
a representação em urna de Pólya (Blackwell e MacQueen [1]) da
medida a priori DP para {λi}, a distribuição conjunta marginal dos
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{λi} dado xn, explicitada na mistura F (n) de processos Dirichlet, é
dada por

ν(dλn|xn) ∝
n∏
i=1

f(xi|λi)

αF0(dλi) +

i−1∑
j=1

δλi(dλj)

 ,
em que f(·|λ) é a função de probabilidade Poisson com média wλ.
Tomando em consideração a natureza discreta do DP para os {λi} e
denotando os correspondentes valores distintos por λ∗j (em número
de n∗ ≤ n − 1) com multiplicidade nj , as probabilidades condicio-
nais completas podem ser calculadas (vide Müller, Quintana, Jara e
Hanson [8]) por

ν(dλi|λ(−i),xn) ∝ q0f(xi|λi)F0(dλi) +

n∗∑
j=1

njq
∗
j δλ∗j (dλi), (7)

em que λ(−i) = {λj , j 6= i, j = 1, . . . ,n} com

q0 ∝ α
∫

Λ

f(xi|λi)F0(dλi) e q∗j ∝ f(xi|λ∗j ),

tal que q0 +
∑
j njq

∗
j = 1. Note-se a estrutura binomial negativa

para q0 quando se toma uma distribuição gama para F0.
Assim pode usar-se um amostrador de Gibbs para obter amostras da
distribuição misturadora ν(dλn|xn) por meio de (7). Para o efeito,
adotou-se um algoritmo baseado no procedimento proposto por Es-
cobar e West [4], denotado aqui como Algoritmo 2.

Para a média aleatória a posteriori usou-se a seguinte representação
estocástica, Hjort e Ongaro [7, eq. 5.3]

λ
(n)

=d (1−B∗)λ+B∗

n∑
i=1

DiZi, (8)

em que B∗ ∼ Be(n, α), com média n/(α + n), Di, i = 1, . . . ,n são
os elementos de um vetor com distribuição uniforme multivariada e
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(Z1, . . . ,Zn) ∼ ν(dλn|xn). Tomando em conta todos estes traços,

a simulação de amostras de λ
(n)

pode ser executada através do se-
guinte algoritmo em 5 passos:

Algoritmo 3

1. Simular B∗ de uma distribuição Be(n, α);

2. Simular λ pelo Algoritmo 1;

3. Simular Di, i = 1, . . . ,n de uma distribuição uniforme multi-
variada;

4. Simular (Z1, . . . ,Zn) de ν(dλn|xn) usando o Algoritmo 2;

5. Obter o valor requerido usando as quantidades geradas nos
passos 1-4 e (8).

3 Determinação do tamanho da amostra
via teoria da decisão

O tamanho amostral que se pretende ótimo é determinado por um
critério de minimização de um custo total assente em duas compo-
nentes: i) o risco de Bayes relativo a uma função perda especificada
avaliado na melhor função de decisão; ii) uma função que traduza o
custo do processo de amostragem. A função perda a especificar para
uma dada forma de decisão dn baseada numa amostra Xn = {Xi}
quando o parâmetro de interesse é λR é denotada por L(λR, dn).
Neste problema, o tipo de função de decisão que nos interessa é um
intervalo de credibilidade para o parâmetro especificado para cada
amostra concreta pelos seus limites inferior, a = a(xn), e superior,
b = b(xn), ambos dependentes de n. Isto justifica-se pelo objetivo de
avaliação da conformidade da água de lastro do navio com a referida
norma D-2. A regra de decisão consistiria, uma vez determinado um
adequado tamanho no da amostra de água a coletar, em declarar
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um navio desconforme se a(xno) > 10 ou conforme se b(xno) < 10.
na opção que resta, a(xno) < 10 < b(xno), mais dados deveriam ser
coletados para então se tomar uma decisão.
Neste quadro, o risco Bayes para a função dn pode ser escrito por

r(F (n),dn) =

∫
Xn

E[L(λR,dn)|xn]g(xn)dxn, (9)

em que g(xn) é a função de probabilidade marginal calculada das
distribuições Poisson e do DP para {λi}. A função de decisão d∗n
que minimiza r(F (n),dn) entre todas as decisões dn costuma ser de-
nominada regra de Bayes e corresponde à menor perda esperada a
posteriori para qualquer xn. O tamanho amostral ótimo minimiza
então o custo total que vai aqui tomar-se como

TC(n) = r(F (n),d∗n) + cn,

em que c pretende representar o custo de amostrar uma aĺıquota.
Muitas vezes não é posśıvel calcular analiticamente o risco de Bayes
r(F (n),d∗n). Opta-se então por recorrer a simulações Monte Carlo
para estimar de modo tão preciso quanto posśıvel tal risco para um
conjunto fixado de valores de n, gerando amostras de xn, calculando
o valor esperado em (9) aplicado em d∗n e tomando a média desses
valores. Com as estimativas de r(F (n),d∗n) para cada n tenta-se
ajustar-lhes uma curva a partir de alguma classe de funções de n.
Propondo a classe indicada em

TC(n)− cn =
E

(1 + n)H
,

por linearização e aplicação do método de mı́nimos quadrados obtém-
-se uma curva substituindo E e H pelas correspondentes estimativas.
O tamanho amostral ótimo no é o inteiro mais próximo de(

Ê Ĥ

c

)1/(Ĥ+1)

− 1, (10)



Atas do XXIV Congresso da SPE 53

em que Ê e Ĥ denotam as referidas estimativas de E e H.
Para implementação deste procedimento de planeamento amostral,
vai-se considerar a função perda

L(λR,dn) = γτ + (λR −m)2/τ,

em que γ > 0 é uma quantidade fixa, τ = (b−a)/2 é a semiamplitude
e m = (a+ b)/2 o centro do intervalo de credibilidade (a,b) - omite-
se aqui, por simplicidade notacional, o argumento xn nos limites do
intervalo. Esta função perda é assim uma soma ponderada de dois
termos expressos na mesma unidade de medida. O 1o termo é uma
medida de precisão do intervalo e o 2o uma medida relativa do viés
escalada pela precisão.
Prova-se que a regra de Bayes corresponde às quantidades que deli-
mitam o intervalo [a∗,b∗] = [m− sγ ,m+ sγ ], onde

(m,sγ) =

(
Eλ(n)

,γ−1/2

√
V arλ

(n)

)
.

Os momentos indicados são calculados com base na representação

da distribuição de λ
(n)

indicada em (8). Todos os cálculos deste
procedimento foram feitos na linguagem R.
A Tabela 1 apresenta os tamanhos amostrais calculados usando o
critério de minimização do custo total para alguns valores do vo-
lume e custo de cada aĺıquota, do peso do termo de precisão e do
hiperparâmetro de precisão do processo Dirichlet a priori. A Figura
1 ilustra os pontos (n, TC(n)) determinados e a curva ajustada por
MQ para o caso do modelo com o processo Dirichlet a priori defi-
nido por α = 0.5, λ0 = θ0 = 10 e o custo unitário por aĺıquota de
w = 1mL igual a c = 0.01.

4 Discussão e ilustração

O uso na prática do DP requer escolha de valores para α, cuja elicia-
ção é bastante complicada, até porque é controversa a interpretação
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Tabela 1: Tamanho amostral (n) sob o modelo Poisson/processo
Dirichlet (1)-(3) com F0 ∼ Ga(θ0,θ0/λ0) e média λ0 = 10

Volume Custo γ α Param. forma (θ0)
aĺıquota (w) aĺıquota (c) 1.0 2.5 5.0 7.5 10.0

0.5 0.005 1 0.5 108 92 83 78 74
1.5 133 106 92 84 79
2.5 138 109 92 83 77
5.0 138 106 85 76 69
10.0 126 92 72 61 54

1/4 0.5 69 59 53 49 47
1.5 83 67 58 52 49
2.5 86 68 57 50 47
5.0 84 64 52 45 41
10.0 75 55 42 35 31

0.010 1 0.5 69 59 53 49 47
1.5 84 67 57 52 49
2.5 86 68 57 51 47
5.0 85 64 51 45 41
10.0 75 54 42 36 31

1/4 0.5 45 37 33 31 30
1.5 53 42 36 32 30
2.5 54 42 35 31 28
5.0 52 39 31 27 24
10.0 45 32 24 20 18

1.0 0.005 1 0.5 103 85 75 70 66
1.5 128 100 85 77 72
2.5 135 104 87 77 72
5.0 135 102 82 73 66
10.0 125 91 71 61 55

1/4 0.5 67 54 48 44 42
1.5 82 64 54 49 45
2.5 85 65 54 48 44
5.0 84 62 50 44 40
10.0 74 53 42 36 32

0.010 1 0.5 66 54 47 44 42
1.5 81 64 53 48 45
2.5 85 65 53 48 44
5.0 84 63 50 44 40
10.0 75 53 41 36 32

1/4 0.5 43 34 30 28 27
1.5 52 40 33 30 28
2.5 53 41 33 30 27
5.0 52 38 30 26 24
10.0 44 32 25 21 19
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Figura 1: Gráfico de pontos (n,TC(n)) com a curva dos MQ ajustada
e n mı́nimo assinalado.

de valores diminutos (Phadia, 2016, p.22). Quando há informação a
priori sobre algum funcional de interesse, Walker and Malick (1997)
propõem uma estimativa para α calculável de distribuições de funci-
onais. Deste modo, a via a seguir depende da experiência acumulada
de quem faz a inspeção das amostras e a análise estat́ıstica. Num
problema de delineamento amostral como este, será sensato consi-
derar vários valores de alfa e comparar os resultados para depois se
avançar com a determinação das concentrações de organismos e a
decorrente análise rumo ao objetivo pretendido.

Os resultados da Tabela 1 mostram que o tamanho amostral no é
influenciado com a variação de θ0 para α fixo e também com a de α
para θ0 fixo. Nesta última situação, no aumenta até um determinado
valor de α, passando então a diminuir.

O efeito do volume das aĺıquotas não afeta consideravelmente a mag-
nitude de no para todas as restantes quantidades fixadas, o que
sugere usar volumes que impliquem uma redução do custo de amos-
tragem. Por outro lado, no parece diminuir com o aumento do custo
unitário c.
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Para ilustração do procedimento considera-se um cenário de um tan-
que vertical com três estratos de água como descrito na Figura 2 de
Murphy et al. [9] e um quadro pouco informativo com λ0 = 10 e
θ0 = 1, implicando uma variância de 100 para a distribuição-base
do processo a priori, F0. Fixa-se ainda w = 1, c = 0.01, γ = 1/4
and α = 3/2. De acordo com a Tabela 1, devem ser coletadas 52
aĺıquotas de 1mL, que se repartem pelos três estratos em 18, 17 e 17
partes.
Para a geração de contagens abrangem-se dois cenários de concen-
trações esperadas que se pretendem sugestivos de uma real concen-
tração média superior e inferior ao limite 10 da norma internacional
considerada. O cenário 1 estabelece para os três estratos (de cima
para baixo) os valores de 20, 15 e 8, com média global de 14.33 > 10,
enquanto o cenário 2 considera os valores 12, 7, and 4, cuja média
perfaz 7.67 < 10. Usando três distribuições gama com as médias da-
das pelos valores mencionados acima e um parâmetro de forma igual
a 100 geram-se concentrações esperadas para cada cenário, das quais
se simulam contagens de organismos poissonianas que se exibem na
Tabela 2.

Tabela 2: Contagens simuladas de modelos Poi em dois cenários com
médias geradas de distintas distribuições gama

Caso Contagens
1 14 9 25 8 25 32 20 18 23 19 16 16 22 21 26 13 18 21

17 16 7 13 10 15 11 12 11 10 13 19 14 14 18 17 19
10 10 7 8 7 13 6 6 15 9 9 4 7 6 9 7 6

2 7 14 5 13 20 14 11 14 12 8 11 15 10 16 17 10 10 12
9 8 8 10 3 5 8 5 7 10 4 8 8 8 6 5 5
3 3 9 3 5 4 2 5 8 3 9 6 2 4 6 3 3

Para cada cenário geraram-se 1000 valores da distribuição da média

aleatória a posteriori λ
(52)

, e deles calculam-se os limites dos inter-
valos de credibilidade Bayes relativos à função perda considerada
com γ = 1/4. Os histogramas dos valores simulados apresentam-se
na Figura 2. Os intervalos obtidos são [12.10, 15.38] e [6.90, 9.16]
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Cenário 1
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Figura 2: Histograma dos valores simulados de λ
(52)

para cada ce-
nário.

para os cenários 1 e 2, respetivamente. Segundo a regra de decisão
definida relativamente à norma D-2 da IMO considerada na Secção
1, as amostras que se simularam indiciam que a água do navio está
em conformidade (desconformidade) com tal norma no cenário 2 (1).
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Resumo: Neste trabalho estuda-se a ocorrência da propriedade de
Taylor numa classe de modelos GARCH de valores inteiros não ne-
gativos com lei condicional de Poisson composta, CP-INGARCH,
obtendo-se uma condição necessária e suficiente para que tais mode-
los possuam a referida propriedade. A presença da propriedade de
Taylor é analisada em modelos CP-INGARCH(1) considerando algu-
mas distribuições de Poisson compostas particulares e é relacionada
a intensidade da presença desta propriedade com a curtose do pro-
cesso. É ainda apresentada uma série observada de valores inteiros,
com efeito de Taylor, bem ajustada por um modelo CP-INARCH.
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1 Introdução

A propriedade de Taylor corresponde à contrapartida teórica do
efeito de Taylor [11], caracteŕıstica emṕırica observada por este au-
tor em várias séries financeiras, que se refere ao facto de as auto-
correlações das observações em valor absoluto serem superiores às
autocorrelações de mesma ordem das observações ao quadrado. O
efeito de Taylor tem sido observado em séries temporais de natureza
diversa, pelo que é de todo o interesse encontrar condições mediante
as quais a propriedade de Taylor seja válida nas diferentes classes de
modelos de séries temporais.
Para cada h ∈ Z tal que ρ|X| (h) e ρX2 (h) são estritamente positivas,
a propriedade de Taylor de ordem h é expressa pela condição

ρ|X| (h) > ρX2 (h) .

Esta propriedade começou por ser analisada em modelos condicional-
mente heteroscedásticos, sendo de referir neste âmbito os trabalhos
de He e Teräsvirta [8], Gonçalves, Leite e Mendes-Lopes [2] e Haas
[7]. Os resultados obtidos nestes trabalhos revelam uma forte rela-
ção entre a presença desta propriedade e valores elevados da curtose
do modelo, o que reforça o interesse de alargar tal estudo a outras
classes de modelos de séries temporais.
Neste sentido, Gonçalves, Martins e Mendes-Lopes [3], [4], [5] inves-
tigaram a presença da propriedade em modelos bilineares e ainda em
subclasses da famı́lia dos modelos ARMA de valores não negativos.
Constatou-se também nestes estudos a relevância da leptocurtose do
modelo na presença da referida propriedade.
A presença da propriedade de Taylor foi também analisada em mo-
delos bilineares periódicos para séries temporais por Bibi e Ghezel [1]
e em modelos bilineares em tempo cont́ınuo por Merahi e Bibi [9].
Recentemente observou-se a presença do efeito do Taylor em várias
séries observadas de valores inteiros não negativos, tornando-se as-
sim relevante desenvolver estudos teóricos que permitam avaliar da
compatibilidade de modelos de séries temporais de valores inteiros
com tal facto estilizado.
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Assim, apresentamos neste trabalho um tal estudo na classe dos mo-
delos CP-INGARCH, isto é, dos processos GARCH de valores intei-
ros com lei condicional de Poisson composta, introduzidos em 2015
por Gonçalves, Mendes-Lopes e Silva [6]. Concretamente, avaliamos
a presença da propriedade de Taylor numa subfamı́lia destes mode-
los, a dos CP-INARCH(1), isto é, dos processos CP-INARCH com
ordem de atrasos igual 1 na equação de evolução associada, procu-
rando identificar as caracteŕısticas de tais processos que determinam
a sua presença. É, em particular, analisada a relação entre a ocor-
rência daquela propriedade e a curtose do processo CP-INARCH(1)
considerando modelos espećıficos desta famı́lia pela escolha de leis
condicionais particulares, nomeadamente a Poisson, a Poisson gene-
ralizada e a Neyman type A. Recorremos neste estudo a resultados,
obtidos por Silva [10], sobre momentos de ordens elevadas do pro-
cesso CP-INARCH(1).
O interesse prático deste estudo é ilustrado exibindo uma série obser-
vada de valores inteiros, bem ajustada por um modelo CP-INARCH,
que apresenta efeito de Taylor.

2 Modelo CP-INARCH(1) e propriedade
de Taylor

Seja X = (Xt, t ∈ Z) uma série temporal de valores inteiros não
negativos verificando um modelo INARCH(1) de lei condicional de
Poisson composta cuja função caracteŕıstica é dada por

φXt|Xt−1
(u) = exp

{
i
λt

ϕ′(0)
[ϕ(u)− 1]

}
, u ∈ R, (1)

com λt = E(Xt|Xt−1) = α0 +α1Xt−1, para constantes α0 e α1 tais
que α0 > 0, 0 < α1 < 1, e onde ϕ é uma função caracteŕıstica sobre
R, associada a uma lei discreta com suporte em N0 e média finita,
com derivadas até à ordem 4 no ponto zero. Na expressão (1), i
representa a unidade imaginária.
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Notamos que ϕ é a distribuição de composição e caracteriza a lei de
Poisson composta.
As condições impostas asseguram a estacionaridade forte e fraca do
processo CP-INARCH(1).
Sendo este processo não negativo, a propriedade de Taylor de ordem
h, h ≥ 1, traduz-se por

ρX (h) > ρX2 (h) .

Usando resultados presentes em [10] (Corolário 3.2 e Secção 4.1),
conclui-se que, para h ≥ 1, ρX (h) = αh1 > 0 e que ρX2 (h) é função
de

α0, α1, ν0 = −i ϕ
′′

(0)

ϕ′ (0)
, d0 = −ϕ

′′′
(0)

ϕ′ (0)
e c0 = i ϕ

iv(0)

ϕ′ (0)
.

A propriedade de Taylor de ordem h pode então traduzir-se por

T (α0,α1,ν0,d0,c0,h) = αh1 − ρX2 (h) > 0, (2)

constatando-se que

T (α0,α1,ν0,d0,c0,h) = αh1
(
1− αh1

) N (α0,α1,ν0,d0,c0)

D (α0,α1,ν0,d0,c0)
, (3)

onde N e D são funções polinomiais dos parâmetros indicados, in-
dependentes de h, e D (α0,α1,ν0,d0,c0) > 0. A positividade de D é
verificada em anexo. Quanto à função polinomial N , tem-se

N (α0,α1,ν0,d0,c0) =
(
1− α2

1 − α3
1 + α5

1

)
c0 −

−2α0

(
1 + α2

1

)
f(α1, d0, ν0) + ν0 g(α1, d0, ν0), (4)

com f(α1, d0, ν0) = (−1 + α1) (1 + α1)
2
d0 + α1

(
1− 2α1 − 2α2

1

)
ν2

0

e g(α1, d0, ν0) =
(
−1− α1 + 4α2

1 + 6α3
1 + α4

1 − 9α5
1

)
d0+

+3α3
1

(
−1− α1 + 4α2

1

)
ν2

0 .

Como αh1
(
1− αh1

)
> 0, e tendo em conta (2) e (3), obtém-se uma

condição necessária e suficiente para a presença da propriedade de
Taylor de qualquer ordem h no processo CP-INARCH(1), a qual é
estabelecida no teorema que se segue.
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Teorema 2.1 Uma condição necessária e suficiente para que a pro-
priedade de Taylor ocorra no processo CP-INARCH(1), para qual-
quer ordem h, é

N (α0,α1,ν0,d0,c0) > 0,

sendo N a função polinomial definida por (4).

3 Propriedade de Taylor e curtose

Nesta secção analisa-se a presença da propriedade de Taylor no pro-
cesso CP-INARCH(1), bem como a intensidade dessa presença e a
sua relação com a curtose do processo, considerando algumas distri-
buições de Poisson compostas particulares.
O excesso de curtose do processo CP-INARCH(1) foi obtido em [10]
(Secção 4.1) e é dado por

KX =
c0
(
1− α2

1

) (
1− α3

1

)
+ ν30

(
3α2

1 + 15α5
1

)
+ 2ν0d0α

2
1

(
2 + 3α1 − 5α3

1

)
α0 (1 + α1 + α2

1) (1 + α2
1) ν20

.

Tendo em conta que 2 + 3α1 − 5α3
1 = 2

(
1− α3

1

)
+ 3α1

(
1− α2

1

)
,

conclui-se que KX > 0, ou seja, o processo CP-INARCH(1) é lepto-
cúrtico.

Como foi referido, analisam-se a seguir alguns exemplos de proces-
sos CP-INARCH(1), nomeadamente os processos INARCH(1), GP-
INARCH(1) e NTA-INARCH(1). Já vimos que ρX(h) > 0, para
qualquer processo CP-INARCH(1) e, além disso, em todos os casos
analisados verificou-se que ρX2(h) > 0, h ≥ 1.

3.1 Processo INARCH(1)

O processo INARCH(1) tem como lei condicional uma lei de Poisson,
resultando do modelo (1) no caso em que distribuição de composição
é a lei de Dirac no ponto 1. Tem-se então ν0 = d0 = c0 = 1, pelo
que T (α0, α1,ν0, d0, c0,h) = T (α0, α1,h). A condição necessária e
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Figura 1: Parametrizações (α0,α1) que asseguram a propriedade de
Taylor no processo INARCH(1)

suficiente da presença da propriedade de Taylor neste processo é
equivalente a

α0 > −
α1

2

−1 + 3α1 + 2α2
1 − 2α3

1 + 4α4
1

1 + 2α2
1 + α3

1 + α4
1 + α5

1

.

Assim, o conjunto das parametrizações (α1, α0) que asseguram a pre-
sença da propriedade de Taylor no processo INARCH(1) para qual-
quer ordem h corresponde à região do primeiro quadrante restrita a

0 < α1 < 1 e situada acima da curva α0 = −α1

2
−1+3α1+2α2

1−2α3
1+4α4

1

1+2α2
1+α3

1+α4
1+α5

1
,

como se ilustra na Figura 1.
Na Figura 2 apresentam-se os gráficos deKX(α0,α1) e de T (α0,α1, h),
para h = 1. Observa-se que, quando a propriedade de Taylor está
presente, esta presença é mais forte para valores de α0 próximos de
zero, atenuando-se com o aumento de α0. Verifica-se que há para-
metrizações que não permitem a ocorrência da propriedade, mas o
afastamento dessa ocorrência é muito pequeno (T é negativo, mas
próximo de zero). Por outro lado, de um modo geral, a presença
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Figura 2: Gráficos de K = KX(α0,α1)(esq.) e de T = T (α0,α1)(dir.)
para o processo INARCH(1)

da propriedade de Taylor é tanto mais acentuada quanto maior é a
curtose de X. Foram analisados outros valores de h, tendo-se obtido
conclusões análogas tanto no que diz respeito à intensidade da pre-
sença da propriedade de Taylor como no que diz respeito à relação
entre essa intensidade e a curtose do processo.

3.2 Processo GP-INARCH(1)

Quando se considera a lei de Borel de parâmetro κ, 0 < κ < 1, como
distribuição de composição do modelo (1), obtém-se o processo GP-
INARCH(1), cuja lei condicional é uma lei de Poisson generalizada.

Neste caso, tem-se ν0 = 1
(1−κ)2 , d0 = 2κ+1

(1−κ)4 e c0 = 6κ2+8κ+1
(1−κ)6 , pelo

que T (α0, α1,ν0, d0, c0,h) = T (α0, α1, κ,h). Assim, a condição ne-
cessária e suficiente presente no Teorema 2.1 depende de α0 e α1, e
também de κ. Foram analisados os casos κ = 0.1, κ = 0.5 e κ = 0.9
e, para cada um deles, analisou-se a presença da propriedade de
Taylor de ordens 1 e 10, para as parametrizações (α0, α1) tais que
0 < α0 < 10 e 0 < α1 < 1. Constatou-se que a propriedade de Tay-
lor está presente em todos os casos analisados. Esta presença é mais
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forte para valores de α0 próximos de zero e atenua-se com o aumento
de α0. Mais uma vez, de um modo geral, a presença da propriedade
de Taylor é tanto mais acentuada quanto maior é a curtose de X.
Estes comportamentos são semelhantes aos do modelo INARCH(1),
quando a propriedade de Taylor está presente neste modelo, mas
há casos do modelo GP-INARCH(1) em que a propriedade surge de
modo mais acentuado (por exemplo, para κ = 0.9 e h = 1, o valor
máximo de T é próximo de 0.15, enquanto no caso anterior tal valor
máximo é próximo de 0.05).
Com o objetivo de comparar a curtose e a presença da propriedade
de Taylor de ordem 1 nos casos κ = 0.1 e κ = 0.9, apresenta-se, na
Figura 3, o gráfico da diferença KX(α0,α1, 0.9) − KX(α0,α1, 0.1),
0 < α0 < 10, 0 < α1 < 1, bem como o gráfico da diferença
T (α0,α1, 0.9,1) − T (α0,α1, 0.1,1), 0 < α0 < 100, 0 < α1 < 1. Pode-
mos observar que ambas as diferenças são positivas o que significa
que a presença da propriedade de Taylor de ordem 1 é mais forte no
modelo com maior curtose.
Foram considerados outros valores de h na diferença T (α0,α1, 0.9,h)−
T (α0,α1, 0.1,h), concretamente h = 2, 3, 4, 10, tendo sido obtidos re-
sultados do mesmo tipo.

3.3 Processo NTA-INARCH(1)

No caso em que a distribuição de composição do modelo (1) é a lei
de Poisson de parâmetro λ, λ > 0, obtém-se um processo com lei
condicional Neyman type A, NTA-INARCH(1). Tem-se ν0 = λ+ 1,
d0 = λ2 + 3λ + 1 e c0 = λ3 + 6λ2 + 7λ + 1, pelo que T é função
de α0, α1, λ e h. A condição necessária e suficiente estabelecida
no Teorema 2.1 depende de α0 e α1, e também de λ. Para λ =
1, 2, 3, constatou-se analiticamente que esta condição é verificada
para todas as parametrizações (α0, α1) admisśıveis. Este facto foi
observado graficamente para outros valores particulares de λ. No
entanto, existem valores de λ para os quais a condição necessária
e suficiente não é verificada para algumas parametrizações (como
exemplo, refira-se λ = 35 e (α0,α1) = (0.1,0.2)).



Atas do XXIV Congresso da SPE 67

0

10

Α0

0

1

Α1

1 400 000 000

0

DifK

0

100

Α0

0

1

Α1

0

0.12

DifT

Figura 3: Gráfico de KX(α0,α1,0.9)−KX(α0,α1,0.1), 0 < α0 < 10,
0 < α1 < 1 (esq.) e gráfico de T (α0,α1,0.9,1) − T (α0,α1,0.1,1),
0 < α0 < 100, 0 < α1 < 1 (dir.) para o processo GP-INARCH(1)

Como em todos os casos anteriormente analisados em que a propri-
edade de Taylor está presente, esta presença é mais acentuada para
valores de α0 próximos de zero, atenuando-se com o aumento deste
parâmetro.

Relativamente à relação entre a intensidade da ocorrência da propri-
edade de Taylor e a curtose do processo, foram analisados os casos
λ = 1, 2, 3, tendo sido observados comportamentos semelhantes aos
dos modelos anteriores.

Foram comparados, dois a dois, modelos NTA-INARCH(1) que
diferem no parâmetro da distribuição de composição, analisando,
para alguns casos de λ1 e λ2, com λ2 > λ1, diferenças do tipo
KX(α0,α1,λ2) − KX(α0,α1,λ1) bem como as correspondentes dife-
renças T (α0,α1,λ2, h)− T (α0,α1,λ1, h), para h = 1.

Os gráficos obtidos para KX(α0,α1, λ2) − KX(α0,α1, λ1) sugerem
que KX(α0,α1, λ2) > KX(α0,α1, λ1). Relativamente à diferença
T (α0,α1, λ2, 1)−T (α0,α1, λ1, 1), há casos em que o processo de maior
curtose apresenta propriedade de Taylor de ordem 1 com maior in-
tensidade, isto é, a diferença anterior é positiva, mas também há
casos com parametrizações (α0,α1) para os quais esta diferença é
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Figura 4: Gráfico de T (α0,α1, 0.9, 1)−T (α0,α1, 0.1, 1), 0 < α0 < 10,
0 < α1 < 1 (esq.) e gráfico de T (α0,α1, 15,1) − T (α0,α1, 0.9,1),
0 < α0 < 40, 0 < α1 < 1 (dir.) para o processo NTA-INARCH(1)

negativa, ou seja, nem sempre o processo de maior curtose apre-
senta a propriedade de Taylor com maior intensidade. Tais diferen-
ças negativas ocorrem para valores de α0 próximos de zero. Estes
factos são ilustrados na Figura 4 com os casos (λ1,λ2) = (0.1,0.9) e
(λ1,λ2) = (0.9,15), respetivamente.

4 Aplicação

A procura do modelo que melhor reproduz a dinâmica temporal de
uma série temporal observada é guiada pelos factos emṕıricos (ten-
dência, sazonalidade, comportamento de autocorrelações, proprie-
dade de Taylor, ...) que ela exibe, sendo natural procurá-lo numa
classe alargada de modelos estocásticos exibindo as correspondentes
contrapartidas teóricas. Assim, ilustramos nesta secção o interesse
prático do estudo desenvolvido considerando um exemplo de uma sé-
rie real de valores inteiros não negativos que apresenta efeito de Tay-
lor e que é bem ajustada por um modelo INARCH(1) o qual, como
esperado, verifica a propriedade de Taylor. Trata-se da série do nú-
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Figura 5: Trajetória e autocorrelações emṕıricas ρ̂X(h) (a cheio) e
ρ̂2
X(h) (a tracejado), h = 1,2, . . . ,20, da série do número de casos

mensais de poliomielite nos EUA, de 1970 a 1983

mero de casos mensais de poliomielite nos EUA, de janeiro de 1970
a dezembro de 1983, descrita em [12]. Na Figura 5, apresentam-se
a trajetória desta série e um gráfico com os valores das autocorrela-
ções emṕıricas das séries ρ̂X(h) e ρ̂2

X(h), h = 1, . . . ,20. Constata-se
a presença do efeito de Taylor na maioria das ordens consideradas,
pois ρ̂X(h) > ρ̂2

X(h), h = 1,2, . . . ,14,16.
O ajustamento de um modelo INARCH(1) à série da poliomielite
forneceu as estimativas α̂0 = 0.864055 e α̂1 = 0.364986. Para estes
valores de α̂0 e α̂1, tem-se ρX(h) > 0 e ρ2

X(h) > 0, h ≥ 1. De acordo
com a Figura 1, a propriedade de Taylor ocorre no modelo ajustado
para qualquer ordem h.
Na Figura 6 estão presentes as autocorrelações e as autocorrela-
ções parciais dos reśıduos da estimação, comprovando a qualidade
do ajustamento.

5 Conclusão

O estudo efetuado mostra que a presença da propriedade de Tay-
lor no processo CP-INARCH(1) é independente da ordem h, de-
pendendo apenas da parametrização (α0, α1) e dos parâmetros da
distribuição de composição. Na maioria das parametrizações con-
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Figura 6: Autocorrelações e autocorrelações parciais dos reśıduos do
ajustamento de um modelo INARCH(1) à série do número de casos
mensais de poliomielite nos EUA

sideradas, há ocorrência da propriedade de Taylor, notando-se que,
quando não ocorre, o parâmetro α0 assume valores próximos de zero.

Relativamente à intensidade da ocorrência da propriedade de Taylor
e sua relação com a curtose do processo, observa-se que, de um modo
geral, e tal como acontece noutros modelos de valores não inteiros
estudados, o aumento da curtose do processo acentua a presença da
propriedade. Quando isso não acontece, mais uma vez o parâmetro
α0 assume valores próximos de zero. Observa-se ainda que a presença
da propriedade de Taylor é atenuada com o aumento de α0.
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6 Anexo - Função D presente em (3)

A função D (α0,α1,ν0,d0,c0) que surge na definição da função T em
(3) é definida pela expressão seguinte:(
1 −α2

1 −α3
1 +α5

1

)
c0 + 4α2

0

(
1 + 2α1 + 3α2

1 + 3α3
1 + 2α4

1 + α5
1

)
ν0

+ν0α
2
1

[
2d0

(
2 + 3α1 − 5α3

1

)
+ 3

(
1 + 5α3

1

)
ν20
]

+2α0

(
1 + α2

1

) [
2 (1− α1) (1 + α1)2 d0 +

(
1 + α1 + 7α2

1 + 6α3
1

)
ν20
]
.

Atendendo a que 0 < α1 < 1 tem-se

1−α2
1−α3

1 +α5
1 = 1− α2

1 − α3
1

(
1− α2

1

)
=
(
1− α2

1

) (
1− α3

1

)
> 0

e

2+3α1−5α3
1 = 2−2α3

1 +3α1−3α3
1 = 2

(
1− α3

1

)
+3α1(1−α2

1) > 0,

pelo que D (α0,α1,ν0,d0,c0) > 0.
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Leiria e CEMAT, helena.ribeiro@ipleiria.pt

Palavras–chave: Filas de espera; Peŕıodos de ocupação cont́ınua;
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Resumo: Neste trabalho estudam-se filas de espera MX/M/1/n
com bloqueio, com mecanismo de entrada de clientes estocástico e
modulado pelo estado do sistema nos instantes de chegada. Ge-
neralizando os resultados de Ferreira, Pacheco e Ribeiro [3] para
filas M/M/1/n com bloqueio, caracteriza-se a distribuição de pro-
babilidade conjunta do número de clientes servidos e do número de
clientes perdidos, em peŕıodos de ocupação cont́ınua iniciados com
múltiplos clientes no sistema. Em particular, deriva-se um método
recursivo para o cálculo da respetiva função geradora de probabili-
dades exprimindo-a em termos da função geradora de probabilidades
conjunta em peŕıodos de ocupação cont́ınua. Os resultados obtidos
são ilustrados para diferentes poĺıticas de bloqueio de clientes.

1 Introdução

Neste trabalho analisamos sistemas MX/M/1/n com bloqueio, ou
seja, filas de espera markovianas com chegadas em grupo, serviços
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exponenciais, um único servidor, capacidade finita e bloqueio esto-
cástico de clientes à chegada dos mesmos ao sistema.
Referências explicitas a trabalhos em filas de espera com chegadas
em grupo surgiram apenas no final da década de 50 [4]. Atual-
mente, existe vasta literatura relativa a filas de espera com chegadas
em grupo. Em Chaudhry e Templeton [2] encontram-se apresenta-
dos os resultados mais relevantes anteriores a 1983. Com origem
no trabalho de Haight [6], o estudo de filas com bloqueio (balking
e reversed balking) tem despertado o interesse de diversos autores
(c.f. [7], [9], [1] e [5] e suas referências). Estas filas de espera com
bloqueio possuem muitas aplicações porque é frequente os clientes
terem a possibilidade de postergar ou desistir de um dado tipo de
serviço quando, à chegada ao sistema, o ńıvel de congestionamento
do servidor é considerado insatisfatório por parte dos mesmos clien-
tes.
A análise de filas de espera com bloqueio de clientes em peŕıodos de
ocupação cont́ınua, i.e., em peŕıodos cont́ınuos de utilização efetiva
do servidor, é relevante do ponto de vista do operador e fornece
informação crucial para a sua gestão. Consideram-se neste estudo
peŕıodos de ocupação cont́ınua iniciados com múltiplos clientes no
sistema. Em particular, um i-peŕıodo de ocupação cont́ınua (i-p.o.c.)
representa um peŕıodo que se inicia com i clientes no sistema, com
um cliente a iniciar serviço nesse instante, e termina no instante
subsequente em que o sistema fica vazio.
Este trabalho visa calcular a distribuição de probabilidade conjunta
do número de clientes servidos e do número de clientes perdidos
em peŕıodos de ocupação cont́ınua de sistemas MX/M/1/n com
bloqueio, generalizando os resultados obtidos pelos autores [3] para
sistemas M/M/1/n com bloqueio.
Na Secção 2, apresenta-se uma breve descrição do sistema e caracteri-
za-se o seu estado (número de clientes no sistema) em tempo cont́ı-
nuo e a matriz de probabilidades de transição da cadeia de Markov
em tempo discreto, embebida nos instantes de chegadas e sáıdas de
clientes.
Tirando partido da estrutura markoviana de filas MX/M/1/n com
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bloqueio obtém-se, na Secção 3, a função geradora de probabilida-
des e a respetiva função de probabilidade conjunta do número de
clientes servidos e do número de clientes perdidos em peŕıodos de
ocupação cont́ınua nestes sistemas. Na Secção 4 ilustram-se os re-
sultados obtidos e, finalmente, na Secção 5 apresentam-se algumas
considerações finais.

2 Caracterização do sistema e do sistema
embebido

As filas de esperaMX/M/1/n com bloqueio parcial são sistemas com
um único servidor e capacidade finita, n, nos quais os clientes chegam
em grupos de tamanho X, segundo um processo de Poisson de taxa
λ. Os tamanhos dos grupos são variáveis aleatórias independentes
do processo de chegadas com função de probabilidade f = (fa)a∈N
e média finita f̄ . Os serviços têm durações independentes e são
exponencialmente distribúıdos com taxa µ.
O mecanismo estocástico de entrada de clientes no sistema é modu-
lada pelo estado do sistema nos instantes de chegada. Se um grupo
encontra à chegada n clientes no sistema, todos os clientes do grupo
são bloqueados com probabilidade 1. Se, à chegada, um grupo de
tamanho a encontra i clientes no sistema, ainda que haja lugares
dispońıveis na fila (i < n), os clientes podem decidir entrar ou não
no sistema. Mais precisamente, se um grupo de tamanho a encontra
à chegada i clientes no sistema, então com probabilidade ei,k(a) o
sistema transita do estado i para o estado k, i ≤ k ≤ min(n, i+ a).
Em particular en,n(a) = 1, ei,k(a) = 0 para k < i e k > min(n,i+a)

e
∑min(n,i+a)
k=1 ei,k(a) = 1. Decorre então que

eij =
∑
a≥1

faeij(a)

denota a probabilidade de o sistema transitar para o estado j se
aquando da chegada de um grupo este encontra i clientes no sistema.
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Seja Z = (Z(t))t∈R+
0

o processo em tempo cont́ınuo onde Z(t) denota

o número de clientes no instante t num sistema MX/M/1/n com
bloqueio. Z é uma cadeia de Markov em tempo cont́ınuo com espaço
de estados E = {0, 1, . . . , n}, matriz de taxas de transição

R =



λe0,0 λe0,1 λe0,2 λe0,3 . . . λe0,n−1 λe0,n

µ λe1,1 λe1,2 λe1,3 . . . λe1,n−1 λe1,n

0 µ λe2,2 λe2,3 . . . λe2,n−1 λe2,n

0 0 µ λe3,3 . . . λe3,n−1 λe3,n

...
...

...
...

. . .
...

...
0 0 0 0 . . . µ λen,n


e taxas de sáıda dos estados

r =



λ
λ+ µ
λ+ µ
λ+ µ

...
λ+ µ


.

Apresenta-se na Figura 3 uma trajetória destes sistemas, onde
(τm)m∈N denota a sucessão de instantes de chegada ou sáıda de cli-
entes do sistema, com τ0 = 0. Em particular, na trajetória apresen-
tada, inicia-se, em τ1, um 2-p.o.c. com a chegada de um grupo e a
entrada de 2 clientes. Nos instantes τ2 e τ3, registam-se chegadas de
grupos com entrada de 1 e de 0 clientes, respetivamente. O sistema
permanece com 3 clientes até ao instante τ4 em que termina um ser-
viço e ocorre a sáıda de um cliente. Após nova entrada, em τ5, de 2
clientes, as subsequentes mudanças de estado até terminar o 2-p.o.c,
em τ9, correspondem a sáıdas sucessivas de um cliente, decorrentes
do término dos seus serviços. No instante τ10 ocorre a chegada de
um grupo sem entrada de clientes, pelo que o sistema permanece
vazio até à chegada de 3 clientes, em τ11, iniciando-se um 3-p.o.c..
A cadeia de Markov em tempo discreto embebida nos instantes
de chegada ou sáıda de clientes do sistema, W = (Z(τm))m∈N+

0
,



Atas do XXIV Congresso da SPE 77

-

6

0

Z(t)

t

1

2

3

4

•

•

τ1

•

•

τ2
J I

vazio

•

•

τ3

•

•

τ4

•

•

τ5

•

•

τ6

•

•

τ7

•

•

τ8
••
τ9

J I
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Figura 1: Trajetória no sistema MX/M/1/n com bloqueio.

tem espaço de estados E e matriz de probabilidades de transição
P = [diag(r)]

−1
R, mais precisamente,

P=



e0,0 e0,1 e0,2 e0,3 e0,4 . . . e0,n−1 e0,n

µ
λ+µ

λe1,1
λ+µ

λe1,2
λ+µ

λe1,3
λ+µ

λe1,4
λ+µ . . .

λe1,n−1

λ+µ
λe1,n
λ+µ

0 µ
λ+µ

λe2,2
λ+µ

λe2,3
λ+µ

λe2,4
λ+µ . . .

λe2,n−1

λ+µ
λe2,n
λ+µ

0 0 µ
λ+µ

λe3,3
λ+µ

λe3,4
λ+µ . . .

λe3,n−1

λ+µ
λe3,n
λ+µ

...
...

...
...

...
. . .

...
...

0 0 0 0 0 . . . µ
λ+µ

λ
λ+µ


.
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3 Probabilidade conjunta de (Si, Li)

Nesta secção derivamos a distribuição de probabilidade conjunta do
vetor aleatório (Si, Li) onde, para i ∈ E\{0}, Si denota o número
de clientes servidos durante um i-p.o.c. e Li denota o número de
clientes perdidos durante um i-p.o.c.

Para o efeito, calculamos a função geradora de probabilidades de
(Si, Li):

gi(u,v) = E(uSivLi) =
∑
s∈N

∑
l∈N0

usvl P (Si = s, Li = l) (1)

com |u| ≤ 1 e |v| ≤ 1 donde, por derivação, obtemos a respetiva
distribuição de probabilidade de (Si,Li),

pi(s,l) = P (Si = s, Li = l)

=
1

s! l!

∂s+lgi(u,v)

∂us∂vl

∣∣∣∣
u=0,v=0

, (s,l) ∈ N× N0 .

Para i ∈ E\{0}, vamos caracterizar o que sucede no instante da
primeira chegada ou sáıda de clientes após o ińıcio de um peŕıodo de
ocupação cont́ınua iniciado com i clientes. Em particular, conside-
ramos o par aleatório (Xi,Yi) onde Xi denota o tamanho do grupo
que chega no instante da primeira chegada ou sáıda de clientes após
o ińıcio de um i-p.o.c e Yi denota o número de clientes que entram
no sistema no mesmo instante. Note-se que, caso o referido instante
seja uma sáıda Xi = Yi = 0. O par aleatório (Xi,Yi) possui função
massa de probabilidade conjunta

P ((Xi,Yi) = (a,b)) =


µ

λ+µ , (a,b) = (0,0)
λ

λ+µfaei,i+b(a), a ≥ 1, 0 ≤ b ≤ min(a,n− i)
0 caso contrário

(2)
com (a,b) ∈ N0 × N0.
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Note-se que, para i ∈ E\{0},

(Si, Li)|(Xi,Yi)=(0,0) =st (1 + Si−1, Li−1)

e

(Si, Li)|(Xi,Yi)=(a,b) =st (Si+b, (a− b) + Li+b)

para a ≥ 1 e 0 ≤ b ≤ min(a,n − i), onde st denota igualdade em
distribuição.

Tratamos em seguida a distribuição de probabilidade conjunta do
número de clientes servidos e do número de clientes perdidos no
caso de um peŕıodo de ocupação cont́ınua iniciado com o sistema
cheio, prosseguindo com os casos de peŕıodos de ocupação cont́ınua
iniciados com o sistema não cheio.

Pelo teorema da probabilidade total e por (2), para (s,l) ∈ N× N0,

pn(s,l) =P (Sn = s, Ln = l)

=P ((Xn,Yn) = (0,0))P (Sn−1 = s− 1, Ln−1 = l) (3)

+

l∑
a=1

P ((Xn,Yn) = (a,0))P (Sn = s, Ln = l − a)

=
µ

λ+ µ
pn−1(s− 1,l) +

l∑
a=1

λfa
λ+ µ

pn(s,l − a)
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e, para 1 ≤ i ≤ n− 1,

pi(s,l) =P (Si = s, Li = l)

=P ((Xi,Yi) = (0,0))P (Si−1 = s− 1, Li−1 = l) (4)

+

n−i+l∑
a=1

min(a,n−i)∑
b=a−l

P ((Xi,Yi) = (a,b))· (5)

· P (Si+b = s, Li+b = l − (a− b))

=
µ

λ+ µ
pi−1(s− 1,l) (6)

+

n−i+l∑
a=1

min(a,n−i)∑
b=a−l

λei,i+b(a)

λ+ µ
fapi+b(s,l − (a− b))

Atendendo a (3) e (4) obtém-se:

gn(u,v) =
uµ

λ+ µ
gn−1(u,v) +

λ
∑
a≥1 v

afa

λ+ µ
gn(u,v)

e

gi(u,v) =
uµ

λ+ µ
gi−1(u,v)

+
λ
∑
a≥1

∑min(a,n−i)
b=0 va−bfaei,i+b(a)

λ+ µ
gi+b(u,v).

Temos, para i = n,

gn(u,v) = θn(u,v)gn−1(u,v), com θn(u,v) =
uµ

λ+ µ− λ
∑
a≥1 v

afa
.

Procedendo de modo recursivo para i = n−1, n−2, . . . , 1, escrevemos
a função geradora de probabilidades de (Si, Li) em função da função
geradora de probabilidades de (Si−1, Li−1),

gi(u,v) = θi(u,v)gi−1(u,v),
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com

θi(u,v) =uµ
/λ+ µ− λ

∑
a≥1

vafaei,i(a)

−λ
n−i∑
b=1

∑
a≥b

va−bfaei,i+b(a)

b∏
k=1

θi+k(u,v)


Finalizamos esta secção apresentando, na Figura 2, um procedi-
mento recursivo para obter a função geradora de probabilidades de
(Si, Li) em sistemas MX/M/1/n com bloqueio, usando o facto de
g0(u,v) = 1.

Figura 2: Algoritmo para calcular a função geradora de probabili-
dades de (Si, Li) em sistemas MX/M/1/n com bloqueio.

Input: n, λ, µ, f, (eij(a))

θn(u,v) =
uµ

λ+ µ− λ
∑
a≥1 v

afa
;

For i = n− 1 : −1 : 1

θi(u,v) = uµ

λ+µ−λ
∑
a≥1

vafaei,i(a) − λ

n−i∑
b=1

∑
a≥b

va−bfaei,i+b(a)

b∏
k=1

θi+k(u,v)

;

End for

g1(u,v) = θ1(u,v);

For i = 2 : n

gi(u,v) = θi(u,v) gi−1(u,v);

End for

Output: (gi(u,v))i=1,2,...,n
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4 Ilustração numérica

Nesta secção, usamos os resultados anteriores e calculamos a fun-
ção de probabilidade conjunta do número de clientes servidos e do
número de clientes perdidos em peŕıodos de ocupação cont́ınua de
sistemas MX/M/1/n com diferentes poĺıticas de bloqueio.
Para efeitos de ilustração numérica consideramos dois tipos de poĺı-
ticas de admissão de clientes, nomeadamente as poĺıticas de rejeição
parcial e de rejeição total. A rejeição parcial, com

ei,j(a) =

{
1, j = min(i+ a,n)

0, caso contrário
,

que representa a poĺıtica de bloqueio parcial padrão dos sistemas
MX/M/1/n na qual, com probabilidade 1, entram no sistema todos
os clientes do grupo que tenham lugar na fila, sendo os restantes
bloqueados. A rejeição total, com

ei,j(a) =


1, j = i, i+ a > n

pi, j = i+ a ≤ n
1− pi, j = i, i+ a ≤ n
0, caso contrário

,

que representa a poĺıtica de bloqueio, na qual, um grupo que encon-
tra à chegada i clientes no sistema, é bloqueado com probabilidade 1
caso não haja lugares dispońıveis na fila para acomodar todo o grupo
ou, caso haja lugares dispońıveis na fila para acomodar todo o grupo,
todo o grupo entra com probabilidade pi ou não entra com probabili-
dade 1− pi. Em particular, para as probabilidades pi, consideramos
o vetor p = (pi)i∈{0,1,...,n} = (1,1, . . . ,1,1,0) que corresponde à situ-
ação em que todos os clientes do grupo entram, com probabilidade
1, independentemente do número de clientes que vêm à chegada;

e dois vetores p =
(

1
2 ,

1
3 , . . . ,

1
n ,

1
n+1 ,0

)
e p =

(
1

n+1 ,
1
n , . . . ,

1
3 ,

1
2 ,0
)

que correspondem, respetivamente, às situações em que a probabili-
dade do grupo decidir entrar diminui/ aumenta de forma monótona
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à medida que à chegada o grupo encontra mais clientes no sistema.
A situação monótona decrescente ocorre frequentemente quando os
clientes estão com pressa para serem atendidos tendendo a não en-
trar no sistema se têm de esperar longos peŕıodos de tempo. Por
sua vez, a situação monótona crescente, que favorece a entrada de
clientes em sistemas com maior ocupação, ocorre, por exemplo, em
investimentos na bolsa.

As Tabelas 1 e 2 apresentam a função de probabilidade conjunta
do número de clientes servidos e do número de clientes perdidos
num peŕıodo de ocupação cont́ınua que inicia com dois clientes no
sistema (2-p.o.c.) em filas MX/M/1/7 com taxa de serviço unitária,
tamanhos dos grupos com distribuição uniforme discreta de 1 a 5,
poĺıtica de bloqueio de rejeição total com p =

(
1
2 ,

1
3 , . . . ,

1
7 ,

1
8 ,0
)

e
taxas de chegada λ = 0.5 e λ = 1.1, respetivamente.



0 0 0 0 0 0 0 0
0.4444 0.0501 0.0543 0.0589 0.0638 0.0690 0.0246 0.0222
0.0061 0.0014 0.0016 0.0018 0.0020 0.0023 0.0012 0.0011
0.0042 0.0012 0.0014 0.0016 0.0018 0.0022 0.0013 0.0013
0.0029 0.0009 0.0011 0.0014 0.0017 0.0020 0.0013 0.0013
0.0021 0.0008 0.0010 0.0012 0.0015 0.0018 0.0013 0.0013
0.0015 0.0006 0.0008 0.0011 0.0013 0.0017 0.0013 0.0014
0.0003 0.0001 0.0002 0.0002 0.0003 0.0004 0.0003 0.0004


Tabela 1: Probabilidade conjunta do número de clientes servidos e
do número de clientes perdidos num 2-p.o.c., P (S1 = s, L1 = l) para
s = 1, 2, . . . , 8 e l = 0, 1, . . . , 7, no sistema MX/M/1/7 com µ = 1,
λ = 0.50 e f = ( 1

5 ,
1
5 ,

1
5 ,

1
5 ,

1
5 ).

No sistema com baixa intensidade de tráfego (Tabela 1), a taxa de
entradas é bem menor do que a taxa de serviço pelo que a fila tem
pouca tendência a encher e a ter valores elevados de perdas. Conse-
quentemente a massa de probabilidade conjunta concentra-se nos va-
lores mais baixos do número de clientes servidos e do número de cli-
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0 0 0 0 0 0 0 0
0.2268 0.0402 0.0455 0.0515 0.0581 0.0656 0.0337 0.0323
0.0035 0.0013 0.0015 0.0018 0.0022 0.0027 0.0019 0.0020
0.0017 0.0008 0.0010 0.0012 0.0015 0.0019 0.0015 0.0016
0.0009 0.0005 0.0006 0.0008 0.0010 0.0013 0.0011 0.0013
0.0005 0.0003 0.0004 0.0005 0.0007 0.0009 0.0009 0.0010
0.0002 0.0002 0.0002 0.0003 0.0005 0.0006 0.0007 0.0008
0.0000 0.0000 0.0001 0.0001 0.0001 0.0002 0.0002 0.0002


Tabela 2: Probabilidade conjunta do número de clientes servidos e
do número de clientes perdidos num 2-p.o.c., P (S1 = s, L1 = l) para
s = 1, 2, . . . , 8 e l = 0, 1, . . . , 7, no sistema MX/M/1/7 com µ = 1,
λ = 1.1 e f = ( 1

5 ,
1
5 ,

1
5 ,

1
5 ,

1
5 ).

entes perdidos. Note-se que, neste caso, P (S2 ≤ 4, L2 ≤ 4) = 0.6944.
Em contraste, no sistema com taxa de utilização mais elevada (Ta-
bela 2), com mais tendência para encher e consequentemente para
ocorrerem mais bloqueios, P (S2 ≤ 4, L2 ≤ 4) = 0.4384 dado que
a massa de probabilidade conjunta ainda apresenta probabilidades
positivas para valores mais elevados do número de clientes servidos
e do número de clientes perdidos.

A Figura 3 apresenta a função de distribuição conjunta de (S2, L2)
no ponto (6,6) para filas MX/M/1/10 com taxa de serviço unitá-
ria, tamanho dos grupos com função massa de probabilidade f =
(0, 0.2, 0, 0.8) e para quatro poĺıticas de bloqueio (total e parcial com
p = (1,1, . . . ,1,1,0), p =

(
1
2 ,

1
3 , . . . ,

1
10 ,

1
11 ,0

)
e p =

(
1
11 ,

1
10 , . . . ,

1
3 ,

1
2 ,0
)
),

em função da taxa de utilização (ρ = λ), doravante denotada por
F ρ(S2,L2)(6,6). Qualquer que seja a taxa de utilização ρ considerada,

observa-se que o valor de F ρ(S2,L2)(6,6) é senśıvel às diferentes poĺıti-

cas de entrada consideradas e que decresce com o aumento da taxa
de utilização. Qualquer que seja a taxa de utilização ρ considerada,
o sistema com poĺıtica de rejeição parcial é o que apresenta menor
valor de F ρ(S2,L2)(6,6), logo seguido do sistema com rejeição total
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Figura 3: Função de distribuição conjunta do número de clientes
servidos e do número de clientes perdidos num 2-p.o.c. no sistema
MX/M/1/10 com µ = 1 e f = (0, 0.2, 0, 0.8), em função da taxa de
utilização.

com p = (1,1, . . . ,1,1,0). Tal prende-se com o facto de, no sistema
com rejeição parcial, ser certa a entrada de clientes até o sistema
estar cheio, tendo-se probabilidades pequenas de servir e de per-
der no máximo seis clientes num 2-p.o.c.. No sistema com poĺıtica
de rejeição total onde é certo todos os clientes do grupo entrarem
quando têm lugar na fila, a fila (embora ligeiramente menor) tam-
bém tem tendência a encher conduzindo ainda a pequenos valores de
probabilidade de servir e de perder poucos clientes. Em oposição, os
sistemas com poĺıtica de rejeição total na qual um grupo pode deci-
dir não entrar no sistema ainda que tenha lugar na fila são os que
apresentam maiores valores de F ρ(S2,L2)(6,6). Entre eles, destaca-se

com valores mais elevados de F ρ(S2,L2)(6,6) o sistema com rejeição
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total monótona decrescente, porque favorece a rejeição dos grupos
quando o sistema ainda tem poucos clientes, tornando mais prová-
vel a ocorrência de peŕıodos de ocupação cont́ınua mais curtos, com
poucos clientes servidos, ainda que com algumas perdas.

5 Conclusão

O número de clientes servidos e o número de clientes perdidos em
peŕıodos de ocupação cont́ınua são importantes medidas de desem-
penho dos sistemas de filas de espera. Embora a análise conjunta
destas duas medidas de desempenho constitua uma mais valia para a
caracterização dos sistemas de filas de espera, a distribuição de pro-
babilidade conjunta destas medidas de desempenho não se encontra
derivada na literatura.

Neste trabalho, caracteriza-se a distribuição de probabilidade con-
junta do número de clientes servidos e do número de clientes perdi-
dos em peŕıodos de ocupação cont́ınua em sistemas de filas de espera
markovianos, com chegadas de clientes ao sistema de tamanho alea-
tório, com um único servidor e com capacidade finita. Em particular,
definimos um processo recursivo para calcular a função geradora de
probabilidade conjunta do número de clientes servidos e do número
de clientes perdidos em peŕıodos de ocupação cont́ınua que podem
ser iniciados por múltiplos clientes no sistema.

A recursão definida foi aplicada para calcular numericamente a fun-
ção massa de probabilidade conjunta do número de clientes servidos
e do número de clientes perdidos em peŕıodos de ocupação cont́ınua
de filas MX/M/1/n sob várias poĺıticas estocásticas de admissão de
clientes, nomeadamente bloqueio parcial e bloqueio monótono (cres-
cente / decrescente) de clientes no sistema.

A abordagem seguida neste trabalho é uma extensão do trabalho
apresentado em [3].
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Abstract: Geostatistics infers about a spatially continuous pheno-
menon {S(x) : x ∈ D ⊆ R2}, sampled in a finite number of locations,
XXX, where it is measured with error. Data collected in this context
may not be representative. The locations where data are collected
may carry useful information about the variable of interest S, re-
presenting a situation of preferential sampling. If this is the case,
it is preferable to take XXX into account in the model than just use
the observed locations to condition inference. This work describes
the current state of the art of the joint modelling approach to this
problem and explores experimentally some issues that might need
improvement.

1 Introduction

Geostatistics is concerned with capturing spatial correlation through
a continuous stochastic process, such as a Gaussian spatial process
with mean given by a linear model and covariance function depen-
dent only on distance, if isotropy can be assumed. Considering that
the spatial process is measured with error through a response varia-
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ble Y , in a discrete set of points of a certain spatial domain, taken in
fixed or randomly chosen locations, Geostatistics is able to charac-
terize the spatial phenomenon in the whole domain. This is the case
for the chemical composition of maritime soils or the fish abundance
in sea, for example.
In practice it happens frequently that the choice of the sampling
locations is not random, but rather selected in a preferential way
according to the gradient of what is being measured. That results in
stochastic dependence between the spatial and sampling processes,
known as preferential sampling [2].
The methodology proposed for modelling these type of data [2] ad-
dresses the bias problem caused by informative sampling locations
through a Log-Gaussian Cox Point Process that describes the sam-
pling design. Its intensity function is given by a predictor including
spatial random effects modelled by a Gaussian process that is shared
with the predictor of the response. This model is identified in [7] as
a Cox Process with marked intensity. Data can be interpreted as
a marked point process, where the sampling locations form a point
pattern and the measurements are taken in those locations. The
estimation of the model parameters is made by maximum likelihood
through Monte Carlo simulation, with low efficiency. Following the
previous ideas, [10] propose a conceptual close alternative for estima-
tion under the Bayesian paradigm. The estimation method, theore-
tically well justified, implements the Gibbs and Metropolis samplers
of the MCMC approach, not always without problems. More com-
plex models are penalized with complicated inferencial processes,
which can be quite challenging computationally.
Transversely, the statistical methods used are strongly based on
Gaussian random fields, and on their relation with Markov Gaus-
sian random fields [6]. Under this setting, the Bayesian paradigm
stands out to be more flexible in accommodating hierarchical and
more sophisticated models. The use of the Stochastic Partial Dif-
ferential Equation (SPDE) approach [9] is particularly well suited
and efficient in the estimation of these models, allowing variations
in the traditional paradigms. This approach enables to approximate
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the continuous Gaussian field that models S through a Gaussian
Markov random field, using the Integrated Nested Laplace Approxi-
mation (INLA) for inference [12, 8].

This work describes, explains and explores the relation between the
marked point processes and the geostatistical models under prefe-
rential sampling [7, 5]. This allows to deal with some statistical
issues that were not yet addressed and to simplify the computatio-
nal burden of the numerical procedures associated with the latter.
Based on simulations, it is explored how these models capture true
surfaces, considering different degrees of preferentiability in the data
sampling process.

The following section presents the methods, then results of the si-
mulations are described in Section 3 and finally discussed in Section
4.

2 Methods

2.1 Preferential sampling

The common geostatistical model

Yi = µ+ S(Xi) + εi, Xi ∈ D, i = 1, . . . ,n, (1)

assumes that there is a phenomenon of interest {S(x) : x ∈ D ⊆ R2}
modelled by a spatial continuous stochastic process that is imperfec-
tly observed in some locations XXX = (X1, . . . ,Xn) defined according
to a sampling scheme, resulting in observations YYY = (Y1, . . . ,Yn),
Yi ∈ R, i = 1, . . . ,n. Although the complexity of the true surface
may vary, the most simple and common approach is to model it as
a stationary Gaussian process with constant mean and correlation
function depending only on the distance between locations, ρ(u),
[3]. A flexible and widely used class of correlation functions is the
Matérn family of correlations:
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ρ(u) =
21−κ

Γ(κ)

(
u

φ

)κ
Kκ

(
u

φ

)
,

where κ is a shape parameter associated to the field smoothness, φ is
a scale parameter that controls the correlation decay with distance
and Kκ is a modified Bessel function of the second kind and order
κ.
In the geostatistical model (1), µ ∈ R is a constant mean parameter,
S is a Gaussian process, with zero mean, variance σ2 and Matérn
covariance function dependent on (φ, κ, σ2), εi are i.i.d. random
errors with E[εi] = 0 and V ar(εi) = τ2 is the nugget variance.
Inference on this model is based on the likelihood function of θθθ =
(µ,τ2,φ, κ, σ2):

L(θθθ) = [XXX,YYY ] =

∫
[XXX,YYY ,S]dS =

∫
[YYY |S,XXX][XXX|S][S]dS, (2)

denoting [·] a density function.
For standard geostatistics, the process of selecting measurement lo-
cations is independent of the response, [XXX|S] = [XXX], and consequen-
tly the likelihood function is given by

L(θθθ) = [XXX,YYY ] = [XXX]

∫
[YYY |S,XXX][S]dS = [XXX][YYY |XXX].

However, in practice, is quite common that sampling is preferential
because the number of points taken is related with the value of the
spatial field, that is [XXX|S] 6= [XXX]. If the process that determines the
location of data XXX depends on the spatial field of interest S, the
likelihood function, as well as inference, is necessarily different.
This situation has been first modelled in [2], taking into account
the preferential sampling effect on inference. For that, the authors
model jointly the observations YYY and the point process (PP ) of
the locations XXX, conditionally on their mutual dependence on S.
The spatial field S is taken as a shared latent Gaussian process
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model, with zero mean and Matérn covariance function dependent
on (φ, κ, σ2).


Yi| (S,XXX = xxx) = µ+ S(xi) + εi, i = 1, . . . ,n

X|S ∼ PP
(
λ(x)

) , (3)

where εi are i.i.d. random errors, E[εi] = 0, V ar(εi) = τ2 (nugget
variance) and X|S is a Log-Gaussian Cox model for point patterns
with intensity function

λ(x) = exp(α+ βS(x)).

Preferentiability, if any, is captured by parameter β. The case β = 0
corresponds to non-preferential sampling; β > 0 to a tendency for
having more observations at spatial locations with higher outcome
values and β < 0 to less observations on those same locations.
Inference for this model is based on the likelihood function of θθθ =
(µ,τ2,φ, κ, σ2, α, β).

2.2 Point processes in R2

A spatial point process X defined in D is a random countable subset
of the space D. A spatial point pattern xxx is a realization of a spatial
point process.

Definition 2.1 A spatial point process X in D ⊂ R2 is an appli-
cation from the probability space (Ω,S,P) into the mensurable space
(IN,N ), with

IN = {xxx ⊆ D : n(xxxA) <∞, for all bounded Borel measurable A ⊆ D},

where n(xxxA) = Nxxx(A) is the number of points of xxx in A and N
is the smallest σ-algebra of subsets of IN such that, for all sets A
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above, the application from N to N0, matching each xxx to Nxxx(A), is
measurable.

This definition implies that Nxxx(A) is finite if A ⊂ D is a bounded
region.
The distribution of a spatial point process is a probability mea-
sure induced in N . It is determined by the probabilities P (X ∈
U), for U ∈ N . However a spatial point process is usually described
by its intensity function, due to its interpretability, defined as:

λ(x) = lim
|dx|→0

{
E[N(dx)]

|dx|

}
,

for any point x ∈ D with |dx| the area of a neighbourhood dx of x
and N(dx) is the random number of points in dx.
For stationary processes this represents the constant expected num-
ber of events per unit area.

Definition 2.2 A spatial Poisson Process in D ⊂ R2 is a spatial
point process characterized by:

• For A ⊂ D and λ(x) > 0, x ∈ D, N(A) ∼ Poisson

(∫
A

λ(x) dx

)
,

where N(A) is the random number of points in A.

• Given that N(A) = n, the n events form a random sample
from a distribution in A with probability density function pro-
portional to λ(x).

• For any two non-overlapping A, B ⊂ D, N(A) and N(B) are
independent random variables.

A Poisson process is called a homogeneous Poisson process if λ is
constant, otherwise is said to be inhomogeneous.
This class provides a framework for the inclusion of a spatial ten-
dency, λ(x) = λ(x; θ), or for the introduction of covariates (z1, . . . ,zp)
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in the analysis of spatial patterns , λ(x) = λ(z1(x),z2(x), . . . ,zp(x)).

A Cox Process results from incorporating environmental heteroge-
neity, assumed to be stochastic, in inhomogeneous Poisson processes.

Definition 2.3 A Cox Process in D ⊂ R2 is characterized by:

• {Λ(x) : x ∈ D} is a non-negative valued stochastic process.

• Conditional on a realization of Λ(x), {Λ(x) = λ(x) : x ∈
D}, the events form a inhomogeneous Poisson Process with
intensity function λ(x).

Definition 2.4 A Log-Gaussian Cox Process is a Cox process where
the logarithm of the intensity Λ is a Gaussian process.

2.3 Preferential sampling - inference

Inference is based on the likelihood function (2), from which estima-
tes for the unknown parameters θθθ = (µ,τ,φ, κ, σ2) can be obtained.
Then one can use spatial prediction techniques (e.g., kriging) to ob-
tain predictions for S, over a grid of unobserved locations. The
integral on the likelihood is difficult to evaluate and hence its opti-
mization is a very difficult problem. It is proposed in [2] to consider
a discrete version of the integral, only for a set of values SSS∗ of S on
a grid,

L(θθθ) =

∫
[YYY |SSS∗,XXX][XXX|SSS∗][SSS∗]dSSS∗,

and then use Monte Carlo (MC) to approximate the discrete version
of the integral.
However, the discrete version of the integral in L(θθθ) implicitly con-
siders position, i.e conditioning on XXX. This raises some issues [4].
As it implies a different integrand function, its corresponding MC
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estimator may not be approximating the desired likelihood function.
Additionally, the MC sampling distribution may also be implicitly
conditioned on XXX.
Further, the MC method requires an approximation to the distri-
bution of the SSS∗|YYY ,XXX, which is in general intractable [2], but that
can be avoided using an alternative proposed in [4]. This alternative
performs the estimation using automatic differentiation of a Laplace
approximation to the marginal likelihood, to maximize the preferen-
tial likelihood efficiently with respect to the parameters of interest.
However, likewise the method in [2], this approximation works well
when there is no preferential sampling, but not so nicely otherwise.
The work in [4] uses the SPDE approach [9] to approximate the
Gaussian random field. This methodology is particularly useful to
circumvent computational issues associated with spatial modeling.
It resorts to Gaussian Markov Random Fields (GMRF) [6], that are
discretely indexed Gaussian Fields (GF), where the field distribu-
tion on a site, conditioned on the field on all other sites (finite),
depends solely on neighbours. A huge computational gain is obtai-
ned through the resulting sparse GMRF inverse covariance matrix
that is directly related to the neighbours, enabling the use of nume-
rical methods for sparse matrices. An important breakthrough was
made in [9], where it is shown that a GMRF representation, using a
finite element method, can be constructed explicitly from a certain
stochastic partial differential equation (SPDE). This equation is dri-
ven by a Gaussian white noise and has a GF with Matérn covariance
function as the solution. It is a basis function representation of pi-
ecewise linear basis functions and Gaussian weights, with Markov
dependences that are determined by a general triangulation of the
domain.
For this challenging inferential problem, a more flexible approach as
the one offered by a Bayesian framework seems to be preferable.
In [10], some theoretical results on the estimation of the model in [2]
were presented, under the Bayesian paradigm, namely studying the
properness of the posterior distributions of β under improper prior
distributions and regarding consistency of the density estimates of
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the locations and mean response (MCMC approach). In [1], the
point process of XXX and the measurement process are specified and
modelled in an unified Bayesian model formulation that includes
a shared spatial random component, resulting in a general model
specification that allows to address continuous and finite population
locations over space (MCMC approach).
In [11], the Bayesian approach is used to perform preferential sam-
pling models, resorting to the INLA method and the SPDE approach
to approximate the Gaussian random field, gaining computational
efficiency. This approach is also applied in [4] for comparison purpo-
ses. In the current work, this is also the inference strategy adopted
for the preferential model, described in subsection 2.1.
The INLA approach [12] is a computationally efficient alternative to
MCMC to do approximate Bayesian inference deterministically for
the (large) specific class of latent Gaussian models, the GMRF, due
to their mentioned computational properties. Using a nested version
of the Laplace approximation and numerical techniques for sparse
matrices, it enables the analytical computation of the approximate
integrals required in the Bayesian inference.
This method has a computationally efficient implementation in the
R-package R-INLA, [13, 12], which is used in the present work. The
analysis considers the default R-INLA prior distributions for the
models in 2.1.

3 Simulation results

In this section several simulation results are presented with the aim
of studying how well the model in Section 2.1 captures the existence
of preferential sampling and distinguishes that from other factors,
such as the presence of covariates or scaling issues.
For this, true realizations of Matérn fields were considered with κ =
1, σ2 = 2.5 and scale parameter φ in {0.7, 1.3, 0.1} (see Figure
1). Additionally, the true field mean was allowed to be µ = 4 or
given by the spatial covariate Euclidean distance to coast, dist(x).
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Parameters τ2 and α were chosen as τ2 = 0.2 and α = 0.
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Figure 1: True realizations of Matérn fields for κ = 1, σ2 = 2.5,
and φ = 0.7 (left), φ = 1.3 (middle) and φ = 0.1 (right), τ2 = 0.2
and α = 0. Top row corresponds to a field with mean µ = 4 and
bottom row corresponds to a mean field given by the spatial covariate
dist(x).

For each of the two field realizations with φ = 0.7 and mean µ = 4
or µ(x) = dist(x), n = 100 points were simulated according to three
different preferentiability scenarios: positive preferential sampling,
β = 2, no preferential sampling, β = 0, and negative preferential
sampling, β = −2. Figure 2 depicts the corresponding sampled
points plotted on the field realizations. Data are summarized in
Table 1.
For these data sets, the preferential model in Section 2.1 was fitted in
R-INLA, either considering µ as a fixed parameter (pref.model.µ) or
modeled as µ(x) = γ dist(x) (pref.model.x). For comparison purpo-
ses the non-preferential common geostatistical model (1) was also fit-
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Table 1: Data description.

Data Id Field Mean, µ β κ φ σ2

sampData(2) 4 2 1 0.7 2.5
sampData(0) 4 0 1 0.7 2.5
sampData(−2) 4 -2 1 0.7 2.5
sampData.x(2) dist(x) 2 1 0.7 2.5
sampData.x(0) dist(x) 0 1 0.7 2.5
sampData.x(−2) dist(x) -2 1 0.7 2.5

ted in INLA (nonpref.model.µ, for µ as fixed, or nonpref.model.x,
for µ(x) = γ dist(x)). Comparisons were made based on the condi-
tional predictive ordinate, CPO, defined for each observation as the
posterior probability of observing that observation when the model
is fitted only to the rest of the data. From these a logscore given
by the symmetric of the log-individual CPO’s is calculated and can
be seen as an estimator of the logarithm of the marginal likelihood.
The largest value of this score indicates better prediction quality
among competing models. DIC and WAIC statistics were also cal-
culated [15, 16]. As all these measures are likelihood dependent,
they can only be used to compare models within the preferential or
non-preferential model classes. Thus, comparisons between classes
were made on the base of the parameter estimates proximity to real
values. Tables 2 and 3 summarize the findings for data represented
in Figure 2. It is highlighted in bold the best (correct) fit, for each
case.
The first result that stands out is that, when data are sampled non-
preferentially, the estimates of the mean field and of β are closer to
their real values.
Another interesting point is that, in general, model parameter esti-
mates are closer to real values for data generated from a field with
constant mean µ (as opposite to µ(x) = dist(x)), even for “wrong
models”.
Estimates of the non-zero preferential parameter β tend to be smaller
in absolute value than the true value, although always reveling the
correct type of preferentiability anyway. Intercept parameter α of
the point process intensity is badly estimated by all models but, on
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Figure 2: True fields and simulated data for β = 2 (left), β = 0
(middle) and β = −2 (right). Top row corresponds to the field
mean µ = 4 and bottom row corresponds to the mean of dist(x).

the contrary, the nugget variance τ2 is well estimated by all models
and for all data sets.

When the models include a covariate that is not necessary, parameter
σ2 is over-estimated. For the models fitted to data generated from
a mean field given by dist(x), σ2 is generally underestimated.

Both preferential and non-preferential models have their estimation
of the range φ worsen if a not needed covariate is included, even if
the covariate is not significant.

For non-preferential data or negative preferential data, a covariate
that is not needed happens to be significant.

In terms of the considered goodness of fit measures, WAIC is the only
measure that consistently identifies the preferential models as the
correct ones, when that is the case. DIC only fails that objective in
one case. As for the non-preferential models, DIC and WAIC always
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Table 2: Model, data and goodness of fit measures.

Case Model Data CPO DIC WAIC

1 pref.model.µ sampData(2) 412.5 683.2 (43.1) 671.9 (28.2)
2 pref.model.x sampData(2) 558.8 681.8 (41.2) 689.5 (36.3)
3 nonpref.model.µ sampData(2) 95.1 184.8 (25.0) 185.8 (21.6)
4 nonpref.model.x sampData(2) 94.7 185.7 (20.2) 186.3 (17.6)
5 pref.model.µ sampData(0) 444.3 864.9 (50.6) 863.9 (38.4)
6 pref.model.x sampData(0) 443.5 865.1 (48.4) 864.9 (37.3)
7 nonpref.model.µ sampData(0) 104.4 184.1 (50.2) 183.3 (37.9)
8 nonpref.model.x sampData(0) 103.5 184.6 (47.6) 184.5 (36.6)
9 pref.model.µ sampData(-2) 349.2 675.8 (49.9) 668.7 (34.9)
10 pref.model.x sampData(-2) 406.2 780.7 (50.3) 781.0 (39.5)
11 nonpref.model.µ sampData(-2) 97.3 172.5 (39.5) 175.4 (33.0)
12 nonpref.model.x sampData(-2) 96.9 173.7 (37.0) 176.9 (31.5)
13 pref.model.µ sampData.x(2) 400.4 602.5 (49.3) 591.5 (31.5)
14 pref.model.x sampData.x(2) 371.1 601.1 (51.2) 589.8 (33.0)
15 nonpref.model.µ sampData.x(2) 91.9 168.6 (33.9) 170.6 (28.5)
16 nonpref.model.x sampData.x(2) 90.8 169.4 (30.5) 171.0 (30.5)
17 pref.model.µ sampData.x(0) 455.8 869.7 (62.4) 865.7 (43.9)
18 pref.model.x sampData.x(0) 455.0 867.6 (63.4) 863.1 (44.3)
19 nonpref.model.µ sampData.x(0) 116.2 190.1 (61.4) 186.2 (43.0)
20 nonpref.model.x sampData.x(0) 115.9 188.3 (62.5) 184.0 (43.4)
21 pref.model.µ sampData.x(-2) 425.2 727.5 (67.2) 710.4 (42.2)
22 pref.model.x sampData.x(-2) 399.0 727.4 (67.5) 710.3 (42.5)
23 nonpref.model.µ sampData.x(-2) 94.6 168.4 (45.1) 166.9 (33.8)
24 nonpref.model.x sampData.x(-2) 93.9 168.6 (43.9) 167.0 (33.0)

work well. It should be noticed that the worst fits were obtained for
data generated with a mean field given by µ(x) = dist(x). Data
generated with mean field constant presented expressive better fits.

4 Discussion

The purpose of this work is to describe the relation between marked
point processes and geostatistical models under preferential sam-
pling and to look for possible fragilities of this formulation, when
some sort of confounding between a preferential sampling effect and
model misspecification might exist. From this study, it seems that
complicated data are not always better explained by complicated
models. Although covariate effects acted additively with spatial ef-
fects in the mean response of data generation, the preferential mo-
dels seemed to struggle to separate these and to identify the correct
model. Additionally, the usual goodness of fit measures might have
to be reconsidered for more complex settings of joint modelling two
different likelihoods.
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Table 3: True parameter values (bold) and corresponding pointwise
and 95% credible interval estimates for different models.

Case Parameter

µ ou γ τ2 σ2 φ α β

True µ =4 0.2 2.5 0.7 0 2

1 µ = 5.43 0.27 1.37 0.77 -3.95 1.51
[4.11; 6.76] [0.38; 0.20] [0.54; 3.35] [0.44; 1.33] [-5.92; -1.97] [0.19; 1.89]

2 γ = −1.09 0.27 4.28 1.55 -12.58 1.51
[-3.49;1.31] [0.38; 0.2] [2.19; 7.95] [0.99; 2.37] [-13.68; -11.49] [1.09; 1.93]

3 µ = 6.34 0.28 0.64 0.52 NA NA
[5.60;7.08] [0.20;0.42] [0.27;1.46] [0.24;1.04] NA NA

4 γ = 2.23 0.30 3.72 1.72 NA NA
[-5.60;10.06] [0.21;0.43] [1.72;7.62] [0.90;2.99] NA NA

True µ =4 0.2 2.5 0.7 0 0

5 µ =4.83 0.22 2.03 0.72 -2.39 -0.02
[3.23; 6.42] [0.14; 0.36] [1.06; 3.75] [0.44; 1.12] [-2.59; -2.19] [-0.16; 0.13]

6 γ = −2.41 0.22 3.35 0.99 -2.41 0.01
[-2.61; -2.21] [0.14; 0.37] [1.74; 6.18] [0.63; 1.51] [-2.61; -2.21] [-0.11;0.12]

7 µ =4.82 0.21 2.01 0.71 NA NA
[3.25; 6.38] [0.13; 0.36] [1.06; 3.69] [0.43; 1.11] NA NA

8 γ =8.33 0.22 3.28 0.98 NA NA
[2.65; 14.00] [0.14; 0.36] [1.74; 6.05] [0.62; 1.49] NA NA

True µ =4 0.2 2.5 0.7 0 -2

9 µ =5.47 0.21 2.97 0.74 -3.38 -0.77
[3.52; 7.42] [0.14; 0.34] [0.03; 6.36] [0.46; 1.18] [-4.87; -1.90] [-0.91; -0.63]

10 γ =18.44 0.23 6.46 0.89 -2.05 0.32
[13.94; 22.94] [0.14; 0.38] [2.70; 14.18] [0.52; 1.41] [-2.33; -1.76] [0.19; 0.44]

11 µ =4.15 0.21 1.32 0.47 NA NA
[3.16; 5.13] [0.14; 0.35] [0.65; 2.56] [0.26; 0.81] NA NA

12 γ =9.49 0.22 2.56 0.75 NA NA
[4.46; 14.21] [0.15; 0.35] [1.30; 4.88] [0.46; 1.20] NA NA

True µ(x) =dist(x) 0.2 2.5 0.7 0 2

13 µ = 0.37 0.23 2.40 0.65 -4.29 1.24
[-1.19; 1.92] [0.16; 0.33] [0.97; 5.71] [0.38; 1.08] [-6.21; -2.37 ] [0.96; 1.51]

14 γ = −0.77 0.33 2.19 0.62 -5.19 1.29
[-1.97; 0.44] [0.23; 0.16] [1.08; 4.28] [0.39; 0.97] [-5.77; -4.62] [1.00; 1.58]

15 µ =2.09 0.22 0.51 0.25 NA NA
[1.57; 2.60] [0.14; 0.34] [0.13; 1.80] [0.13; 0.47] NA NA

16 γ =5.11 0.22 1.02 0.40 NA NA
[2.20; 6.02] [0.16; 0.34] [0.49; 1.99] [0.11; 0.88] NA NA

True µ(x) =dist(x) 0.2 2.5 0.7 0 0

17 µ =0.45 0.17 1.24 0.39 -2.39 -0.05
[-0.25; 0.16] [0.08; 0.40] [1.73; 2.08] [0.24; 0.59] [-2.59; -2.19] [-0.25; 0.15]

18 γ = 1.91 0.17 1.17 0.36 -2.41 -0.11
[0.21; 3.61] [0.07; 0.39] [0.69; 1.94] [0.22; 0.56] [-2.62; -2.21] [-0.32; 0.10 ]

19 µ =0.44 0.17 1.25 0.39 NA NA
[-0.27; 1.15] [0.08; 0.40] [0.73; 2.07] [0.24; 0.59] NA NA

20 γ =1.59 0.16 1.17 0.36 NA NA
[-0.13; 3.32] [0.07; 0.39] [0.70; 1.93] [0.22; 0.56] NA NA

True µ(x) =dist(x) 0.2 2.5 0.7 0 -2

21 µ =0.12 0.21 1.25 0.48 -3.30 -1.41
[-0.71; 0.94] [0.14; 0.33] [0.58; 2.69] [0.28; 0.80] [-4.45; -2.14] [-1.75; -1.07]

22 γ =0.37 0.21 1.12 0.44 -3.25 -1.37
[-0.69; 1.42] [0.14; 0.32] [0.56; 2.19] [0.27; 0.70] [-3.78; -2.72] [-0.71; -1.02]

23 µ =-0.60 0.19 0.76 0.31 NA NA
[-1.12; -0.07] [0.12; 0.32] [0.39; 1.44] [0.16; 0.54] NA NA

24 γ =-1.10 0.20 0.93 0.36 NA NA
[-3.14; 0.93] [0.13; 0.32] [0.47; 1.74] [0.20; 0.63] NA NA
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Resumo: O principal objectivo deste trabalho é o de comparar
assintoticamente duas classes de estimadores de um parâmetro de
segunda–ordem ρ, que controla a velocidade de convergência da su-
cessão de máximos, linearmente normalizada, para uma variável ale-
atória limite não-degenerada. Essas classes são pela primeira vez
comparadas assintóticamente em ńıveis ótimos, para modelos com
uma cauda direita de tipo-Pareto, uma sub-classe vasta da classe de
modelos de caudas pesadas. Sob a validade de condições adequadas,
impostas a k, o número de estat́ısticas ordinais de topo consideradas
na estimação de ρ através de estimadores ρ̂•(k), conseguimos pro-
ceder à comparação assintótica, em ńıveis ótimos, dessas classes de
estimadores alternativos do parâmetro de segunda–ordem ρ.
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1 Introdução e preliminares

Em teoria de valores extremos (EVT, do Inglês, ‘extreme value the-
ory’), é usual considerar que um modelo F tem uma cauda direita
pesada, quando F := 1−F, é uma função de variação regular no in-
finito, com um ı́ndice de variação regular denotado por −1/ξ, ξ > 0.
De forma equivalente, com a notação F←(x) := inf{y : F (y) ≥ x}
para a inversa generalizada da função F , a função quantil de cauda,
U(t) := F←(1 − 1/t), t ≥ 1, é de variação regular com ı́ndice de
variação regular igual a ξ, i.e. ∀x > 0,

lim
t→∞

F (tx)/F (t) = x−1/ξ ⇐⇒ lim
t→∞

U(tx)/U(t) = xξ (1)

(ver [1], entre outros, para detalhes sobre variação regular).
O parâmetro de segunda-ordem ρ (≤ 0) mede a velocidade de con-
vergência na condição de primeira–ordem, em (1), e é o parâmetro
não-positivo na relação limite,

lim
t→∞

lnU(tx)− lnU(t)− ξ lnx

A(t)
=

{
xρ−1
ρ , se ρ < 0

lnx, se ρ = 0

=: ψρ(x), (2)

que admitimos ser válida ∀x > 0, e onde |A(t)| tem de ser de variação
regular no infinito com ı́ndice ρ ([11]).
Num contexto de caudas pesadas, avançamos com uma comparação
assintótica de dois estimadores de ρ alternativos, a classe de esti-
madores em [10] mais frequentemente usada e também inclúıda e
considerada competitiva em artigos recentes, de entre os quais men-
cionamos [12, 13, 8, 5, 6], e a classe de estimadores introduzida e
estudada em [5]. Trata-se de uma comparação inovadora, mas se-
melhante à anteriormente desenvolvida para o ı́ndice de variação
regular ξ, em (1).
De modo a conseguir obter informação sobre o comportamento as-
sintótico não degenerado de estimadores de ρ, admitiremos uma con-
dição de terceira–ordem, que mede a velocidade de convergência na
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condição de segunda–ordem, em (2), i.e. admitiremos que ∀x > 0,

lim
t→∞

lnU(tx)−lnU(t)−ξ ln x
A(t) − ψρ(x)

B(t)
= ψρ+ρ′(x), (3)

com ψρ(x) definida em (2), e onde |B(t)| tem de ser de variação
regular no infinito com ı́ndice de variação regular ρ′ ([6, 7]). Somos
então confrontados com este parâmetro de terceira–ordem ρ′ ≤ 0.
De forma um pouco mais restrictiva, admitiremos que estamos a
trabalhar com uma classe de modelos tipo–Pareto, tal que

F (x) = 1−F (x) = Cx−1/ξ
{

1 +D1x
ρ/ξ +D2x

2ρ/ξ + o
(
x2ρ/ξ

)}
, (4)

quando x → ∞, com C > 0, D1, D2 6= 0, ρ < 0, uma sub-classe
da classe de modelos de Hall-Welsh [23], com uma função de cauda
direita dada por

F (x) = Cx−1/ξ
{

1 +Dxρ/ξ + o(xρ)
}
,

quando x→∞, C > 0, D 6= 0, ρ < 0.

Para modelos em (4), o limite em (3) é válido, com ρ = ρ′ < 0, e
vamos considerar a parametrização, também usada em [4],

A(t) =: ξ β tρ, B(t) = β′ tρ =
β′A(t)

βξ
=:

η A(t)

ξ
, η =

β′

β
, (5)

com β 6= 0 e β′ 6= 0 parâmetros de ‘escala’ de segunda e terceira–
ordem, respectivamente.

Observação 1.1 Note-se que um dos mais frequentes valores de η,
em (5), é η = 1, associado a modelos como o modelo generalizado
de Pareto (GP), com função de cauda direita F (x) = (1 + ξx)−1/ξ,
x ≥ 0, ξ > 0, e o modelo de Burr, onde F (x) = (1 + x−ρ/ξ)1/ρ,
x ≥ 0, ξ > 0. Para o modelo Fréchet, outro dos t́ıpicos modelos de
cauda pesada, temos η = 5/3. Para mais detalhes, consulte-se [4].
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Na Secção 2 deste artigo introduzimos os estimadores de ρ em aná-
lise. A Secção 3 é dedicada à descrição do comportamento assintótico
desses estimadores, sob a validade da condição de terceira–ordem em
(4). Na Secccão 4, procedemos a uma comparação assintótica dos
estimadores de ρ descritos anteriormente, calculados em ńıveis óti-
mos, i.e. ńıveis kmin onde o erro quadrático médio (MSE, do Inglês
‘mean square error’) dos estimadores de ρ é mı́nimo. Finalmente, na
Secção 5, tecemos algumas considerações finais.

2 Estimadores de ρ em estudo

Face a uma amostra aleatória, (X1, . . . , Xn), e com a notação (X1:n ≤
· · · ≤ Xn:n) para a amostra de estat́ısticas ordinais associada, a pri-
meira classe de estimadores de ρ em consideração é a classe mais
simples de entre as introduzidas e estudadas em [10]. Tal como pro-
vado em [3], essa classe pode ser parametrizada num parâmetro de
controlo τ não necessariamente não-negativo, mas real, e temos

ρ̂FAGH
n (k) ≡ ρ̂FAGH(τ)

n (k) := −

∣∣∣∣∣3(T
(τ)
n (k)− 1)

T
(τ)
n (k)− 3

∣∣∣∣∣ , (6)

onde

T (τ)
n (k) :=


(
M(1)
n (k)

)τ
−
(
M(2)
n (k)/2

)τ/2(
M

(2)
n (k)/2

)τ/2
−
(
M

(3)
n (k)/6

)τ/3 , se τ 6= 0,

ln
(
M(1)
n (k)

)
− 1

2 ln
(
M(2)
n (k)/2

)
1
2 ln
(
M

(2)
n (k)/2

)
− 1

3 ln
(
M

(3)
n (k)/6

) , se τ = 0,

com

M (j)
n (k) :=

1

k

k∑
i=1

V jik, j ≥ 1,

e
Vik := lnXn−i+1:n − lnXn−k:n, 1 ≤ i ≤ k < n.
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Mais recentemente, Caeiro and Gomes ([5]) consideraram estimado-
res consistentes de ξ > 0, definidos por combinações lineares das
estat́ısticas

Ui := i
(

lnXn−i+1:n − lnXn−i:n
)
, 1 ≤ i ≤ k < n,

dadas por

N
(α)
n,k :=

α

k

k∑
i=1

(
i

k

)α−1

Ui, α ≥ 1,

e propuseram uma nova classe de estimadores de ρ,

ρ̂CG
n (k) = ρ̂CG(τ)

n (k) := min

{
0 , 1 +

1

1−R(τ)
n,k

}
, τ ∈ R, (7)

onde,

R
(τ)
n,k :=


(
N

(1)
n,k

)τ
−
(
N

(3/2)
n,k

)τ(
N

(3/2)
n,k

)τ
−
(
N

(2)
n,k

)τ , se τ 6= 0,

lnN
(1)
n,k−lnN

(3/2)
n,k

lnN
(3/2)
n,k −lnN

(2)
n,k

, se τ = 0.

3 Comportamento assintótico dos estima-
dores de ρ

Consideremos a notação usual N
(
µ, σ2

)
para uma variável aleatória

normal, com valor médio µ e variância σ2. Podemos pois enunciar o
resultado seguinte:

Teorema 3.1 ([10, 5]) Sob a validade da condição de segunda–
ordem, em (2), com ρ < 0, e para sucessões intermédias de k, i.e.

k = kn →∞, k/n→ 0, quando n→∞,

se admitirmos que
√
k A(n/k) → ∞, quando n → ∞, qualquer

das classes de estimadores, ρ̂FAGH
n (k) ≡ ρ̂

FAGH(τ)
n (k) e ρ̂CG

n (k) ≡
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ρ̂
CG(τ)
n (k), τ ∈ R, definidos em (6) e (7), respectivamente, são con-

sistentes para a estimação de ρ.
Se para além disso admitirmos a validade da condição de terceira–
ordem, em (4), e ńıveis k tais que

√
k A2(n/k)→ λ

A
, finito, existem

constantes reais b
FAGH

, b
CG

, geralmente denotadas por b•, e constan-
tes reais positivas, σ

FAGH
, σ

CG
, geralmente denotadas por σ•, tais

que √
k A(n/k)

(
ρ̂•n(k)− ρ

) d−→
n→∞

N
(
λ
A
b•, σ

2
•
)
.

3.1 Viés e variâncias assintóticas

O viés e variância assintóticos dos estimadores FAGH, em (6), foram
obtidos em [10] (veja-se também [7]), tendo-se:

b
FAGH

= τρ(3−ρ)(3−2ρ)(1−2ρ)2−6ρ2(4ρ3−16ρ2+20ρ−7)
12ξ(1−ρ)2(1−2ρ)2 + 2ρη(1−ρ)3

ξ(1−2ρ)3 , (8)

σ
FAGH

=
ξ(1−ρ)3

√
2ρ2−2ρ+1

|ρ| . (9)

O viés e a variância assintóticos dos estimadores CG, em (7), foram
calculados explicitamente em [5]:

bCG ≡ bCG(τ) = (τ−1)ρ
2ξ + ρη(2−ρ)(3−2ρ)

ξ(1−2ρ)(3−4ρ) , (10)

σCG =
ξ(1−ρ)(2−ρ)(3−2ρ)

√
4ρ2−4ρ+7(√

120|ρ|
) . (11)

Observação 3.2 Relativamente às variâncias assintóticas,
σFAGH < σCG só para valores pequenos de |ρ|, que são contudo os
mais relevantes quando consideramos estimação de viés reduzido de
parâmetros de primeira–ordem, como o ı́ndice de valoes extremos
(EVI, do Inglês ‘extreme value index’). Para mais detalhes, veja-se
[5] e [6].
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Observação 3.3 Note-se que bFAGH(τ) = 0 em τ = τFAGH
0 , dado

por

τFAGH
0 ≡ τFAGH

0 (η, ρ) = 6ρ(4ρ3−16ρ2+20ρ−7)(1−2ρ)−24η(1−ρ)5
(1−2ρ)3(3−ρ)(3−2ρ) , (12)

com η definido em (5). Também b
CG

(τ) = 0 em τ = τCG
0 tal que

τCG
0 ≡ τCG

0 (η, ρ) = 1− 2η(2−ρ)(3−2ρ)
(1−2ρ)(3−4ρ) . (13)

Estes factos foram já referidos em [6], onde foi abordado o problema
de redução de viés, em conjunto com a escolha adaptativa dos parâ-
metros de controlo em jogo.

3.2 O teorema principal

Com base na investigação desenvolvida em [5] para os estimadores
ρ̂CG
n (k) em (7), e em [10] para os estimadores ρ̂FAGH

n (k), em (6), mas
com alguns cálculos adicionais, relacionados com o viés assintótico
dos estimadores em análise, descritos na Secção 3.1, enunciamos o
teorema seguinte.

Teorema 3.4 ([10, 5]) Sob a validade da condição de terceira–or-
dem considerada no Teorema 3.1, com U•k variáveis aleatórias as-
sintoticamente normal padrão, e com b

FAGH
, σ

FAGH
, b

CG
e σ

CG
res-

pectivamente definidos em (8), (9), (10) e (11), podemos garantir
que

ρ̂•n(k)− ρ d
=

σ• U
•
k√

k A(n/k)
+ b• A(n/k)(1 + oP(1)). (14)

4 Comparação assintótica dos estimado-
res em ńıveis ótimos

Vamos em seguida proceder à comparação assintótica dos estimado-
res ρ̂FAGH

n (k) e ρ̂CG
n (k), respectivamente definidos em (6) e (7), e ge-

ralmente denotados por ρ̂•n(k), em ńıveis ótimos, i.e. ńıveis k = k•min
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onde o MSE assintótico de ρ̂•n(k) é mı́nimo. Esta comparação é
feita de modo semelhante à delineada em [22, 15, 17, 19, 16, 14],
para estimadores clássicos do EVI, em [18] para estimadores de má-
xima verosimilhança do EVI com viés reduzido e variância mı́nima
(MVRB, do Inglês ‘minimum-variance reduced-bias’), e em [4] e mais
recentemente em [2], para conjuntos diversos de estimadores MVRB
do EVI.

Para um estimador MVRB do EVI, genericamente denotado por
ξ̂R(k), e sob a validade da condição de terceira–ordem considerada
nos teoremas anteriores, tem-se um MSE assintótico (AMSE, do
Inglês ‘asymptotic MSE’) dado por

AMSER(k) =
σ2
R

k
+ b2RA

4(n/k).

Por outro lado, com base na distribuição assintótica de ρ̂•n(k), em
(14), o seu AMSE é dado por

AMSE•(k) =
σ2
•

kA2(n/k)
+ b2• A

2(n/k),

o que realça a semelhança entre o AMSE destes estimadores de ρ e o
AMSE de estimadores do EVI. Sob a validade do contexto assumido,
podemos escrever

AMSE•(k) =
σ2
•

kξ2β2(n/k)2ρ
+ b2• ξ

2β2(n/k)2ρ

=
1

ξ2β2

(
σ2
•n
−2ρk2ρ−1 + b2•ξ

4β4n2ρk−2ρ
)
.

O valor k•min := arg mink AMSE•(k) é pois solução em k de

−(1− 2ρ)σ2
•n
−2ρk2ρ−2 + (−2ρ)b2•ξ

4β4n2ρk−2ρ−1 = 0,
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e obtemos

k•min := arg inf
k

AMSE•(k)

=

(
σ2
•(1− 2ρ)

b2•ξ
4β4(−2ρ)

)1/(1−4ρ)

n−4ρ/(1−4ρ). (15)

Introduzamos a notação ρ̂•n0 := ρ̂•n(k•min), com k•min definido em (15).
Estamos agora interessados no cálculo de

AMSE•(k
•
min) =

σ2
•

k•minξ
2β2(n/k•min)2ρ

+ b2• ξ
2β2(n/k•min)2ρ.

Consequentemente, e com a notação AMSE(ρ̂•n0) := AMSE• (k•min),
podemos garantir que sempre que b• 6= 0, existe uma função ϕ(n) =
ϕ(n, ξ, β, ρ) (veja-se [22], para detalhes), tal que

lim
n→∞

ϕ(n) AMSE(ρ̂•n0) =
(
σ2
•
)− 2ρ

1−4ρ
(
b2•
) 1−2ρ

1−4ρ =: LMSE (ρ̂•n0) ,

do Inglês limiting MSE. É então sensato considerar a seguinte defini-
ção de eficiência assintótica relativa (AREFF, do Inglês ‘asymptotic
root efficiency’).

Definição 4.1 Dados dois estimadores não–centrados de ρ, ρ̂
(1)
n (k)

e ρ̂
(2)
n (k), para os quais é válida uma representação assintótica do

tipo da obtida em (14), com constantes (σ1,b1) e (σ2,b2), b1,b2 6= 0,
respectivamente, ambos calculados nos seus ńıveis ótimos, a AREFF

de ρ̂
(1)
n0 relativamente a ρ̂

(2)
n0 é

AREFF1|2 :=

√√√√LMSE
(
ρ̂

(2)
n0

)
LMSE

(
ρ̂

(1)
n0

) =
((σ2

σ1

)−4ρ∣∣∣b2
b1

∣∣∣2(1−2ρ)) 1
1−4ρ

,

função de (ρ, η), em (5) e de τ em (6) e (7).
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No que concerne a comparação assintótica em ńıveis ótimos de

ρ̂
FAGH(τ)
n0 e ρ̂

CG(τ)
n0 para um τ fixo, começamos por apresentar na

Figura 1, os valores de AREFF
FAGH(τ)|CG(τ)

para τ = −1 (o valor
sugerido para CG(τ), em [5]). A vasta e relevante região de pon-
tos do plano–(η, ρ) onde AREFF

FAGH(τ)|CG(τ)
> 1, parece favorecer o

estimador FAGH de ρ.
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Figura 1: Valores de AREFF
FAGH(τ)|CG(τ)

para τ = −1

Em seguida, nas Figuras 2 e 3, a mesma medida AREFF é apresen-
tada, respectivamente para τ = 0 e τ = 1 (os valores frequentemente
sugeridos na literatura para FAGH(τ) para |ρ| ≤ 1 e |ρ| > 1, respec-
tivamente). Estes indicadores parecem estar mais uma vez levemente
a favor dos estimadores FAGH de ρ.
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Figura 2: Valores de AREFF
FAGH(τ)|CG(τ)

para τ = 0

5 Algumas observações finais

Para a comparação assintótica de ρ̂
FAGH(τFAGH

0 )
n0 e ρ̂

CG(τCG
0 )

n0 teŕıamos
de avançar com um contexto de quarta–ordem, tópico ainda em de-
senvolvimento. Na prática, é no entanto sensato proceder a uma
escolha adequada do valor de τ perto quer de τFAGH

0 quer de τCG
0 ,

respectivamente definidos em (12) e (13). Para proceder a essa esco-
lha podemos usar qualquer algoritmo heuŕıstico de estabilidade da
trajectória amostral, tal como o usado em [6], semelhante em esṕırito
aos usados em [9] para estimação de quantis elevados e em [20, 21]
para a estimação do EVI. Devido ao facto de se ter η > 0.5 para a
maior parte dos modelos usados nas aplicações (veja-se Observação
1.1), podemos dizer que para um τ fixo, adequadamente escolhido,

ρ̂
FAGH(τ)
n0 ultrapassa ρ̂

CG(τ)
n0 , em ńıveis ótimos, numa região vasta
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Figura 3: Valores de AREFF
FAGH(τ)|CG(τ)

para τ = 1

do plano–(η, ρ), e estamos neste momento a favor da utilização dos
estimadores-FAGH de ρ, definidos em (6).
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Resumo: Neste trabalho, são propostas duas classes de modelos pa-
ramétricos para analisar o tempo entre acontecimentos recorrentes,
utilizando splines cúbicos restritos. As classes de modelos diferem no
modo como se lida com a dependência entre acontecimentos. Além
disso, ambas as classes são caracterizadas por uma transformação
da função de sobrevivência, através da função de ligação log-log ou
−logit. De forma a ilustrar a metodologia proposta, efetua-se uma
aplicação a um conjunto de dados reais sobre a recorrência de cancro
da bexiga. Os resultados revelam que o uso de splines cúbicos res-
tritos permite modelar de forma flex́ıvel e adequada o tempo entre
acontecimentos sucessivos.
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1 Introdução

Em estudos longitudinais é frequente que um certo acontecimento
possa ocorrer mais do que uma vez para o mesmo indiv́ıduo como,
por exemplo, em estudos biomédicos sobre recáıdas de uma certa do-
ença. Para analisar dados relativos a acontecimentos recorrentes, as
extensões do modelo semiparamétrico de Cox constituem a classe de
modelos que mais tem sido aplicada [8]. A utilização de modelos pa-
ramétricos tem sido menos frequente, eventualmente devido ao facto
de as distribuições dispońıveis na maioria dos programas de software
estat́ıstico não serem, em geral, suficientemente flex́ıveis para cap-
tar a forma como o risco evolui ao longo do tempo. Nesse sentido,
para analisar o tempo até à ocorrência de um único acontecimento,
Royston e Parmar [6] propuseram modelar a transformação log-log
da função de sobrevivência, ou a transformação −logit da função de
sobrevivência, como uma função spline cúbica restrita do logaritmo
do tempo, quando os efeitos das covariáveis são expressos na escala
de riscos proporcionais (PH), ou na escala de possibilidades propor-
cionais (PO), respetivamente.
Na análise de acontecimentos recorrentes, um dos maiores constran-
gimentos é a existência de correlação intra-individual, em virtude de
serem registadas várias observações para um mesmo indiv́ıduo. De
acordo com Box-Steffensmeier e De Boef [1], este tipo de correlação
pode ser proveniente de duas fontes: i) dependência entre aconteci-
mentos, ou seja, a ocorrência de um acontecimento afeta o risco de
ocorrência dos acontecimentos subsequentes; e ii) heterogeneidade
individual não observada, a qual se deve à existência de fatores de
risco desconhecidos ou não mensuráveis. Neste trabalho, aborda-se
apenas a primeira fonte de correlação.
Na literatura, têm sido consideradas duas abordagens distintas para
lidar com a dependência entre acontecimentos (veja-se [1, 4]). Uma
abordagem consiste em considerar que o risco de ocorrência do acon-
tecimento seguinte pode ser caracterizado por uma função do número
acumulado de acontecimentos anteriores; a outra baseia-se em estra-
tificar os indiv́ıduos por acontecimento. Como não existe consenso
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acerca da melhor abordagem [1, 8], exploram-se aqui estas duas pos-
sibilidades.
Neste trabalho, são propostas duas classes de modelos paramétri-
cos flex́ıveis (com e sem estratificação) para analisar os intervalos de
tempo (gap times) entre acontecimentos recorrentes, as quais dife-
rem no modo como se lida com a dependência entre acontecimentos.
Ambas as classes podem ser vistas como extensões dos modelos de
Royston e Parmar [6] para acontecimentos recorrentes, no sentido
em que também se recorre ao uso de funções spline cúbicas restritas
para modelar uma certa transformação da função de sobrevivência.
De modo a exemplificar a aplicação dos modelos propostos, são uti-
lizados dados reais sobre recorrências de tumores na bexiga (Bladder
cancer study [2]). Quanto à restante organização do artigo, a Sec-
ção 2 destina-se a formular as novas classes de modelos, a Secção 3
a salientar alguns dos resultados que foram obtidos na aplicação ao
conjunto de dados referido e a Secção 4 a tecer alguns comentários
finais e a propor trabalho futuro.

2 Metodologia

Um spline cúbico é uma função suave definida por um conjunto
de funções polinomiais de terceiro grau, as quais são unidas num
determinado número pré-definido de pontos. O primeiro e o último
desses pontos são designados por nós limite e os restantes por nós
internos. Quando este spline é restrito a ser linear para além dos
nós limite, é designado por spline cúbico restrito (SCR).
Para um número m (pré-definido) de nós internos, representados por
r1 < . . . < rm, com nós limite rmin < r1 e rmax > rm, a função SCR
de uma observação x pode ser escrita como

s(x;γ) = γ0 + γ1x+ γ2v1(x) + . . .+ γm+1vm(x), (1)

onde γ = (γ0, γ1, . . . , γm+1)′ é o vetor de parâmetros e vl(·) é a
l-ésima função base. A complexidade/flexibilidade da curva resul-
tante é regulada pelo número de graus de liberdade (g.l.), que é dado
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por g.l.= m + 1. Por convenção, g.l.= 1 significa que não são espe-
cificados quaisquer nós internos, donde s(x;γ) = γ0 + γ1x.
Antes de proceder à formulação dos modelos, importa introduzir al-
guma notação adicional. Admita-se que existem n indiv́ıduos em
estudo e que cada um deles pode sofrer no máximo K recorrências
de um certo acontecimento. Seja Tik a variável aleatória (v.a.) que
representa o tempo desde o ińıcio do estudo até à ocorrência do k-
ésimo acontecimento (i = 1, . . . , n e k = 1, . . . ,K). Define-se a v.a.
Yik = Tik − Ti,k−1 como sendo o tempo entre dois acontecimentos
consecutivos (gap time), com 0 ≡ Ti0 < Ti1 < . . . < TiK . Por úl-
timo, denote-se por zik = (zik1, . . . , zikp)

′ o vetor de p covariáveis
referente ao k-ésimo acontecimento associado ao i-ésimo indiv́ıduo e
β = (β1, . . . , βp)

′ o correspondente vetor de coeficientes de regressão.

2.1 Novas classes de modelos paramétricos flex́ı-
veis

As duas classes de modelos aqui propostas são caracterizadas por
uma transformação da função de sobrevivência, através de uma fun-
ção de ligação g(·). Para o i-ésimo indiv́ıduo em estudo, a classe de
modelos flex́ıveis não estratificados (FNE) é definida por

g
[
S(y; zik)

]
= g

[
S0(y)

]
+ log ρ(k;θ) + β′zik

= s(log y;γ) + log ρ(k;θ) + β′zik, y > 0, (2)

e a classe de modelos flex́ıveis estratificados (FE) por

g
[
S(y; zik)

]
= g

[
S0k(y)

]
+ β′zik

= sk(log y;γk) + β′zik, y > 0, (3)

onde S0(y) representa a função de sobrevivência subjacente comum
a todos os acontecimentos, S0k(y) é a função de sobrevivência sub-
jacente espećıfica do acontecimento k, ρ(k;θ) ≥ 0 é uma função,
parametrizada por um vetor θ, que visa representar o efeito da acu-
mulação de acontecimentos, s(log y;γ) é a função SCR dada por (1),
e sk(log y;γk) é a função SCR espećıfica do acontecimento k, onde
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γk = (γ0k, γ1k, . . . , γmk+1,k)′. Note-se que a estratificação por acon-
tecimento permite que o número de nós internos em sk(log y;γk)
possa ser diferente nos vários estratos e, por isso, designa-se por
mk o número de nós internos espećıficos do acontecimento k, para
k = 1, . . . ,K. Deste modo, está-se a admitir que os gap times
pertencentes a diferentes estratos podem ser modelados por distri-
buições subjacentes distintas. Por conseguinte, é necessário adap-
tar a notação da função SCR (1), de modo a acomodar funções
base espećıficas, vl,k(·), assim como nós limite e internos espećıficos,
rmin,k < r1,k < . . . < rm,k < rmax,k.
Na especificação da função g(·), considerou-se as funções de ligação
log-log e −logit que permitem obter modelos PH e PO, respetiva-
mente. Seja η(y; zik) = g

[
S(y; zik)

]
e represente-se porG(·) = g−1(·)

a inversa da função de ligação. Para qualquer uma das classes, as
funções de sobrevivência e de risco podem ser calculadas por

S(y; zik) = G
[
η(y; zik)

]
,

e

h(y; zik) =
∂η(y; zik)

∂y
exp

[
η(y; zik)

]
G
[
η(y; zik)

]
,

respetivamente, onde a funçãoG(·) é definida de acordo com a função
de ligação considerada. A Tabela 1 sintetiza a informação associada
a cada função de ligação.

Tabela 1: Funções de ligação e classificação do modelo resultante.

g(S) G(η) G(η) Classificação

log-log log(− logS) exp(− exp η) 1 PH

−logit log(S−1 − 1) (1 + exp η)−1 G(η) PO

Na classe de modelos FNE (2), é ainda necessário especificar a fun-
ção ρ(·). Neste ponto, decidiu-se considerar a função utilizada por
Louzada-Neto [4], que consiste na parametrização ρ(k; θ) = θk−1,
θ > 0. Uma vez que k toma os valores 1, 2, . . . ,K, esta função é
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decrescente para 0 < θ ≤ 1 e crescente para θ > 1. Esta parametri-
zação tem a vantagem de permitir uma interpretação direta do efeito
do número acumulado de acontecimentos, pois k pode ser visto como
uma covariável e θ como o seu efeito.
A localização e o número de nós internos da função SCR são basea-
dos na abordagem de Royston e Parmar [6]. Assim, considera-se que
os nós limite são o mı́nimo e o máximo do logaritmo dos gap times
não censurados e que os nós internos são posicionados em quantis
obtidos com base nessas observações. Royston e Parmar [6] referem
que a localização dos nós não é muito relevante, em virtude de pouco
alterar a forma da curva ajustada. Para a classe de modelos FNE (2),
a localização dos nós tem em conta os gap times correspondentes a
todos os acontecimentos, enquanto para a classe de modelos FE (3),
os gap times considerados são apenas os do respetivo estrato.
A seleção do número de nós internos em (2) é feita com base no va-
lor do critério de informação de Akaike (AIC) dos modelos ajustados
com 0, 1, 2 e 3 nós, mas também examinando informalmente o ganho
resultante ao adicionar cada nó. De facto, Royston e Parmar [6] re-
ferem que o critério de Akaike não deve ser aplicado mecanicamente,
pois é importante analisar se o ganho resultante da inclusão de um
novo parâmetro é suficientemente relevante para justificar um au-
mento no grau de complexidade do modelo. Assim, também se pre-
tende evitar o sobre-ajustamento do modelo aos dados. Já em (3)
essa decisão não é tão simples, por ser necessário indicar os números
m1,m2, . . . ,mK de nós internos espećıficos. Neste caso, sugere-se
que essa escolha seja feita de forma isolada, ou seja, ajustando um
modelo de Royston e Parmar por cada estrato de acontecimento.
Após este procedimento, efetua-se o ajustamento do modelo estra-
tificado no seu todo. Importa referir que, quando o número de nós
internos é zero (isto é, m = 0 ou mk = 0, ∀k), os gap times são mode-
lados através das distribuições de Weibull ou log-loǵıstica, consoante
se considere a função de ligação log-log ou −logit, respetivamente.
O método de inferência é baseado na teoria de máxima verosimi-
lhança, assumindo que os gap times são condicionalmente indepen-
dentes, dadas as covariáveis observadas. Considere-se uma amostra
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em que a cada indiv́ıduo i corresponde o vetor observado(yik, δik,zik),
onde yik é o gap time observado e δik denota a variável indicatriz
que caracteriza o estado do i-ésimo indiv́ıduo relativamente ao acon-
tecimento k. Além disso, admita-se que as observações estão sujeitas
a um mecanismo de censura à direita e que a censura é não informa-
tiva. Para ambas as classes de modelos, os estimadores de máxima
verosimilhança dos vários parâmetros do modelo podem ser obti-
dos maximizando o logaritmo da função de verosimilhança dado por
` =

∑n
i=1

∑K
k=1{δik log h(yik; zik) + logS(yik; zik)}, onde h(yik; zik)

e S(yik; zik) são, respetivamente, as funções de risco e de sobrevi-
vência do modelo definido em (2) ou em (3).
Embora este método assegure a obtenção de estimadores consistentes
e assintoticamente normais, a existência de correlação intra-indivi-
dual faz com que o estimador usual da matriz de covariância não seja
válido para realizar inferência. Na verdade, esta é uma abordagem
näıve que usualmente deflaciona o erro padrão, originando resulta-
dos demasiado otimistas [8]. Deve-se então recorrer a um estimador
mais robusto, como seja o estimador jackknife “one-step” [3]. Este
estimador é assintoticamente equivalente ao bem conhecido estima-
dor sandwich, sendo mais fácil de programar computacionalmente.
A implementação dos modelos foi desenvolvida no R [5], versão 4.0.2,
recorrendo ao método de otimização de Broyden-Fletcher-Goldfarb-
Shanno. Como o package flexsurv permite ajustar o modelo de
Royston e Parmar [6], optou-se por também adaptar algumas das
suas funcionalidades ao contexto dos acontecimentos recorrentes.

3 Aplicação à recorrência de cancro da
bexiga

Com o intuito de ilustrar a metodologia proposta, considera-se o
conjunto de dados sobre a recorrência de tumores na bexiga dispo-
ńıvel no package survival, o qual foi obtido no ensaio cĺınico alea-
torizado descrito em [2]. Em particular, reanalisa-se o conjunto de
dados bladder2, relativo às 4 primeiras recorrências. Um dos princi-
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pais interesses do estudo é a estimação do efeito do tratamento com
tiotepa sobre o tempo até à recidiva tumoral. Sempre que em cada
visita cĺınica eram observados novos tumores, estes eram removidos.
Os dados representam os gap times (em meses) até ao aparecimento
de um novo tumor na bexiga em 85 indiv́ıduos, dos quais 38 foram
tratados com tiotepa e 47 receberam um placebo. O tempo máximo
em estudo foi 59 meses. No total, 8, 3, 2 e 5 indiv́ıduos do grupo de
tratamento e 10, 4, 6 e 9 indiv́ıduos do grupo de controlo, sofreram
exatamente 1, 2, 3 e 4 acontecimentos, respetivamente. A correspon-
dente percentagem de observações censuradas por acontecimento foi
de 44.7%, 37.0%, 18.5% e 30.0%. A t́ıtulo ilustrativo, foram in-
corporadas duas covariáveis nos modelos: tratamento (1: placebo e
2: tiotepa) e número inicial de tumores.
Ao considerar as classes de modelos FNE (2) e FE (3), pretende-se
selecionar o modelo mais apropriado, tanto na escala PH como na
PO. Para isso, a escolha do número de nós internos é efetuada de
acordo com o procedimento descrito na Secção 2.1. Ao ajustar os
modelos FNE na escala PH (modelos FNE-PH) com 0, 1, 2 e 3 nós
internos, obtiveram-se os valores do AIC de 887.4, 856.9, 854.5 e
855.9, respetivamente. Assim, o modelo FNE-PH com m = 2 nós
internos revelou-se o mais apropriado. No caso dos modelos FE-PH,
efetua-se uma escolha preliminar dos números de nós internos espe-
ćıficos ajustando um modelo de Royston e Parmar para cada um dos
4 estratos, variando o número de nós internos de 0 a 3. Os valores
do AIC destes modelos ajustados isoladamente ao primeiro (412.1,
401.8, 396.2 e 397.7), segundo (240.1, 236.2, 235.6 e 235.2), terceiro
(145.2, 142.2, 144.1 e 146.1) e quarto (94.7, 92.4, 90.0 e 91.2) es-
tratos, indicam que o mais adequado é considerar o modelo FE-PH
com m1 = 2, m2 = 2, m3 = 1 e m4 = 2 nós internos espećıficos.
Repare-se que, no caso do segundo estrato, embora o valor do AIC
do modelo com 3 nós internos seja ligeiramente inferior ao do mo-
delo com 2 nós internos, o ganho resultante é negligenciável, sendo
então prefeŕıvel escolher o número de nós internos associado ao mo-
delo mais simples. Contudo, após ajustar o referido modelo FE-PH,
verificou-se que este apresenta um valor do AIC igual a 859.4, que
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Tabela 2: Estimativas dos parâmetros do modelo FNE-PH mais
adequado aos dados sobre a recorrência de cancro da bexiga.

Parâmetro Estimativa ÊP ÊP r IC a 95% valor-p

γ0 -4.965 0.614 0.535 (-6.014, -3.916)
γ1 2.789 0.494 0.612 (1.591, 3.988)
γ2 0.498 0.193 0.230 (0.047, 0.948)
γ3 -0.202 0.132 0.141 (-0.478, 0.075)

θ 1.364 0.126 0.137 (1.096, 1.632) 0.008
β1 -0.318 0.204 0.235 (-0.778, 0.142) 0.175
β2 0.151 0.049 0.058 (0.037, 0.265) 0.009

é superior ao do modelo FNE-PH com 2 nós internos. Assim sendo,
na escala PH o mais adequado é considerar o modelo sem estratifica-
ção para analisar este conjunto de dados. Os resultados do melhor
modelo FNE-PH estão compilados na Tabela 2. Comparando as
estimativas usual e robusta do erro padrão, observa-se que ÊP r é,
em geral, superior a ÊP . Este resultado não é inesperado e adverte
para a presença de correlação intra-individual. Para avaliar o efeito
do número acumulado de acontecimentos (θ), assim como o efeito
do tratamento (β1) e do número inicial de tumores (β2), aplica-se o
teste de Wald robusto. As conclusões que se seguem levam em conta
que os resultados foram ajustados para as restantes covariáveis in-
clúıdas no modelo. Observa-se que a acumulação de acontecimentos
tem influência significativa sobre o tempo até à recorrência de tumo-
res na bexiga. De facto, a ocorrência de um acontecimento anterior
leva a um acréscimo estimado de 36% no risco de sofrer uma nova
recorrência. Este aspeto reforça a importância de incorporar nos
modelos não estratificados uma função que explique a dependência
entre acontecimentos. Quanto ao efeito das restantes covariáveis,
apenas o número inicial de tumores tem um efeito significativo no
tempo, sendo que ter mais um tumor inicialmente origina um acrés-
cimo estimado de 16% no risco de recorrência do cancro. Embora
o efeito do tratamento no processo de recorrência não seja significa-
tivo, o sinal negativo da sua estimativa indica que o fármaco tiotepa
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Tabela 3: Estimativas dos parâmetros do modelo FE-PO mais ade-
quado aos dados sobre a recorrência de cancro da bexiga.

Parâmetro Estimativa ÊP ÊP r IC a 95% valor-p

γ01 -4.454 0.834 0.786 (-5.995, -2.913)
γ11 3.124 0.753 0.786 (1.582, 4.665)
γ21 0.771 0.282 0.314 (0.155, 1.387)
γ31 -0.446 0.195 0.193 (-0.825, -0.067)
γ02 -4.717 1.050 0.805 (-6.295, -3.139)
γ12 3.270 1.051 1.128 (1.060, 5.480)
γ22 0.808 0.421 1.222 (-1.587, 3.204)
γ32 -0.616 0.391 0.409 (-1.417, 0.186)
γ03 -3.975 0.844 0.839 (-5.620, -2.331)
γ13 2.177 0.381 0.436 (1.322, 3.031)
γ04 -3.990 1.021 1.431 (-6.796, -1.185)
γ14 2.127 0.483 0.754 (0.650, 3.604)
β1 -0.388 0.302 0.423 (-1.216, 0.441) 0.359
β2 0.228 0.081 0.089 (0.053, 0.402) 0.011

tende a provocar uma diminuição do risco.
Relativamente à escala PO, considera-se o mesmo procedimento.
Para os modelos FNE-PO ajustados com 0, 1, 2 e 3 nós internos,
obtiveram-se os valores do AIC de 878.7, 862.3, 861.1 e 862.6, res-
petivamente. Entre estes modelos, verifica-se que também o mais
apropriado é considerar o modelo FNE-PO com m = 2 nós inter-
nos. No caso dos modelos FE-PO, os valores do AIC dos modelos
de Royston e Parmar para o primeiro (408.6, 401.5, 396.7 e 398.3),
segundo (236.4, 235.8, 234.7 e 235.1), terceiro (139.9, 141.3, 143.3
e 145.3) e quarto (90.1, 92.0, 91.5 e 92.7) estratos revelam que o
mais adequado é considerar o modelo FE-PO com m1 = 2, m2 = 2,
m3 = 0 e m4 = 0 nós internos espećıficos.

Por conseguinte, é suficiente considerar a distribuição log-loǵıstica
para modelar os gap times relativos ao terceiro e quarto aconteci-
mentos, enquanto para os dois primeiros acontecimentos é necessário
considerarmos uma distribuição mais flex́ıvel. Após ajustar o refe-
rido modelo FE-PO, constatou-se que o seu valor do AIC é de 856.4,
o que é inferior ao do modelo FNE-PO com 2 nós internos. Então,
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na escala PO o mais adequado é considerar um modelo com estra-
tificação por acontecimento para analisar este conjunto de dados,
contrariamente ao que acontece na escala PH. A Tabela 3 apresenta
os resultados obtidos no ajustamento do melhor modelo FE-PO.
Observa-se novamente que ÊP é, em geral, inferior a ÊP r. Em rela-
ção às covariáveis, apenas o efeito do número inicial de tumores tem
influência significativa no tempo, revelando que ter mais um tumor
inicialmente origina um acréscimo estimado de 26% na possibilidade
de surgir um novo tumor, para indiv́ıduos no mesmo grupo de tra-
tamento.

A adequabilidade dos modelos pode ser avaliada, de modo infor-
mal, através da representação gráfica das estimativas da função de
sobrevivência obtidas pelo estimador de Kaplan-Meier e pelo modelo
nulo que estiver a ser considerado, tal como retratado na Figura 1.
Adicionalmente, estão também representadas as correspondentes es-
timativas da função de risco de cada modelo. Verifica-se que as
estimativas suaves de ambos os modelos flex́ıveis estão próximas das
estimativas de Kaplan-Meier, indicando que estes modelos são alter-
nativas adequadas para modelar o tempo até à recorrência de cancro
da bexiga. Na verdade, as estimativas do modelo FE-PO estão bas-
tante mais próximas das estimativas de Kaplan-Meier, apesar de ser
o modelo FNE-PH aquele que detém o menor valor do AIC (854.5 vs
856.4). Quanto às estimativas da função de risco, em ambos os mo-
delos estas apresentam uma forma unimodal e, além disso, o risco
de recorrência tende a aumentar à medida que os acontecimentos
são observados. Note-se que, embora o modelo FNE-PH considere
uma função de risco subjacente comum a todos os acontecimentos,
a inclusão de uma função que explica o efeito da acumulação de
acontecimentos permite acomodar riscos de ocorrência distintos.

4 Considerações finais e trabalho futuro

Neste trabalho, desenvolveram-se duas novas classes de modelos pa-
ramétricos (FNE e FE) para analisar acontecimentos recorrentes,
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Figura 1: Estimativas da função de sobrevivência de Kaplan-Meier
e para: o modelo FNE-PH (superior esquerdo); o modelo FE-PO
(inferior esquerdo). Estimativas da função de risco para: o modelo
FNE-PH (superior direito); o modelo FE-PO (inferior direito).

tendo em vista abordar dois aspetos: i) a modelação flex́ıvel e ade-
quada dos gap times entre acontecimentos sucessivos; e ii) a corre-
lação intra-individual causada pela dependência entre acontecimen-
tos. No primeiro caso, propôs-se modelar uma dada transformação
da função de sobrevivência como uma função SCR do logaritmo
do gap time. As funções de ligação consideradas foram: log-log e
−logit. Quanto à segunda, considerou-se duas abordagens distintas:
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a inclusão de uma função do número acumulado de acontecimentos
observados por indiv́ıduo; ou a estratificação por acontecimento.
Na implementação da metodologia proposta, verificou-se que os mo-
delos FNE-PH (com 2 nós internos) e FE-PO (com 2, 2, 0 e 0 nós
internos espećıficos) são adequados para modelar o tempo entre re-
corrências de cancro da bexiga. Deste modo, não se pode afirmar
que existe uma classe de modelos melhor do que a outra pois, para
este conjunto de dados, foi selecionado um modelo sem estratificação
na escala PH e um modelo com estratificação na escala PO.
Nesta fase da investigação, não se considerou determinante realizar
um estudo de simulação para avaliar o desempenho das novas clas-
ses de modelos em modelar adequadamente o tempo. O uso de SCR
para aproximar funções de risco com formas complexas tem reve-
lado resultados muito promissores. Rutherford et al. [7] realizaram
um estudo de simulação abrangente sobre o assunto e os seus resul-
tados indicaram que, quando é fornecido um número suficiente de
nós internos, o SCR permite obter uma boa aproximação da verda-
deira função de risco simulada. Além disso, verificaram que o efeito
estimado das covariáveis é robusto a uma incorreta (ou grosseira)
especificação da parte spline. No entanto, futuramente pretende-se
compreender se existem situações em que uma certa classe de mo-
delos é mais apropriada do que outra para lidar com a correlação
intra-individual.
Finalmente, reconhece-se que as classes de modelos propostas po-
dem ser estendidas em várias direções. Na análise dos dados sobre
a recorrência de cancro da bexiga, obtiveram-se estimativas usuais
do erro padrão deflacionadas, apesar da dependência entre aconte-
cimentos ter sido abordada. Este resultado sugere que a correlação
intra-individual não está a ser completamente tida em consideração.
De facto, em certos cenários importa também ter em conta a hetero-
geneidade individual não observada. Essa fonte de correlação pode
ser captada incorporando um efeito aleatório [1], dando origem a
modelos com fragilidade. Outra potencial extensão consiste em usar
uma transformação diferente da função de sobrevivência como, por
exemplo, a função de ligação −probit.
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Abstract: Two automatic threshold selection (TS) methods for Ex-
treme Value analysis under a peaks-over-threshold (POT) approach
are presented and evaluated, both built on: fitting the Generalized
Pareto distribution (GPd) to excesses’ samples over candidate le-
vels; the GPd-specific relation between L-skewness and L-kurtosis;
the asymptotic behaviour of the matching L-statistics. Performance
is illustrated on significant wave heights data sets and compared to
the L-moment-based heuristic in [10], which is found to be favorable.

1 Introduction

The POT approach in Extreme Value analysis consists in selecting
observations that fall above a pre-specified high threshold u and fit-
ting a GPd to the excesses of this level, under the Pickands-Balkema-
de Haan Theorem ([2], [8]). In several applied fields, risk analysis
can be built on inference of high quantiles – also known as return
levels (RL) – based on this fit, its accuracy thus highly dependent
on an adequate choice of u. The problem of choosing u is an open
topic (see [9] and [6] for recent reviews) and lies on balancing bias
vs. variance in estimation resulting from thresholds that are too low
(poor fit) or too high (few excesses).
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Addressing usual issues in selection approaches, [10] suggested the
ALRSM, a heuristic automatic selection method based on L-moments
and the L-moment Ratio Diagram, shown to eliminate subjectivity
while enjoying accuracy and efficiency for small and large samples.
However, it provides no theoretical assurance on the quality of the
GPd fit above the selected u: a level is always chosen despite poor
fitting. In this work we present two asymptotically supported metho-
dologies that aim to meet the same standards of the ALRSM, while
evaluating adequacy of the fit and consequently of the selected level.

1.1 L-moments and L-statistics

Hosking [3] introduced the L-moments as specific linear combina-
tions of Probability Weighted Moments (PWM) that can be read
as measures of location, scale and shape of distributions, allowing
for its easy description, identification and estimation of parameters.
The full set of L-moments of a random variable X with distribution
function F exists if E|X| <∞, a broader set-up than that for conven-
tional moments. Given the PWM αr = M1,0,r = E [X{1− F (X)}r],
the first four L-moments are

λ1 = α0 (expected value) , λ2 = α0 − 2α1 (L-scale),

λ3 = α0 − 6α1 + 6α2 and λ4 = α0 − 12α1 + 30α2 − 20α3 .
(1)

It is also useful to define scale-independent L-moment ratios, of
which we will use τ3 = λ3

λ2
and τ4 = λ4

λ2
, known resp. as L-skewness

and L-kurtosis, globally bounded as

1

4

(
5 τ23 − 1

)
≤ τ4 < 1 . (2)

In particular for the GPd of scale and shape (tail weight) parameters

(σu, ξ) ∈ R+×R – d.f.

(
1−

[
1 + ξ

σu
x
]−1/ξ

+

)
, x > 0, a+ = max(a,0) – we have

λ1 =
σu

1− ξ , λ2 =
σu

(1− ξ)(2− ξ) , τ3 =
1 + ξ

3− ξ , (3)

defined for ξ < 1, along with the following specific relationship
between L-skewness and L-kurtosis:
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τ4 = τ3
1 + 5τ3
5 + τ3

=: g(τ3) . (4)

Corresponding estimators – L-statistics – are simply found as linear
combinations of the ordered observations x1:n ≤ . . . ≤ xn:n, with
several theoretical advantages over conventional sample moments
[5]. The unbiased L-statistics of interest (`1, `2, `3, `4) are found by
replacing the PWM αr in (1) by their unbiased estimators

ar =
1

n

n∑
i=1

(
n− i
r

)
xi:n

(
n− 1

r

)−1

, r = 0,1, . . . ,n− 1. (5)

The ratios statistics – here t3 = `3
`2

and t4 = `4
`2

– are only asympto-
tically unbiased.
Useful estimators of the GPd parameters follow from (3) and (5) as

ξ̂ = 2− `1
`2

= 2− a0
a0 − 2a1

, σ̂u = `1
(

1− ξ̂
)

=
2a0 a1
a0 − 2a1

. (6)

If, additionally, var[X] <∞, it is possible to demonstrate the asymp-
totic normality of ar, `r and tr, as well as compute the corresponding
asymptotic bias and variance. It has been empirically shown that, in
small samples, these estimators approximate their asymptotic nor-
mality more closely than traditional sample moments, often closely
enough for samples as small as n = 20 [3].
Considering again the GPd, with restricted shape ξ ∈

(
− 1

2 ,
1
2

)
(finite

variance), we have that the ar are asymptotically Normal with

Ar,s = lim
n→∞

n cov(ar,as) =
σ2
u

(r + 1− ξ)(s+ 1− ξ)(r + s+ 1− 2 ξ)
, (7)

r,s = 0,1, . . . ,n−1. TheseAr,s give us the asymptotic var-covariances
of `r and tr: we compute matrix Λ := limn→∞ nVar(`1,`2,`3,`4) =
M AMT (M is a 4 × 4 numeric matrix given in [3]) and matrix
T := limn→∞ nVar(t3,t4) for the asymptotic bi-Normal distribution
of (t3,t4), with entries

T33 = lim
n→∞

n var(t3) =
Λ33 − 2 τ3 Λ23 + τ23 Λ22

λ2
2
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T34 = lim
n→∞

n cov(t3,t4) =
Λ34 − τ3 Λ24 − τ4 Λ23 + τ3 τ4Λ22

λ2
2

(8)

T44 = lim
n→∞

n var(t4) =
Λ44 − 2 τ4 Λ24 + τ24 Λ22

λ2
2

.

All entries ofA, Λ and T can be estimated by plugging-in the sample
PWM a0 through a3, in order to obtain ξ̂, σ̂u, λ̂2 ≡ `2, τ̂3 ≡ t3, and
τ̂4 ≡ t4, thus yielding the PWM-based estimates Â, Λ̂ and T̂ .

1.2 L-moment Ratio Diagram (LMRD)

Figure 1: L-moment ratio diagram – Figure 2.5, page 25 of [5].

The LMRD commonly refers to the representation of the ratios τ3
and τ4 for several distributions, a visualization of L-kurtosis vs. L-
skewness, used in Regional Frequency Analysis for regional distri-
bution choice [5]. As shown in Figure 1, three-parameter distri-
butions plot as a line, with different values of the shape parame-
ter corresponding to different points on that line; distributions with
more than one shape parameter can comprehend a 2-dimensional re-
gion. For the GPd, a specific shape-ξ corresponds to a single point
(τ3,τ4) = (τ3,g(τ3)) on the curve given by (4), with negative values
of τ3 relating to ξ < −1, very uncommon extremely light tails.
Agreement of a sample to a distribution can be judged by the pro-
ximity between (t3, t4) and the theoretical curve of interest. This is
the main concept on which the ALRSM is based, and one we explore
in the sequel, now minding the asymptotic considerations above.
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2 Automatic threshold choice

2.1 Automatic L-moment Confidence Band Se-
lection Method (ALCBSM)

The consistent estimators (t3, t4), under the GPd, asymptotically
follow a bi-Normal distribution with var-covar matrix given by T

in (8):
√
n [(t3 − τ3) (t4 − τ4)]

T d−→ N (0,T ) (c.f. [3]). Noting
that the conditional distribution of jointly Normal variables is still
Gaussian, we can study the asymptotic behaviour of the sample L-
kurtosis given an estimate of the L-skewness, and vice-versa. As
such, we will build our LMRD confidence bands on the fact that

t4 | t3 = t∗
a
_ N (E (t4 | t3 = t∗) , var (t4 | t3 = t∗)) (9)

with E (t4 | t3 = t∗) = E (t4) +
cov(t3,t4)

var(t3)
(t∗ − E (t3)) ∼ τ4 +

T34

T33
(t∗ − τ3)

and var (t4 | t3 = t∗) = var(t4).(1− ρ2) ∼ T44

n

(
1− T 2

34

T33 T44

)
.

In practice, true L-skewness and L-kurtosis are unknown: we plug-
in the estimates τ̂3 ≡ t3 = t∗, and τ̂4 = g(t3) = g(t∗), with g(.) in
(4). Thus, the expectation of the conditional in (9) is reduced to the
parameter of interest, τ4, allowing us to devise confidence intervals
(CI’s) for its value. As such, given an observed t∗ of t3, from a
sample of size n, we estimate with approx. (1−α)% confidence that

τ4 ∈ [LCIτ4 ; UCIτ4 ] = (10)g(t∗)− z1−α
2

√
T̂44

n

(
1− ρ̂34

2
)

; g(t∗) + z1−α
2

√
T̂44

n

(
1− ρ̂34

2
)

where ρ̂34
2

= T̂34
2

T̂33 T̂44
and z1−α2 is the

(
1− α

2

)
-probability quantile of

the standard Normal.
If we instead consider the distribution of t3 | t4 = t∗, the results are
perfectly analogous and therefore their derivation is here overlooked:
given an observed t∗ of t4, from a sample of size n, we estimate with
approx. (1− α)% confidence that
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τ3 ∈ [LCIτ3 ; UCIτ3 ] = (11)g−1(t∗)− z1−α
2

√
T̂33

n

(
1− ρ̂34

2
)

; g−1(t∗) + z1−α
2

√
T̂33

n

(
1− ρ̂34

2
)

where g−1(τ4) := τ4−1
10 + 1

10

√
τ2
4 + 98τ4 + 1 is the analytical inverse

of g(.), restricted to the 1st quadrant of the LMRD (τ3,τ4 > 0).
These CI’s can be used for evaluating the acceptability of the GPd
fit to the sample. By estimating the L-kurtosis in (10) as g(t3),
rather than its PWM-based estimator t4, we get a CI for τ4 that is
centered around the GPd curve in the LMRD (4), as well as comple-
tely independent from the estimate t4 itself. As such, we can judge
a sample to be sufficiently well adjusted by the GPd if, given the
estimate t3, the sample-computed t4 falls within the corresponding
bounds of the estimated CI (10). A similar reasoning is valid when
exchanging t3 by t4 and using the interval in (11).
Return to the threshold selection setting: in the POT-GP approach,
given i.i.d. data from an unknown distribution (assumed to belong
to some max-domain of attraction – c.f. [2], [8]), we have to choose,
from a reasonable set of candidates, a level u∗ after which the GP
approximation to the sample of excesses is judged to hold sufficiently
well. In the present framework, u∗ will be automatically chosen
as the lowest candidate for which (t3,t4), computed from the nu∗
excesses, simultaneously fall inside the respective CI (10) and (11),
computed in turn by fixing first the value of t3 and then that of t4.

−→ Given a sample x1, . . . , xn of size n and {ui}Ii=1 a reasonable set
of candidate thresholds (we suggest I = 10 or I = 20 equal-step
sample quantiles, starting at 25%), the ALCBSM works as follows:

1. For each candidate threshold ui, i = 1, . . . ,I:

a) Compute the sample L-skewness and L-kurtosis for the exces-
ses over each candidate (t3,ui ,t4,ui), as well as the GPd-specific
functions g(t3,ui) and g−1(t4,ui);

b) Compute the estimates of the parameters ξ and σu in (6) and

plug them into (7) to obtain Â and Λ̂;
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c) Compute the bounds LICiτ4 and UICiτ4 in (10) by plugging

`2, Λ̂, τ̂3 ≡ t3,ui and τ̂4 = g(t3,ui) into (8);

d) If t4,ui falls within the values of LICiτ4 and UICiτ4 , proceed to
step 1.e); otherwise, update the candidate threshold to ui+1

and return to step 1.a);

e) Compute the bounds LICiτ3 and UICiτ3 in (11) by plugging

`2, Λ̂, τ̂4 ≡ t4,ui and τ̂3 = g−1(t4,ui) into (8);

d) If t3,ui falls within the values of LICiτ3 and UICiτ3 , proceed
to step 2; otherwise, update the candidate threshold to ui+1

and return to step 1.a);

2. The lowest threshold above which the underlying distribution’s
tail behaviour can be considered approximately GPd is auto-
matically selected as u∗ = ui – the first level above which the
corresponding L-statistics fall close enough to the curve, inside
the (1− α)% confidence bands. No threshold is selected if no
pair (t3,ui ,t4,ui) simultaneously falls inside both CI’s.

2.2 Automatic L-moment Goodness-of-Fit Selec-
tion Method (ALGFSM)

For the development of the alternative methodology we now present,
two main techniques were combined: computation of the goodness-
of-fit (GoF) measure suggested in Chapter 5 of [5], together with the
ForwardStop stopping rule used for automatic selection by [1]. Not
unlike our previous framework, the way to test the quality of the GPd
fit to a given sample of excesses will be based on the behaviour of
(t3, t4) in regard to (τ3, τ4). We will again make use of the asymptotic
Normality of these estimators, but another approach is taken for
estimation of the corresponding variability – simulation.
Let us introduce the four-parameter Kappa distribution (c.f. [4]),
given as function of µ ∈ R, σ > 0, ξ ∈ R and h ∈ R, respectively
location, scale and two shape parameters. The Kappa family counts
as special cases the GPd (h = 1), the Generalized Extreme Value
distribution (GEVd, h = 0) and other distributions of interest in
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various fields. Hence, it is convenient when commitment to one
such specific behaviour is not desired, or when a simpler two/three-
parameter distribution does not provide a sufficiently accurate fit.
The cumulative distribution function is given as

Kappa(x|µ, σ, ξ, h) :=



(
1− h

[
1 + ξ

x− µ
σ

]− 1
ξ

) 1
h

, h, ξ 6= 0

GEV(x|µ, σ, ξ), h = 0, ξ 6= 0(
1− h exp

[
−x− µ

σ

]) 1
h
, h 6= 0, ξ = 0

Gumbel(x|µ, σ), h, ξ = 0

(12)

with the variable support being bounded above by µ − σ
ξ if ξ < 0,

and bounded below by µ+ σ
ξ

(
1− hξ

)
if h > 0, or by µ+ σ

ξ if h ≤ 0

and ξ > 0 (with otherwise infinite right/left endpoints).

Figure 2: LMRD for the Kappa distr. – Figure A.1, page 204 of [5].

For this distribution, the L-skewness and L-kurtosis are dependent
on ξ and h, and as such, in the LMRD, the possible (τ3,τ4) pairs ap-
pear as a 2-dimensional sub-area of this plot, shown in Figure 2. The
most useful range of parameters (h ≥ −1) corresponds to the region
between the line corresponding to the Generalized Logistic distribu-
tion (h = −1) and the general lower bound for all distributions (2)
– the shaded area in Figure 2. Although analytical expressions for
the parameters in terms of the L-moments do not exist, this problem
can be circumvented using Newton-Raphson numerical methods.
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The versatility of the Kappa distribution makes it suitable for chec-
king robustness of statistical procedures under distributional as-
sumptions that may not be verified – this is the principle on which [5]
based their GoF test, evaluating the quality of adjustment to seve-
ral candidate distributions. In our setting, the interest is in deciding
after which candidate level are the excesses in a sample sufficiently
well modeled by the GPd. Since this is a special case of the Kappa
– meaning that the simpler distribution can be used if appropriate –
we follow the process of artificial data generation in [5], to compare
the observed and expected behaviours of the L-statistics.
For a sample of nu excesses of a threshold u, compute the corres-
ponding GPd-L-moment based GoF statistic ZGPu as follows:

• Fit a GPd to the data using the method of L-moments – since it is
a three-parameter distribution (with null location), it is fitted with
resource to `1,u, `2,u and t3,u, and as such the fitted distribution
has L-skewness equal to the estimated t3,u;

• Compute the theoretical L-kurtosis of the fitted GPd τGP4,u – the
point in the LMRD curve (4) corresponding to the abscissa t3,u;

• Fit a Kappa distribution using the method of L-moments – since
it is a four-parameter distribution, it is fitted with resource to `1,u,
`2,u, t3,u and t4,u;

• Simulate a large number N of samples of size nu from the fitted
Kappa ([5] suggest N = 500) – these provide estimates of bias B4,u

and variability σ4,u of the t4 for samples from this model;

• Compute the goodness-of-fit measure as

zGPu =
τGP4,u − t4,u +B4,u

σ4,u
. (13)

The ZGPu can be considered approximately standard Normal. Thus,
we judge the GPd fit to the excesses’ sample sufficiently accurate
if |zGPu | ≤ z1−α2 (with z1−α

2
the standard normal

(
1 − α

2

)
-probability

quantile, α the significance level – [5] suggest α = 0.1). However, with

the aim of choosing from an ordered set of candidate levels {ui}Ii=1,
it is best to quantify acceptability of the adjustment through the
p-value of the corresponding double-sided Normality test



146 Silva Lomba & Fraga Alves

pu = 2− 2 Φ
(
|zGPu |

)
, (14)

with Φ(.) the the standard Gaussian distribution function.
Repeating this process for all candidate thresholds, we obtain the
set of p-values corresponding to the set of ordered hypothesis

Hi
0 : the distribution of the ni excesses above ui follows the GPd,

for i = 1, . . . ,I, the same context under which [1] establish their
automatic selection procedure. So we make use of the same rejection
rule as in the reference, the ForwardStop, which under the (here
violated) assumption of independence of the multiple tests, allows for
control of the False Discovery Rate at a pre-set level α. Based on the
transformed sequence of p-values obtained from the GoF measure
ZGP , the ForwardStop consists of finding

k̂F = max

{
k ∈ {1, . . . ,I} : − 1

k

k∑
i=1

log(1− pi) ≤ α

}
(15)

where {pi}Ii=1 is the sequence of raw p-values of the ordered hypothe-

ses. The cutoff k̂F indicates rejection of all hypotheses H1
0 , . . . ,H

k̂F
0 .

−→ In summary, given a sample x1, . . . , xn of size n and {ui}Ii=1

a reasonable set of candidate thresholds (as before), the ALGFSM
works as follows:

1. For each candidate threshold ui, i = 1, . . . ,I:

a) Compute the GoF measure zGPi in (13) according to the des-
cribed fitting process;

b) Compute the corresponding p-value pi in (14);

2. Apply the ForwardStop stopping rule in (15) to the set of I

p-values of the ordered hypotheses, retrieving the cutoff k̂F ;

3. The lowest threshold after which the tail behaviour of the un-
derlying distribution can be considered approx. GPd is auto-
matically selected as u∗ = uk̂F+1 – the first level above which
the corresponding t4 behaves sufficiently closely to the expec-
ted behaviour of the GPd’s τ4. No threshold is selected if all
|zGPi | are too large (equivalently, all p-values too small).
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Performance of this method is, as expected, closer to that of the
ALCBSM than of the heuristic ALRSM, since the former was cons-
tructed on the same theoretical, asymptotic ground which does not
play an explicit part in the latter.

OBS: Simulation studies (here omitted) regrettably show significant
efficiency and accuracy loss of the suggested methodologies, compa-
red to the ALRSM and other state-of-the-art methods, regarding TS
and parameter and RL estimation. Thresholds selected tend to be
smaller than the appropriate level, and estimation suffers from both
considerable bias and uncertainty. Also, computational intensity of
both processes makes them unsuitable for large scale data batches re-
quiring simultaneous analysis. As such, the asymptotically justified
ALCBSM and ALGFSM cede superiority to the heuristic ALRSM.

3 Significant wave heights data sets

The hindcasts of storm peak significant wave heights (SWH) data
sets used to illustrate the proposed methodologies are available and
were previously studied in [10] and [7] – refer to these works for a full
description of the data: 315 SWH registered in the Gulf of Mexico
(GoM) from September 1900 to September 2005, averaging 3 yearly
obs., and 628 SWH registered in October through March, from 1964
to 1995 in the North Sea (NS), averaging ≈ 20.26 yearly records.
These previous studies suggest adequacy of a heavy tailed GPd fit to
the GoM data, unlike the bounded tailed GPd judged more suitable
for the NS data. Also, there was strong indication that a threshold
above the 70% sample quantile would be most appropriate for both
sets, giving shape parameter estimates coherent with the expected
tail weights from the preliminary analysis. The ALRSM results in
[10] were concordant with this assessment.
Table 1 summarizes the GPd-POT analysis performed, aiming at
comparison of threshold selection by the three mentioned methods,
and drawing inference regarding 100 and 10 000 year RL (in me-
ters). Selections through the ALCBSM and ALGFSM follow the
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procedures in Section 2, while results for the competing methodology
ALRSM were drawn from [10] (where results from other literature
suggestions are also shown for these series).

Table 1: TS and inference for the GoM and NS series by three TS
methods; PWM estimates in italic, ML estimates in straight font (for
the ALRSM, plugging in the PWM estimates yields similar results).

Sample

Data Method I quantile-% u∗ n∗ ξ̂ R̂L100
̂RL10000

Gulf
of Me-
xico

ALCBSM
I=10 47.5 2.578 165 -0.195 11.11 14.88

I=20 50.9 2.859 155 -0.064 12.29 21.25

ALGFSM
I=10 25 1.660 236 -0.183 11.14 15.15

I=20 25 1.660 236 -0.183 11.14 15.15

ALRSM
I=10 70 3.976 95 0.146 14.40 35.18

I=20 73.1 4.182 85 0.173 14.65 38.58

North
Sea

ALCBSM
I=10 25 2.204 470 -0.244 11.19 12.41

I=20 25 2.204 470 -0.244 11.19 12.41

ALGFSM
I=10 25 2.204 470 -0.244 11.19 12.41

I=20 25 2.204 470 -0.244 11.19 12.41

ALRSM
I=10 77.5 4.809 142 -0.346 10.72 11.37

I=20 80.5 5.113 123 -0.355 10.71 11.33

There are clear discrepancies between results from the asymptotically-
based methods and the ALRSM:

• Selected levels are considerably lower than those from the ALRSM
(which was expected given the simulation studies conducted) – the
lowest candidate is frequently selected;

• PWM estimates of ξ yielded by the ALCBSM and ALGFSM for the
GoM data are unsatisfactory, as positive estimates were expected
from sensible analysis of preliminary plots; this directly translates
into very low estimated RL, which is problematic for risk analysis;

• For the NS, both methodologies produce equal results – larger ξ̂
and consequent RL also a little higher than those of the ALRSM
(not as significant as for the GoM data given lightness of the tail).
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The ALCBSM and ALGFSM take around 1 or 2 seconds to produce
the full inference, which is not prohibiting of their use here, as hap-
pens for simultaneous analysis of large sample batches. As foreseen,
results from the newly introduced methods are not satisfactory for
these sets, compared to the also L-moment based ALRSM.
For illustration, we show for the NS data and I = 10: the GPd
LMRD with (t3,ui ,t4,ui), with 95% CI computed as (10) and (11),
for application of the ALCBSM – Figure 3; the ZGPi GoF measure
in (13), corresponding raw p-values (14) and adjusted ForwardStop
values for (15), for application of the ALGFSM – Table 2.

Figure 3: ALCBSM: NS data, I=10 candidates

This closer analysis shows the automatic procedures ignore some
issues, such as the possibility of threshold acceptance conditions,
while satisfied at lower levels, being violated for somewhat higher
candidates – subjective analysis of Figure 3 and Table 2 can suggest
the alternative choice u∗ = u7, closer to the ALRSM’s selection.

General Conclusions: These poor results compared to ALRSM (un-
der suitability of the POT-GPd), are due to two main factors: less
strict selection criteria naturally lead to lower chosen levels, and
more complex procedures (e.g. simulation of samples from fitted
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Table 2: ALGFSM: NS data, I=10 candidates

i ui ZGPi
raw Forward
pi Stop

1 2.204 -0.559 0.576 0.858
2 2.444 -0.219 0.826 1.304
3 2.800 0.992 0.321 0.999
4 3.193 1.596 0.110 0.778
5 3.490 1.663 0.096 0.643
6 3.822 2.057 0.040 0.542
7 4.246 0.936 0.349 0.526
8 4.809 0.143 0.887 0.733
9 5.697 -0.341 0.733 0.798
10 7.019 -0.306 0.759 0.861

Kappa) are typically more computationally demanding. We con-
clude that the proposed ALCBSM and ALGFSM, while having some
usefulness as validation techniques for detection of deviations from
expected GPd behaviour of excesses’ samples, are not appropriate as
stand-alone threshold selection methods for Extreme Value Analysis.
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Abstract: Given the absence of a disease-specific biomarker, there
are more than 20 symptoms-based case definitions of myalgic en-
cephalomyelitis/chronic fatigue syndrome. As a consequence, the
diagnosis for a given patient could vary from one case definition to
another. In this context, we analyse data from a biobank dedicated
to this disease in order to study the agreement between different
case definitions, the similarity between symptom’s profile among all
participants including healthy controls and patients with multiple
sclerosis. We also investigate the impact of patients’ misclassifica-
tion on a hypothetical association analysis using data simulation.
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1 Introduction

Myalgic encephalomyelitis/chronic fatigue syndrome (ME/CFS) is a
complex disease whose patients manifest unexplained fatigue lasting
for more than six months [1] or suffer from post-exertional malaise
that is not alleviated by rest [2]. Disease prevalence has been esti-
mated between 0.4% and 1.0% affecting six women to one man [3].
The underlying pathological mechanisms remain poorly understood,
but they are often associated with environmental stressors, including
severe viral infections [4].

Until now there is no accurate biomarker for disease diagnosis. To
overcome this problem, researchers and clinicians altogether have
proposed more than 20 different case definitions based on patients’
symptomatology while excluding known diseases that could explain
the fatigue reported by suspected cases [5]. As a consequence, the
diagnosis for a given patient can vary from one case definition to
another. Therefore, research from ME/CFS could be affected by
the inclusion of false positive cases in the respective data.

In the present paper, we discuss the problem of diagnosing ME/CFS
using data from the United Kingdom ME/CFS Biobank (UKMEB).
With this purpose, we first introduce the biobank and its data. We
then assess the agreement between 4 common case definitions of
ME/CFS in 275 suspected cases belonging to the UKMEB. We then
estimate the similarity between symptom’s severity profiles from sus-
pected cases, patients with multiple sclerosis, and healthy controls.
We also study the impact of patients’ misclassification on the sta-
tistical power of a hypothetical association analysis. Finally, we
conclude this paper with some final remarks.

2 The UKMEB

The UKMEB refers to a large data set of suspected cases of ME/CFS,
healthy controls, and patients with multiple sclerosis included as an
additional control group [6]. In terms of recruitment, suspected ca-
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ses were identified in different institutions across the National Health
Service from the United Kingdom and then referred to the CureMe
group, a dedicated clinical research team based in the London School
of Hygiene & Tropical Medicine and responsible for recruiting, ma-
naging, and curating the biobank. For this paper, the data set under
analysis consists of a total of 523 participants divided into 275 sus-
pected cases of ME/CFS, 136 healthy controls, and 112 patients with
multiple sclerosis.

3 Diagnostic agreement analysis

After patients’ referral for a possible integration in the biobank, sus-
pected cases were comprehensively evaluated according to four case
definitions of ME/CFS: Centre for Disease Control criteria (CDC-
1994) [1], Canadian Consensus Criteria (CCC-2003) [2], Institute of
Medicine Criteria (IOM-2005) [7], and International Consensus Cri-
teria (ICC-2011) [8]. The CDC-1994 requires the patients to have
unexplained fatigue for at least 6 months and at least four out of
eight fatigue-related symptoms. The IOM-2005 is typically used by
general practitioners and it requires the patients to show at least
three main symptoms such as profound fatigue, post-exertional ma-
laise, and unrefreshing sleep. The CCC-2003 requires the patients to
manifest four or more fatigue specific symptoms, at least two neuro-
logical or cognitive ones, and at least one autoimmune, neuroendo-
crine, or immune symptom. Finally, the ICC-2011 is more focused
on neuro-immune and cognitive symptoms, and on the inability to
produce sufficient energy on demand (post-exertional neuroimmune
exhaustion).

There were 269 (97.8%), 233 (84.7%), 229 (83.3%) and 213 (77.5%)
out of 275 suspected cases whose symptoms agreed with CDC-1994,
IOM-2005, CCC-2003, and ICC-2011, respectively (Table 1). This
finding suggests that the general practitioners who referred the sus-
pected cases to a possible integration in the biobank made their
diagnosis based on the CDC-1994. Unsurprisingly, only 62.9% of
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the suspected cases (n = 173) had a positive diagnosis across all the
four case definitions. Therefore, the remaining suspected cases had
at least one negative diagnosis.

Table 1: Frequency of suspected cases of ME/CFS according to their
diagnostic outcomes using different case definitions. Percentages in
the last row indicate the proportion of diagnosed cases by each case
definition.

Case definition
N

% of total
suspected cases

CDC-1994 IOM-2005 CCC-2003 ICC-2011

+ + + + 173 62.9
+ + + − 32 11.6
+ − + + 16 5.8
+ + − + 16 5.8
+ − − − 14 5.1
+ + − − 10 3.6
+ − + − 5 1.8
+ − − + 3 1.1
− − + + 3 1.1
− − − + 1 0.4
− + − − 1 0.4
− + − + 1 0.4

97.8% 84.7% 83.3% 77.5% 275 100%

It is worth noting that there were no suspected cases who had a
negative diagnosis across all case definitions. There were also three
individuals whose symptoms agreed with ICC-2011 only, IOM-2005
only, or both criteria. These individuals were considered to be fati-
gued but non-ME/CFS patients given that they did not agree with
either the CDC-1994 or the CCC-2003 as recommended for ME/CFS
research [9].
To better understand the agreement between diagnostic outcomes
obtained from different case definitions, we used the Jaccard’s si-
milarity index, J [10]. Note that this index is usually a measure
used to compare objects with shared attributes. Here we instead
applied this index to compare attributes themselves. For a pair of
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case definitions (Ci, Cj), this index was estimated as

J(Ci, Cj) =
S

Si + Sj − S
, i, j = 1, . . . , 4 , (1)

where Si and Sj are the number of suspected cases with a positive
diagnosis by Ci and Cj , respectively, and S is the number of suspec-
ted cases with a positive diagnosis by both criteria. In theory, the
index is defined between 0 and 1 (i.e., no and full agreement between
Ci and Cj across all individuals, respectively).
The estimates of this index ranged from 0.752 (IOM-2005 versus
ICC-2011) to 0.876 (CDC-1994 versus IOM-2005; CDC-1994 versus
CCC-2003) (Table 2). The estimates showed the stringency and dif-
ferences in scope of each case definition. In addition, these estimates
showed that, even if the general practitioners applied two different
case definitions of ME/CFS in their diagnosis, there could still be a
fraction of suspected cases where the respective diagnostic outcomes
might not agree with each other.

Table 2: Estimates of the Jaccard’s similarity index for the four case
definitions of ME/CFS using data from the UKMEB.

CDC-1994 IOM-2005 CCC-2003 ICC-2011
CDC-1994 1.000 0.876 0.876 0.760
IOM-2005 0.876 1.000 0.840 0.752
CCC-2003 0.876 0.840 1.000 0.753
ICC-2011 0.760 0.752 0.753 1.000

4 Symptoms’ similarity analysis

A major advantage of using data from the UKMEB is the com-
prehensive symptom’s characterisation of all study participants. In
particular, each participant had to report the severity of 57 symp-
toms occurred a month before data collection. Severity of each
symptom was categorised into absence, mild, moderate, and severe.
These invaluable data were then analysed to assess the similarity of
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all participants in terms of their symptom’s severity profile. With
this purpose, we first computed all possible 4× 4 contingency tables
resulting from cross-tabulating the symptom’s severity data for any
given pair of participants (i, j), i, j = 1, . . . , 523. We then calcu-
lated a similarity matrix between any given pair of individuals by
estimating the Cohen’s κ coefficient [11] in the corresponding 4× 4
contingency tables, that is,

κij =

∑4
k=1 pij,kk −

∑4
k=1 pij,k·pij,·k

1−
∑4
k=1 pij,k·pij,·k

, (2)

where k = 1, . . . , 4 , pij,kk is the proportion of symptoms with seve-
rity k reported by both individuals i and j, pij,k· is the proportion
of symptoms with severity k reported by individual i, and pij,·k is
the proportion of symptoms with severity k reported by individual
j. The resulting similarity matrix was then analysed by classical
multidimensional scaling (MDS; Figure 1A) and hierarchical cluster
analysis using complete linkage (Figure 1B).
With respect to the classical MDS, the first two components could
explain 33.1% of the total inertia (Figure 1A). More importantly,
the first component clearly discriminated healthy controls from sus-
pected cases of ME/CFS. In the same component, patients with
multiple sclerosis and the three fatigued non-ME/CFS cases were
located between these two groups with some overlap. As expected,
healthy participants were the most homogeneous cohort due to an
absence or, at most, mild severity of the different symptoms. In con-
trast, the suspected cases of ME/CFS consisted of a diverse group
as evidenced by their wide spread in the plot. Interestingly, a few
suspected cases of ME/CFS had symptom’s severity profiles similar
to the ones from healthy controls. In agreement with these observa-
tions, the hierarchical cluster analysis revealed that some suspected
cases of ME/CFS could be placed in clusters together with healthy
controls and patients with multiple sclerosis (Figure 1B); a detailed
analysis on the optimal number of clusters will be done elsewhere.
Therefore, it was reasonable to assume that some of the suspected
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cases of ME/CFS, although agreeing with CDC-1994 or CCC-2003,
could be in fact true cases of another disease, as discussed by Nacul
et al. [12].
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Figure 1: Symptom’s similarity analysis based on the Cohen’s κ
coefficient: classical multidimensional scaling (A); dendrogram of
hierarchical clustering analysis based on complete linkage (B) where
the colour coding at the bottom is the same shown in A.
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5 Impact of misclassification on an asso-
ciation analysis

Given the possibility of patients’ misclassification, we performed a
small simulation study to assess the reduction of statistical power at-
tributed to this issue in the context of an association analysis. With
this purpose, we simulated data from a case-control study with the
aim to investigate a hypothetical association of a binary exposure va-
riable (exposed versus not exposed) with ME/CFS. In this scenario,
the observable data could be summarised by a 2× 2 frequency table
whose sampling distribution was given by the following product of
two Binomial distributions,

f (x0, x1|n0, n1; θ0, θ1) =
∏
i=0,1

(
ni
xi

)
θxii (1− θi)ni−xi , (3)

where x0 and x1 are the frequencies of exposed healthy controls and
suspected cases, respectively, n0 and n1 are the associated sample
sizes, and θ0 and θ1 are the corresponding probabilities of exposure
in healthy controls and suspected cases.
To study the impact of a potential misclassification of suspected ca-
ses on the detection of a possible association, four main assumptions
were considered for the simulated data: (i) suspected cases could
be divided into apparent (or false positive) cases and true positive
cases of ME/CFS; (ii) the apparent cases were deemed equivalent
to healthy controls in terms of degree of exposure, i.e., the probabi-
lity of exposure in these individuals was given by θ0; (iii) there was
an overall misclassification rate, γ, for the suspected cases; and (iv)
misclassification was only dependent on the true clinical status of
each suspected case. Under the assumption (ii) and the law of total
probability, the probability of exposure associated with suspected
cases could be written as

θ1 = γθ0 + (1− γ)θ∗1 , (4)

where θ∗1 is the probability of exposed true cases.
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We then studied the power of rejecting the null hypothesis of lack
of association (i.e., H0: odds ratio = 1) by the Pearson’s χ2 test for
independence, when considering this simple misclassification scena-
rio. Similar investigation could have been done using Fisher’s exact
test instead. With this purpose, we used simulation to estimate the
number of times that H0 could be rejected at a significance level of
5%.
We augmented the observable 2 × 2 frequency table where the sus-
pected cases were subdivided into apparent and true positive cases
(Table 3). In this case, we simulated data from healthy controls
according to the Binomial distribution with a sample size of n0 indi-
viduals and probability of success θ0. With respect to the suspected
cases, we simulated data from a Multinomial distribution with a
sample size of n1 individuals and probability vector given by the
probabilities shown in Table 3. Note that, given assumption (iv),
the associated Multinomial distribution could be decomposed into
the following Binomial distribution

n1,m|n1; γ ; Bin(n1, γ) , (5)

referring to how many individuals were hypothetically misclassified
as true positive cases, and two Binomial distributions conditional to
n1,m

X1,F |n1,m; θ0 ; Bin(n1,m, θ0) , (6)

and

X1,T |n1 − n1,m; θ∗1 ; Bin(n1 − n1,m, θ
∗
1) , (7)

where X1,F and X1,T were the random variables referring to the
number of exposed false positive and true positive cases, respectively.
For illustrative purposes, we performed our simulation study with
n0 = n1 = 100, θ0 = 0.25, and θ∗1 = 0.35. According to this parame-
ter specification, the odds ratio of true positive cases versus healthy
controls was 1.62, a low but reasonable value for a putative associa-
tion with ME/CFS, given that there is no disease-specific biomarker.
To estimate the power of rejecting H0, we generated 10,000 data sets
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for each value of γ, ranging from 0 (no misclassification) to 1 (full
misclassification) with a lag of 0.01. In each data set, H0 was rejec-
ted if the p-value of the Pearson’s χ2 test was less than 0.05. For a
given parameter set, power was finally estimated as the proportion
of simulated data sets in which H0 was rejected.

Table 3: Augmented version of the observable 2× 2 frequency table
and the respective probabilities under a Binomial and a Multinomial
distribution for healthy controls and suspected cases, respectively.

Healthy
Controls

Suspected Cases

Exposure False positive cases True positive cases

1 θ0 θ0γ θ∗1(1− γ)
0 1− θ0 (1− θ0)γ (1− θ∗1)(1− γ)

As expected, the estimated power decreased with the misclassifica-
tion rate γ (Figure 2). As a control scenario, when all suspected
cases were considered to be false positives (γ = 1) and therefore the
data sets were simulated from H0, the corresponding power was esti-
mated at 5%, the significance level specified for the Pearson’s χ2 test.
In opposition, when the suspected cases were all considered true po-
sitive cases (γ = 0), the power to detect a hypothetical association
was estimated at 34%. This low power simply reflected the limited
sample size to detect a weak association between exposure and the
disease. In a less extreme case of misclassification, γ = 10% implied
an estimated power of 29%, which reflected a decrease in 14.7% of
the power estimated for the scenario with no misclassification.

6 Concluding remarks

In summary, our analysis showed that suspected cases of ME/CFS
from the UKMEB did not fully agree with four main case definiti-
ons of the disease. In addition, some of these suspected cases showed
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Figure 2: Estimated probability of rejecting H0 (i.e., lack of associ-
ation) as function of the misclassification rate γ.

symptom’s severity profiles similar to healthy controls and patients
with multiple sclerosis. These findings demonstrated the difficulty
of diagnosing ME/CFS based on symptoms’ assessment alone. To
overcome this and other difficulties, there are currently efforts for
a stronger collaboration among European researchers for accelera-
ting the discovery of an objective disease-specific biomarker [13].
However, joint efforts for biomarker discovery are very likely to suf-
fer from limited statistical power due to a possible misclassification
of the suspected cases. A possible solution to this problem is to
take into account for misclassification in the respective statistical
analysis. Such a solution is also problematic because modelling mis-
classification leads to an eventual problem of overparameterisation.
From a frequentist standpoint, overparameterization could be avoi-
ded by fixing the misclassification rate in a reasonable estimate for
the sensitivity of the diagnostic test. A more elegant way of doing
so is to use Bayesian analysis where the prior information about
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the misclassification rate takes the form of a probability distribu-
tion. However, both frequentist and Bayesian solutions show a main
hurdle for their implementation in the research of ME/CFS. Given
the lack of a disease biomarker, it is unclear which reasonable value
or probability distribution to choose for the sensitivity of current
diagnostic tools of ME/CFS.

As a final remark, our formulation of the misclassification problem
assumed that misclassification is only dependent on the true clini-
cal status of the suspected cases. In practice, it is very likely that
misclassification is dependent on the symptoms’ severity profile of a
given individual, or at least dependent on a given set of covariates.
If so, Paulino et al. [14] provided a Bayesian solution for modelling
misclassification in this scenario. Given its technical complexity, we
envision some difficulties in a wide application of this statistical so-
lution by researchers of ME/CFS who are typically not trained in
such advanced statistical methodology. To overcome this potential
problem, we recommend a strong collaboration between these rese-
archers and biostatisticians who have in principle the technical skills
needed.
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Resumo: O ensino da Estat́ıstica enfrenta desafios complexos. A
revolução informática trouxe consigo uma explosão de técnicas e mé-
todos estat́ısticos. O tempo dispońıvel para o ensino é cada vez mais
disputado e a preparação com que os alunos chegam ao Ensino Supe-
rior tende a cair. São insistentes os apelos para ‘aligeirar’ os cursos.
Como ensinar estat́ıstica nesta conjuntura? Deve-se privilegiar a
formação de base ou a extensão da matéria coberta? Deve-se trocar
teoria por aplicações? O software livre R, criação notável da comu-
nidade estat́ıstica, é um exemplo do potencial de interligação entre
ensino de conceitos teóricos e a sua concretização e aplicação. Eis
algumas reflexões sobre o ensino de Estat́ıstica no Ensino Superior,
resultantes de quatro décadas de experiência.

1 Introdução

A revolução informática das últimas décadas teve efeitos śısmicos,
também na Estat́ıstica. As novas capacidades de recolha, armazena-
mento e computação provocaram um salto qualitativo na metodolo-
gia de análise estat́ıstica. Hoje em dia, qualquer um de nós tem à
sua disposição mais capacidade de cálculo e de armazenamento do
que dispunham os grandes centros informáticos em 1973, quando o
autor começou o seu curso no Ensino Superior.
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Tornou-se viável a aplicação em larga escala de metodologias con-
ceptualmente pré-existentes como as regressões lineares múltiplas,
as análises em componentes principais ou os modelos que mais tarde
viriam a ser agrupados sob a designação de lineares generalizados.
Surgiram novas classes de modelos, como os modelos mistos genera-
lizados, e novas áreas de estudo como a estat́ıstica espacial. Meto-
dologias até então impensáveis dada a sua natureza eminentemente
computacional viram a luz do dia: reamostragens, redes neuronais,
algoritmos de arrefecimento controlado (simulated annealing) e os
algoritmos associados ao que se convencionou chamar big data, en-
tre muitos outros. Esta transformação qualitativa representa um
enorme desafio para o ensino da Estat́ıstica entendida em sentido
lato, ou seja, incluindo o que por vezes se designa análise de dados
ou ciência dos dados.
Poucos questionam hoje a importância da Estat́ıstica, cada vez mais
omnipresente (para o bem e para o mal) nas nossas vidas. Ninguém
questiona que a informática seja uma ferramenta indispensável na
Estat́ıstica. Mas por detrás dum aparente consenso há muita diver-
sidade – e mesmo divergência – de opiniões sobre os reflexos que tal
importância deve ter nos programas e conteúdos do ensino. Parado-
xalmente, existe uma resistência crescente ao ensino dos conhecimen-
tos de base matemáticos, probabiĺısticos, algoŕıtmicos e informáticos
necessários à Estat́ıstica e análise de dados. Há apelos constantes a
aligeirar o conteúdo teórico, reforçar o lado prático e aplicado das
disciplinas e optar por receituários do tipo pronto-a-usar. As ome-
letes são muito cobiçadas, mas assegurar os ovos que as permitem
confeccionar torna-se cada vez mais dif́ıcil, com os resultados previ-
śıveis.
Naturalmente, cada contexto educativo é diferente. Os problemas e
desafios colocados não são iguais para quem lecciona em cursos de
Estat́ıstica, para quem lecciona disciplinas de Estat́ıstica em cursos
com forte base matemática e/ou informática, ou para quem lecciona
em cursos onde a quantificação e as metodologias com fundo ma-
temático são encaradas com suspeição. Mas, apesar das diferenças,
há questões e problemas comuns. Aqui ficam algumas reflexões sem
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grandes pretensões, resultantes de quatro décadas de ensino numa
escola superior de engenharias e ciências biológicas.

2 A dificuldade objectiva

Há uma dificuldade objectiva no ensino da Estat́ıstica que é comum
a outros campos do conhecimento. Trata-se da dificuldade de con-
ciliar:

• o crescimento exponencial de conhecimentos (ou seja, de po-
tencial matéria a leccionar);

• os ńıveis comparativamente constantes das nossas capacidades
cognitivas e do nosso tempo de vida útil; e

• a tendência para a diminuição do tempo de leccionação que
nos é disponibilizado, bem como da preparação com que os
alunos chegam ao Ensino Superior.

As actuais metodologias estat́ısticas assentam sobre conhecimentos
de base muito mais extensos do que há apenas alguns anos. A di-
versificação que acompanhou a explosão de técnicas estat́ısticas não
deixa de exigir uma boa formação matemática de base, sobretudo
em teoria das probabilidades, álgebra linear, teoria de matrizes e
análise matemática. A estas, acrescenta-se a necessidade da algo-
ritmia, de bases de dados, de bases informáticas sólidas, incluindo
a programação. Simultaneamente, há cada vez mais metodologias e
técnicas estat́ısticas para conhecer e aprofundar.
Acompanhamos com dificuldade esta explosão de conhecimentos. Se
é verdade que do ponto de vista da evolução humana se pode falar
num progresso das nossas capacidades cognitivas, é igualmente ver-
dade que os tempos dessa evolução no plano individual não têm
comparação com a rapidez do progresso cient́ıfico colectivo, mesmo
tendo em conta que a nossa esperança de vida quase duplicou no
decurso do último século. O ensino da Estat́ıstica é, objectivamente,
cada vez mais dif́ıcil.
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A dificuldade é ainda maior se se tiver em conta que a formação pré-
via de muitos alunos que hoje chegam ao Ensino Superior apresenta
lacunas e deficiências maiores do que há alguns anos atrás. Uma
realidade universalmente constatada, apesar das resistências à sua
explicitação (para um discussão da situação em França, veja-se [1]).

3 O programa R e experiências de ensino

Remando em sentido contrário ao das dificuldades acima referidas,
a revolução informática trouxe também enormes possibilidades ao
ensino. Ao libertar-nos de pesados fardos computacionais, liberta
tempo para a leccionação de conceitos de base. Dá vida e permite
visualizar os resultados das análises e dos ajustamentos de modelos.
Permite romper com a aridez de resultados conceptuais cuja tra-
dução prática não era posśıvel, e que em determinado momento se
arriscavam a canalizar a Estat́ıstica para becos sem grande ligação
à vida.

A comunidade estat́ıstica foi capaz de transformar esse potencial
numa criação magńıfica: o software livre R [6], assente na linguagem
de programação estat́ıstica S [2]. Desafiando muitos lugares comuns,
um programa não comercial, livre e gratuito, assente na colaboração
mútua da comunidade estat́ıstica, transformou-se em poucos anos
numa espécia de lingua franca e numa ferramenta indispensável ao
ensino e aplicação da Estat́ıstica.

O grupo de Matemática do Instituto Superior de Agronomia (da
actual Universidade de Lisboa) tem um longo historial de uso da
linguagem S e do programa R no ensino, quase seguramente pioneiro
no nosso páıs. Logo em 1995-96 o software comercial S-Plus foi
introduzido em disciplinas do Mestrado em Matemática Aplicada
às Ciências Biológicas (MMACB, entretanto extinto) e a partir de
1997 foram utilizadas versões pré-1.0.0 do programa R. No ińıcio
deste século generalizou-se o uso do R em todas as disciplinas de
Estat́ıstica no ISA. No MMACB também se utilizou o XLisp-Stat
[7], outro programa livre estat́ıstico com enormes potencialidades,
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nomeadamente no campo dos gráficos dinâmicos (no século XX era
uma novidade de peso ter janelas de diálogo que permitiam alterar
em tempo real um gráfico), mas que infelizmente sucumbiu em 2005
à concorrência do R [3].

A introdução do R no ensino do ISA não foi indolor, nem a ńıvel
institucional, nem entre os alunos. Criticado por muitos colegas ex-
teriores à comunidade estat́ıstica por ser um software “complicado”,
“que está bem para matemáticos, mas não é adequado aos utiliza-
dores”, o R é ainda hoje sujeito a cŕıticas por parte de alguns alunos
nos inquéritos pedagógicos. Essas cŕıticas já não questionam tanto
a importância da ferramenta, quanto o facto de esta não ser consi-
derada parte da matéria a avaliar (“ensinam R mas não avaliam se
sabemos trabalhar com o R”;“muito do tempo em aula é ocupado com
o programa R, também importante, que não é avaliado”). A questão
suscitada é relevante: o R é matéria ou apenas uma ferramenta? Se
é matéria, o ensino de programação em R não deveria fazer parte do
programa das disciplinas? Mas, nesse caso, as cŕıticas à utilização
do R não subirão de tom?

4 Big data über alles?

Em 1962, Tukey [8] escrevia um importante artigo de fundo (The
Future of Data Analysis) que identificava problemas hoje evidentes
e que era também um grito de revolta contra o excesso de teoria e
formalismo na estat́ıstica. De forma premonitória, escrevia Tukey:
“Quatro influências principais operam sobre a análise de dados nos
nossos dias: (i) as teorias formais da estat́ıstica; (ii) os cada vez
mais rápidos desenvolvimentos dos computadores e dos dispositivos
de visualização; (iii) o desafio que, em muitas áreas, representam
os conjuntos de dados cada vez maiores e mais numerosos; (iv) a
ênfase na quantificação, numa cada vez maior gama de disciplinas”.

A discussão sobre o papel e natureza da Estat́ıstica abrange a sua
própria designação. Foram propostas as expressões Análise de Dados
e Ciência de Dados. Mas estas discussões semânticas por vezes escon-
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dem a essência do que está em causa. Como escreve Donoho [4] num
número especial da revista Journal of Computational and Graphi-
cal Statistics, “Para os estat́ısticos, este fenómeno [da Data Science
Initiative] pode parecer intrigante. Os estat́ısticos vêem gestores a
promover, como se fossem novidade, actividades que os estat́ısticos
têm levado a cabo, diariamente, ao longo de toda a sua carreira e
que eram consideradas correntes já nos tempos em que frequentavam
os seus cursos avançados. A profissão estat́ıstica enfrenta um mo-
mento confuso: as actividades com que se preocuparam ao longo de
séculos estão hoje na ribalta, embora se alegue que essas activida-
des são novinhas em folha, e sejam levadas a cabo (não tendo, na
realidade, sido inventadas) por arrivistas e desconhecidos”.
Por vezes a cŕıtica ao ensino dos conceitos de base aparece sob a
capa do apelo a ensinar Estat́ıstica “através de casos concretos”.
Não é raro depararmo-nos com a tentativa de dar estatuto a essa
abordagem através das novas designações como Ciência dos Dados.
Mas como escreve Peng [5], “o maior desafio ao ensino nas áreas da
Ciência dos Dados é a sua dificuldade e potencialmente grande ine-
ficiência [...] reduzindo o ensino a um desfile de casos particulares.
Embora cada caso possa ser do interesse de alguns, é improvável que
um qualquer caso seja de utilidade para todos. Em qualquer institui-
ção de ensino superior, com recursos finitos, é imposśıvel dar uma
instrução formal sobre todos os casos particulares a todos quantos
dela necessitem. É muito mais eficiente ensinar o modelo linear
generalizado e o teorema limite central”.
A necessidade dum novo quadro conceptual para a Estat́ıstica é mui-
tas vezes ligada à generalização dos grandes conjuntos de dados (big
data). O surto de grandes volumes de dados é reflexo da explosão
das capacidades de recolha de dados através das omnipresentes redes
informáticas, de sensores, drones ou computadores de pequeno porte
e extremamente baratos, como os Raspberry Pi. Do ponto de vista
estat́ıstico a existência destes grandes volumes de dados, muitas ve-
zes censitários, representa uma espécie de vingança da estat́ıstica
descritiva, tantas vezes injustamente encarada como parente pobre.
Mas Donoho [4] escreve: “Podemos rejeitar de imediato o big data
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como critério significativo de distinção entre a estat́ıstica e a ciên-
cia de dados. [...] A própria designação ’estat́ıstica’ foi inventada
com o ińıcio dos esforços modernos de recolha de dados censitários,
ou seja, dados completos sobre todos os habitantes de um páıs, por
exemplo a França ou os Estados Unidos. Os dados dos censos são
aproximadamente da escala dos actuais big data, mas existem há
mais de 200 anos!”. Curiosamente, hoje discute-se intensamente a
possibilidade de pôr fim aos censos populacionais, em parte pela exis-
tência de formas alternativas de recolha de dados, mas também em
parte devido a considerações orçamentais e dificuldades loǵısticas,
que revelam existirem outros factores em jogo.
A generalização de grandes conjuntos de dados, sendo incontestável,
não é universal. Em muitas áreas de estudo o tempo e custos associa-
dos à recolha de dados são demasiado elevados para que seja realista
encarar a existência de grandes amostras. Noutros contextos, a re-
colha de dados é uma operação destrutiva (pensemos na necessidade
de abrir uma lata de conserva ou garrafa de vinho para efeitos de
controlo de qualidade, ou ainda em medições que envolvam a des-
truição f́ısica ou mutilação de animais). Há também contextos em
que, sendo posśıvel recolher enormes massas de dados, a natureza ou
importância da decisão a tomar com base nesses dados não justifica
o investimento de recursos e tempo que essa recolha exige. Ou seja,
haverá sempre a necessidade de amostragem, e portanto de técnicas
de inferência estat́ıstica associadas à amostragem. Até mesmo em
contextos de big data, há exemplos do recurso à selecção de amostras
devido ao volume excessivo de dados dispońıvel. Por vezes o big é
too big.
Outro aspecto deve ser tido em conta quando se fala de big data:
a sua frequente associação a áreas ou aplicações opacas, de origem
comercial ou securitária/militar. A natureza não transparente de
muitas das formas de recolha e análise de dados a partir das redes
informáticas torna reais os perigos de manipulação e controlo, como
é do conhecimento público no que respeita aos algoritmos de selec-
ção, direccionamento ou mesmo censura de conteúdos de pesquisas.
Esta opacidade, que é contrária ao esṕırito aberto e colaborativo
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que presidiu ao desenvolvimento do programa R, convive mal com a
transparência que é necessário assegurar nas actividades cient́ıficas
e na sociedade em geral.

5 Ensino para quê?

Nos últimos anos, as dificuldades objectivas são acompanhadas por
uma dificuldade crescente em encontrar vontade, horas e espaço cur-
ricular para ensinar os conceitos de base necessários.

No ińıcio deste milénio a reforma do ensino associada à Declara-
ção de Bolonha de 1999 veio acompanhada de floreados verbais so-
bre “novos paradigmas de ensino” em que se daria a “substituição
da transmissão de conhecimentos” pela “aquisição de competências”
(como se fosse posśıvel existirem competências sem conhecimentos).
O ensino passaria a ser “centrado no aluno” (e pelos vistos já não no
conhecimento). A concretização em Portugal da reforma de Bolonha
traduziu-se no desaparecimento dum ciclo inteiro de ensino, os anti-
gos Mestrados (que se seguiam às Licenciaturas de 5 anos), ou seja, a
formação de especialização que era também utilizada por alunos com
cursos iniciais noutras áreas para aprofundar os seus conhecimentos
matemáticos e estat́ısticos. Do dia para a noite muitas disciplinas de
especialidade e formação complementar desapareceram sem deixar
rasto. Houve estabelecimentos do Ensino Superior em que a reforma
de Bolonha foi mesmo aproveitada para reduzir horas lectivas ou ex-
tinguir disciplinas de Matemática, e até de Informática, nos novos
1◦s e 2◦s ciclos de ensino.

Rapidamente se comprovou que essas opções não asseguravam uma
formação adequada, nomeadamente aos alunos que seguiam para
Doutoramento. Foram sendo criadas, em substituição, componentes
lectivas dos Doutoramentos. Mas propinas exorbitantes, novas re-
gras impondo barreiras ao funcionamento de disciplinas com poucos
alunos e o menor interesse dos alunos por disciplinas isoladas, não
conducentes a habilitações literárias, inviabilizaram o funcionamento
de muitas dessas novas componentes lectivas dos Doutoramentos. O
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saldo foi seguramente prejudicial para o páıs.
A brutalidade dos cortes orçamentais que atingiu o Ensino Supe-
rior público em Portugal nesses mesmos anos tornou as coisas ainda
mais complicadas. Chavões supostamente “modernos” (“promover o
auto-estudo”; “reduzir as horas de contacto”; “hoje está tudo na in-
ternet, não vale a pena ensinar essas coisas”) reflectem muitas vezes
pressões que não são essencialmente pedagógicas, mas sim de ı́ndole
orçamental. Por detrás da grandiloquência dos chavões esconde-se,
muitas vezes, o vazio.
Existem factores poderosos por detrás destas tendências destruti-
vas. Por um lado, a crescente comercialização do ensino, com a sua
tendência inerente para desvalorizar a função que justifica a própria
existência do ensino (ensinar), em detrimento de mais uma ‘oportu-
nidade de negócio’ onde, a troco de propinas de milhares de euros, se
‘vendem’ certificados de habilitações, mesmo que estas habilitem re-
almente pouco. Uma lógica comercial em que ‘o cliente tem sempre
razão’ e se o cliente não quer coisas dif́ıceis, assim seja.
Existe também aquilo que podemos designar pelo paradoxo da tec-
nologia: se é verdade que o desenvolvimento tecnológico exige cada
vez mais conhecimentos, é igualmente verdade que a aplicação da
tecnologia e da inteligência artifical leva a que em muitos postos de
trabalho (humanos) sejam necessárias cada vez menos qualificações.
Os avanços tecnológicos tornam posśıvel, embora não necessário nem
inevitável, que cada vez menos pessoas, com formações cada vez mais
baixas, desempenhem uma proporção crescente das necessidades la-
borais, reservando a formação de alto ńıvel para um número muito
reduzido de pessoas. O ensino de massas de alta qualidade deixa de
ser uma necessidade, no sistema em que vivemos. E, no caso con-
creto de Portugal, corremos o risco de ver o ensino de alta qualidade
ser essencialmente transferido para páıses menos periféricos do que o
nosso, deixando-nos na posição de formadores de trabalhadores com
baixas qualificações.
Jean-Paul Brighelli [1] escrevia em 2005: “Nestes últimos anos, e
pela primeira vez após três décadas, a procura de trabalhadores não
qualificados aumentou de forma assinalável em França. E quanto
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menos souberem, mais facilmente serão moldáveis e manobráveis à
discrição”. No seu polémico livro sobre a evolução do Ensino Secun-
dário em França, Brighelli considera que as tendências de desvalori-
zação do ensino são assumidas: “Hoje, a escola morreu [...]. Mas a
constatação desta morte programada, anunciada, uma constatação
que é partilhada por todos — pais, alunos e professores — não é
suficiente. É preciso compreender porque se destrói conscientemente
a escola. [...] Quem não consegue ver que a ‘modernidade’ é, na
realidade, um regresso ao obscurantismo? [...] Quem não consegue
ver que a ‘formação’ que se obtém na escola moderna equivale a uma
desqualificação massiva? [...] O neo-liberalismo fez regressar a mi-
séria; é lógico que ao mesmo tempo reabilite a ignorância. Mas uma
ignorância com diploma”.

6 Em jeito de conclusão

A discussão sobre o ensino da Estat́ıstica no Ensino Superior não
tem fim, até porque a realidade está em evolução permanente. Mas
algumas ideias são intemporais.

• O objectivo do ensino é, e será sempre, transmitir conheci-
mento. Um bom sistema de ensino é aquele que ensina. A
tentativa de opor “transmissão de conhecimentos” a “aquisição
de competências” é não apenas uma falsa oposição. É peri-
gosa, porque alimenta a ideia de que os conhecimentos são, em
si mesmos, algo datado, ultrapassado, desnecessário e mesmo
pernicioso. Esta espécie de niilismo educacional é contrário à
ciência e ao progresso. O ensino não deve ter vergonha de en-
sinar, ou seja de transmitir conhecimentos, bases, resultados
fundamentais em cada área. Pelo contrário, deve recuperar o
orgulho de o fazer, mesmo que isso signifique não acompanhar
certas modas (de duvidoso interesse e seguramente passagei-
ras) e mesmo sabendo que isso exige esforço e trabalho, da
parte de alunos e professores.
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• A transmissão de conhecimentos é, objectivamente, cada vez
mais dif́ıcil, dada a explosão de conhecimentos e o tempo es-
sencialmente constante, ou em decréscimo, dispońıvel para esse
fim. Torna-se fundamental definir correctamente as priorida-
des. A ideia hoje em voga de que“não vale a pena ensinar tanta
coisa” porque “está tudo na internet” não difere, na sua essên-
cia, de afirmar em 1950 que “não vale a pena porque está tudo
nos livros” ou de afirmar há 2000 anos que “não vale a pena
porque está tudo nos papiros”. É incontestável e altamente
positivo que exista hoje uma imensidão de conhecimentos à
distância de um clic. Mas a questão de fundo é que o apro-
veitamento útil da informação dispońıvel só é posśıvel se o po-
tencial receptor tiver a capacidade de compreender, assimilar e
filtrar a autêntica overdose de informação à sua disposição. E
essa capacidade adquire-se com uma sólida formação de base,
que é assegurada pelo ensino que recebemos.

• Deve evitar-se colocar como alternativas irredut́ıveis o ensino
dos conhecimentos de base (ensino em profundidade) e o en-
sino, necessariamente mais superficial, de uma vasta gama de
temas (ensino em extensão). O ensino em extensão tem a
virtude de alargar horizontes, mas necessariamente em detri-
mento da compreensão mais profunda das ferramentas utiliza-
das. Por sua vez, o ensino em profundidade (necessariamente
mais afunilado), ao fomentar a compreensão e ajudar a domi-
nar a metodologia, autonomiza o aluno. Se formos forçados a
optar por uma dessas alternativas, é prefeŕıvel ensinar as ba-
ses do conhecimento. E isso é ainda mais importante nas fases
iniciais dos percursos escolares, nomeadamente nos primeiros
ciclos do Ensino Superior. É essa ‘transferência de tecnologia’
que permite ao estudante pensar pela sua cabeça. Sacrificar
os resultados fundamentais de cada área do conhecimento no
altar duma alegada “adaptação aos tempos” ou “ao mercado
de trabalho” significa, perversamente, privar o aluno da capa-
cidade de se adaptar às recorrentes, e cada vez mais rápidas,
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evoluções tecnológicas e metodológicas.

• A integração de conhecimentos, que é cada vez mais impor-
tante para enfrentar as complexidades crescentes dos nossos
dias, não se faz com base em generalidades ou “especialistas
da integração”, mas com base na compreensão profunda de de-
terminadas áreas, ao mesmo tempo que se têm conhecimentos
suficientes para dialogar com pessoas de outras áreas. Abdicar
dum ensino sólido e de qualidade condenaria o nosso páıs a
uma posição cada vez mais periférica e subalterna.

De uma coisa podemos estar certos: daqui a muitos anos continu-
ará a haver necessidade de analisar, modelar e extrair informação
de dados. A Estat́ıstica (seja qual for a sua designação) não vai
desaparecer. E será necessário continuar a ensiná-la.
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Abstract: We show a connection between B. L. Welch’s approxi-
mate two-sample t-test and the exact t solution to the Behrens-
Fisher problem developed by Henry Scheffé: the Welch test statistic
is the result of averaging the variance estimators in the denominator
of the Scheffé test statistic for all pairings of the two samples.

1 Introduction

The Behrens-Fisher problem is that of making inferences about the
difference between two population means, when the associated po-
pulation variances are unknown and possibly different. It is an old
and very well-known problem in statistical inference, and it remains
a relevant problem in daily applications of statistics, from the most
trivial to the very sophisticated. In this paper we present and prove
a connection between two old solutions of this problem: B. L. Welch’s
solution, which is approximate, and Henry Scheffé’s solution, which
is exact (in the sense that the distribution of the test statistic under
H0 is completely specified irrespective of the unknown population
variances), but involves a randomization procedure.
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Let X = (X1, . . . ,Xnx) and Y =
(
Y1, . . . ,Yny

)
, where nx ≤ ny, be in-

dependent random samples ofX ∼ N
(
µX ,σ

2
X

)
and Y ∼ N

(
µY ,σ

2
Y

)
,

respectively. The familiar Welch approximate t-test [13] is based on
referring the test statistic

T =
X − Y√
S2
X

nx
+

S2
Y

ny

, (1)

under H0 : µX − µY = 0, to an approximating t distribution with
variable degrees of freedom determined from the sample values by
the method of moments. Another early solution to the Behrens-
Fisher problem, developed by Scheffé [10, 11], is based on a statistic

Tj =
X − Y√

S2
Uj

nx

, (2)

where the variance estimator S2
Uj

in the denominator is obtained as
follows:

(i) Arbitrarily match the two samples into nx pairs (X1,Y1j) ,
(X2,Y2j) , . . . , (Xnx ,Ynxj), where the second subscript j stands
for the particular pairing of the two samples; and

(ii) Calculate the sample of weighted differences Uij = Xi − c Yij
(i = 1, . . . ,nx), where c =

√
nx/ny, and their variance S2

Uj
.

Welch’s test has sometimes been criticized for not being exact. In-
deed it requires two levels of approximation:

(a) The distribution of the statistic T , which is cumbersome and
at any rate depends on the unknown population variances σ2

X

and σ2
Y in general, is approximated by a simpler t–distribution

via moment matching [14].

(b) The degrees of freedom of the approximate t–distributions,
which are a function of the population variances, must be esti-
mated by the method of moments, replacing σ2

X and σ2
Y with

S2
X and S2

Y .
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Nonetheless, Welch’s test is the frequentist alternative to Student’s
two sample t–test most commonly given by textbooks and software
for the case when homogeneity of the population variances cannot
be assumed. And in fact, whenever it has been compared to other
alternatives, it has usually shown to be an adequate compromise
between ease of calculation, size stability, and good statistical power
[5, 7, 8].

Scheffé’s statistic Tj is remarkable for being a pivot with an exact
tnx−1 distribution under H0 regardless of the values of the variances
of the two normal populations, and having some optimal properties
within the class of exact solutions based on the t-distribution [6, 10].

Yet, in a later review of proposed solutions to the Behrens-Fisher
problem [12], Scheffé himself advised against the use of his solution,
due to two serious shortcomings:

(a) It has lower power than other simple solutions, such as Welch’s
approximate t; and

(b) As it involves an arbitrary pairing of the X and Y samples,
it might invite unscrupulous analysts to pick and choose the
pairs. In his own words:

“But what if the user of my confidence interval does not like
the width he obtained and decides to randomize again?”

For an example with small samples and simple values, set X = (4,3)
and Y = (1,2,5). Then nx = 2, ny = 3, X = 3.5, Y = 2.67, and
c = 0.816497. The following table shows the possible ways to pair
the two samples, and the means of the subsamples Yj of Y.

X Yj

4 1 1 2 2 5 5
3 2 5 1 5 1 2

Y j 1.5 3 1.5 3.5 3 3.5
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The next table displays the values of the weighted differences, their
variances, and the Scheffé statistics for all pairings.

j 1 2 3 4 5 6
U1j 3.184 3.184 2.367 2.367 −0.082 −0.082
U2j 1.367 −1.082 2.184 −1.082 2.184 1.367
S2
Uj

1.6507 9.0994 0.0167 5.9478 2.5674 1.0498

Tj 0.914 0.389 9.083 0.481 0.733 1.146

For instance, for the test H0 : µX = µY vs. H1 : µX 6= µY at the
liberal significance level α = 0.20 (since the samples are so small),
Scheffé’s statistic has 1 degree of freedom and the critical values
±3.078. If we choose the test statistic T1 = 0.914 then the difference
between the means is not significant, but if we picked T3 = 9.083 we
would reach the opposite conclusion.
The present work grew from the idea that one way to overcome con-
cerns about the arbitrariness of the sample pairs would be to average
them out. It turns out that averaging the Scheffé’s variances leads
back to Welch’s statistic. This equivalence had been noted compu-
tationally by Ames [1], who remarked that it “can be verified exactly
in permutation resampling”, but to our knowledge no general proof
is available in the literature. We give a formal proof of the identity,
obtained as part of J. L. N. Oliveira’s master’s dissertation [9].

2 Main result

Theorem 2.1 Suppose that Scheffé’s statistic Tj, given in (2), is
modified by replacing the variance of the weighted differences S2

Uj
,

in an arbitrary pairing of the samples X and Y, by the arithmetic
average of all p = ny!/(ny−nx)! possible pairings of the two samples:

S
2

U =
S2
U1

+ S2
U2

+ · · ·+ S2
Up

p
.
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Then Welch’s t statistic, given in (1), is obtained as result, i.e.:

T =
X − Y√

S
2
U

nx

. (3)

Proof: Outline: We split the proof into four parts: in Step I we

expand S
2

U in terms of the empirical variances and covariances of

the original variables X and Y as S
2

U = S2
X + c2 S

2

Y − 2c SXY ; in
Step II we identify the number of possible pairings p; and in Step

III and Step IV we show that S
2

Y = S2
Y and SXY = 0 for arbitrary

samples X and Y, from which it follows S
2

U = S2
X + c2S2

Y and

S
2

U

nx
=
S2
X + c2S2

Y

nx
=
S2
X

nx
+
S2
Y

ny
,

which proves the theorem.

Step I – Analysis of variance: Let Yj = (Y1j ,...,Ynxj) be the
subsample defined by pairing nx arbitrary observations of the full
sample Y =

(
Y1,...,Ynx ,...,Yny

)
with those of the smaller sample

X = (X1,...,Xnx), and let Uj = (U1j ,...,Unxj) be the respective
sample of Scheffé weighted differences, where j = 1,...,p and p is the
number of possible pairings. Since Uij = Xi − cYij for i = 1,...,nx,
the average of each Uj can be written as

U j =
1

nx

nx∑
i=1

Uij =
1

nx

nx∑
i=1

Xi −
c

nx

nx∑
i=1

Yij = X − cY j .

Adding the sums of squares for all Uj samples, a simple analysis of
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variance-type decomposition shows that

(nx − 1)pS
2

U = (nx − 1)
∑
j

S2
Uj =

∑
j

∑
i

(
Uij − U j

)2
= p(nx − 1)S2

X + c2
∑
j

(nx − 1)S2
Yj

− 2c
∑
j

∑
i

(
Xi −X

) (
Yij − Y j

)
,

or S
2

U = S2
X + c2 S

2

Y − 2c SXY , where

S
2

Y =
S2
Y1

+ S2
Y2

+ · · ·+ S2
Yp

p

is the average of the variances of all subsamples Yj , and

SXY =
1

p(nx − 1)

p∑
j=1

nx∑
i=1

(Xi −X)(Yij − Y j). (4)

is the average of the covariances between X and Yj for all pairs.
Step II – Number of sample pairs: The possible ways to pair
the samples X and Y can be represented by the two matrices

[
X A

]
=


X1 Y11 Y12 · · · Y1p

X2 Y21 Y22 · · · Y2p

...
...

...
. . .

...
Xnx Ynx1 Ynx2 · · · Ynxp


↑ ↑ ↑ ↑

sample
variances = S2

X S2
Y1

S2
Y2

· · · S2
Yp

In the nx×p matrix A, each column represents one of the subsamples
of Y obtained from pairing nx of its observations with those of X



Atas do XXIV Congresso da SPE 189

and discarding the remaining ny − nx. Since all observations in the
smaller sample X are used in every pairing, the order of the elements
of X can be treated as fixed with no loss of generality. The possible
pairings of the two samples can thus be identified with the partial
permutations of the ny observations in the larger sample Y into
nx–sized sequences, whose number is well-known to be

p =
ny!

(ny − nx)!
. (5)

Step III – Average of the sample means and covariances:
We denote by Yk a generic observation from the full sample Y =(
Y1,...,Yny

)
, whose mean and variance are defined as

Y =
1

ny

ny∑
k=1

Yk and S2
Y =

1

ny − 1

ny∑
k=1

(
Yk − Y

)2
.

In each row of the permutation matrix A, the original observations
Yk occur the same number of times, p/ny, so the sum of the means
of all subsamples (columns in A) equals

p∑
j=1

Y j =
1

nx

nx∑
i=1

 p∑
j=1

Yij

 =
1

nx

nx∑
i=1

(
p

ny

ny∑
k=1

Yk

)
= pY ,

which is equivalent to

1

p

p∑
j=1

Y j = Y . (6)

In addition we have

p∑
j=1

nx∑
i=1

(Xi −X)(Yij − Y j) =

nx∑
i=1

(
Xi −X

) p∑
j=1

(
Yij − Y j

)
= 0,

or SXY = 0, view of (4).
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Step IV – Average of sample variances: The identity S
2

Y =
1
p

∑p
j=1 S

2
Yj

= S2
Y , or equivalently

p∑
j=1

S2
Yj = pS2

Y , (7)

is trivial if nx = ny, since then all variances S2
Yj

have the same terms

as S2
Y .

For nx = 2,..., ny − 1, the equality (7), i.e. S
2

Y = S2
Y , can be es-

tablished by induction in nx as follows. If nx = 2, then for any
ny ≥ 2 the matrix A will have an even number p = ny(ny−1) of co-
lumns, which can be grouped into inverse permutations (Yk,Yk′) and
(Yk′ , Yk), which contribute to the sum of squared deviations with[(

Yk −
Yk + Yk′

2

)2

+

(
Yk′ −

Yk + Yk′

2

)2
]
× 2 = (Yk − Yk′)2

.

Adding for all columns we obtain an expression for the sample vari-
ance, ([3], pp. 237–238, ex. 5.9)∑

k′<k

(Yk − Yk′)2
= ny(ny − 1)S2

Y = pS2
Y ,

from which (7) follows.
Considering now 2 ≤ nx < ny, let us write A = Anx for the matrix
with the p = pnx partial permutations of Y into nx–sized sequences,
and Y j,nx and S2

j,nx
(j = 1,..., pnx) for the means and variances of the

columns of Anx . Let also Anx+1 be a matrix with the pnx+1 partial
permutations of Y into (nx + 1)–sized sequences, and Y j,nx+1 and
S2
j,nx+1(j = 1,..., pnx+1) be the means and variances of the columns

of Anx+1. From (5) we know that pnx = p = ny!/(ny − nx)!, so the
number of columns in Anx+1 is

pnx+1 =
ny!

(ny − nx − 1)!
= (ny − nx)p.
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Suppose now that for a given nx ∈ {2,3,...,ny − 1} we have the
identity

pnx∑
j=1

S2
j,nx = pnxS

2
Y . (8)

Next recall the following recurrence relation for the sample variance:
if a new observation Yn+1 is added to a sample Yn = (Y1,...,Yn) with
mean Y n and variance S2

n, then the mean Y n+1 and the variance
S2
n+1 of the new sample Yn+1 = (Y1,..., Yn, Yn+1) can be obtained

from the original ones as (see, e.g., [3], p. 238, ex. 5.16):

Y n+1 =
nY n + Yn+1

n+ 1
,

nS2
n+1 = (n− 1)S2

n +
n+ 1

n

(
Yn+1 − Y n+1

)2
.

Applying the former to each column of Anx+1 and then adding for
all columns yields

pnx+1∑
j=1

nx+1∑
i=1

(
Yij − Y j,nx+1

)2
=

pnx+1∑
j=1

nxS
2
j,nx+1 (9)

= (nx − 1)

pnx+1∑
j=1

S2
j,nx +

nx + 1

nx

pnx+1∑
j=1

(
Ynx+1,j − Y j,nx+1

)2
. (10)

With respect to the first term on the right hand side of the previous
equation, notice that each column of the matrix Anx+1 is formed
by appending to a column of Anx one of the ny − nx elements of
Y which was missing from the column. Thus, adding the variances
S2
j,nx

for all columns of Anx+1 gives the sum of the variances S2
j,nx

for all columns of Anx multiplied by ny − nx. Considering this fact
and using the induction hypothesis (8), we get

pnx+1∑
j=1

S2
j,nx = (ny − nx)

pnx∑
j=1

S2
j,nx = (ny − nx)pS2

Y .
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As for the second term on right hand side of equation (10), given
the symmetry of the problem – every row of Anx+1 is a permutation
of every other – and recalling (9), the sum is identical for all nx + 1
rows, and therefore

pnx+1∑
j=1

(
Ynx+1,j − Y j,nx+1

)2
=

1

nx + 1

pnx+1∑
j=1

nxS
2
j,nx+1.

Substituting the last two expressions derived into (10) and solving
for
∑
S2
j,nx+1, we conclude that

pnx+1∑
j=1

S2
j,nx+1 = (ny − nx)pS2

Y = pnx+1S
2
Y . q.e.d.

Steps III–IV bis – Alternate proof : The proof can be shorte-
ned if we regard the modified Scheffé statistic defined in Theorem
1 as the result of a two-stage sampling. Given the original samples
X = (X1,...,Xnx) and Y =

(
Y1,...,Yny

)
, with nx ≤ ny, the partial

permutations Yj = (Y1j ,...,Ynxj) of the larger sample correspond
to the samples of size nx that can be drawn, in a simple random
sampling plan (without replacement), from the finite population Y.
Under this interpretation, the means Y j and the variances S2

Yj
of the

permutations are nothing more than the possible realizations of the
usual estimators of the population mean Y and variance S2

Y . Thus
the identities (6) and (7) simply express the well-known fact [see for
instance ([2], pp. 24-28) or ([4], pp. 20-27)] that these estimators
are unbiased in the finite population sampling sense, that is

E
(
Y
)

=
1

p

p∑
j=1

Y j = Y and E

(
S

2
)

=
1

p

p∑
j=1

S2
Yj = S2

Y .

3 Concluding remarks

Given that X ∼ N
(
µX ,σ

2
X

)
and Y ∼ N

(
µY ,σ

2
Y

)
are independent

by assumption, we have σ2
U = var (U) = var (X − cY ) = σ2

X + c2σ2
Y .
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We remark that in the definition of S
2

U ,

S
2

U =
S2
U1

+ S2
U2

+ · · ·+ S2
Up

p
,

each term S2
Uj

is an unbiased estimator of σ2
U , since it is the empirical

variance of a random sample (U1j , . . . ,Unxj) of the variable U . Hence

their arithmetic average S
2

U is also an unbiased estimator of σ2
U (even

though the terms are correlated in general).

The transformation from Scheffé’s statistics Tj to Welch’s T , and

more specifically the statistic S
2

U , can thus be viewed as a kind of
jackknife: nx elements of the larger sample are randomly chosen
to be paired with those of the smaller sample while the remaining
ny−nx are deleted; then the partial variances S2

Uj
are calculated for

each permutation, and these estimates are averaged.

It seems worthy of note that, as was acknowledged by Henry Scheffé,
each instance of his test has poor statistical power but Welch’s t,
which aggregates them all, has been consistently shown to have satis-
factory power [12]. Thus a simple randomization procedure, in this
case permutation followed by averaging, can significantly enhance
the performance of a statistical test. It is our view that this further
legitimizes the use of Welch’s test, sometimes disregarded because
of not being exact.
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Abstract: The analysis of electricity markets of the European coun-
tries aims to better understand their degree of integration, which is
relevant for the development of an internal market of electricity in
the European Union.
This study resorts to clustering of time series of hourly prices of
electricity (in e/MWh) observed in the day-ahead market in 2018.
The proposed approach relies on the combination of different dissi-
milarity measures which can capture differences in time series trends,
(prices) values, cyclical behaviors and autocorrelation patterns. The
results obtained, enable to provide some insights on the role of the
different dissimilarity measures in the clustering process. Further-
more, they provide a clustering solution with coherent substantive
interpretation and, interestingly, one that reveals the natural pat-
terns of geographic proximity.
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1 Introduction

The development of an internal market of electricity has long been a
goal of the European Union, since it enables European citizens and
businesses to choose their supplier, creates new business opportuni-
ties and enhances cross-border trade with the purpose of ensuring
efficiency gains and competitive prices, and contributes to security
of supply and sustainability.
In electricity markets, power producers offer their electricity pro-
duction at a given price. Producers’ offers are ordered by economic
merit order, i.e., from the lowest to the highest price, and this gives
rise to the supply curve. Buyers (retailers and big consumers) bid
for the electricity they want to acquire at a given price. Buyers’ bids
are also ordered by economic merit order, which in this case is from
the highest to the lowest price, thus generating the demand curve.
The market price is defined as the price for which the supplied quan-
tity is equal to the bought quantity, i.e., market price and quantity
are set at the intersection of the supply and demand curves. Shifts
in demand and in supply induce different hourly prices, i.e., price
variability during the day.
In order to better understand the degree of integration of the electri-
city markets of different European countries, we cluster time series
regarding each country’s day-ahead electricity market prices.
The electricity markets under study are the MIBEL, the Italian, the
Nord Pool, the French and the German markets. The MIBEL is
the Iberian electricity market and has two price regions: Portugal
and Spain, MI PT and MI ES, respectively. Italy is divided into six
price regions: IT CNOR, IT CSUD, IT NORD, IT SARD, IT SICI
and IT SUD. The Nord Pool market incorporates seven countries:
Sweden (with four areas Np SE1, Np SE2, Np SE3 and Np SE4),
Denmark (with two areas Np DK1 and Np DK2), Norway (with
six areas Np Oslo, Np Kr.sand, Np Bergen, Np Molde, Np Tr.heim,
Np Tromsø), Latvia, Lithuania, Finland and Estonia.
Clustering base data are hourly prices of electricity (in e/MWh) for
26 regions of Europe, observed in the day-ahead market in 2018.
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This paper is organized as follows. Section 2 presents a brief litera-
ture review. In Section 3 the methodological approach is introduced.
Section 4 presents the experiments results and the selected clustering
solution. Finally, in Section 5, the main conclusions of this work are
presented.

2 Literature review

Clustering methods aim to organize a data set into well separated
groups, where similar items are within the same group and dissimilar
items are in different groups. Since time series data are common in
diverse scientific domains, the clustering of time series as been a topic
of interest in the literature (e.g.[1]). Several alternative approaches
have been proposed for grouping time series, namely concerning the
clustering method and the adopted proximity measure between two
time series - e.g.[1],[2]. The choice of a dissimilarity or a distance
measure is a critical issue in clustering time series and it can be de-
fined by considering the raw time series data, some features vector
extrated from data or by comparing the parameters of underlying
time series models [3]. Many works have applied clustering methods
to extract useful information from the electricity price time series. In
[4], different clustering algorithms were applied, in particular Ward
hierarchical method and a Self-Organizing Map, to obtain diverse
daily profiles of consumption, wind generation and electricity spot
prices. These profiles were then used to simulate residential demand
response programs and small-scale distributed energy storage sys-
tems.
Cluster analysis has also been used as a way of pre-processing the
input data for the forecasting of the demand or of the electricity
price. The goal is to identify homogeneous groups which later can
be used to improve the forecasts and eventually to detect outliers
(e.g.[5],[6],[7]).
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3 Methodology

The proposed approach relies on the use of different distance measu-
res between time series that will enable to capture diverse aspects of
the differences between them. Several experiments are conducted to
combine these distances. A clustering method able to deal with the
integration of the various dissimilarities measures is presented and a
process of evaluating the alternative solutions obtained is addressed.
The analysis regards hourly day-ahead electricity prices’ time series
data referring in 26 European electricity market zones.

3.1 Distance measures

Alternative distance measures between two time series xt and yt,
(t = 1,...,T ) provide different insights regarding the differences be-
tween them, which can be combined to provide a better clustering
solution. Namely, we consider the following distance measures: Eu-
clidean (dEuclid), a Pearson correlation based measure (dPearson), a
Periodogram based measure (dPeriod) and an Autocorrelation based
measure (dAutocorr).
The Euclidean distance, (dEuclid), yields the sum of Euclidean dis-
tances corresponding to each pair (xt,yt) which captures differences
in scale.
The Pearson correlation based measure takes into account linear in-
creasing and decreasing trends over time. In this work we resort to
a measure suggested in [9]

dPearson =

√
1− rxt,yt

2
, (1)

where rxt,yt represents the Pearson correlation.
Let Px (wj) be the periodogram of time series xt at frequencies wj =
2πj/n, j = 1,...,[n/2] in the range 0 to π, being [n/2] the largest
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integer less or equal to n/2,

Px (wj) =

(
1

n

) ∣∣∣∣∣
T∑
t=1

xte
−itwj

∣∣∣∣∣
2

. (2)

The Periodogram based measure [10] considers the Euclidean dis-
tances between the Periodograms Px (wj) and Py (wj) of time series
xt and yt, respectively. It expresses the contribution of the various
frequencies or cyclical components to the variability of the series,

dPeriod =

[T2 ]∑
j=1

(Px (wj)− Py (wj))
2


1
2

. (3)

Finally, the Autocorrelation based distance [3] calculates Euclidean
distances between autocorrelation structures, comparing the series
in terms of their dependence on past observations

dAutocorr =

(
L∑
l=1

(rl (xt)− rl (yt))2

) 1
2

, (4)

where rl (xt) and rl (yt) represent the estimated autocorrelations of
lag l of (xt) and (yt), respectively. The four referred distances are
implemented in the R package ”TSclust” [3]. In order to combine
all the distances, each one is firstly normalized using a min-max
transformation,

norm(d(xti ,xtj )) =
d(xti ,xtj )−min{d(xt,xt)}

max{d(xt,xt)} −min{d(xt,xt)}
. (5)

Then, a convex combination of the four (normalized) distances is
considered in the clustering process, aiming to incorporate the dif-
ferent perspectives that each distance measure provides to the clus-
tering solution.
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3.2 Clustering algorithm

The K-Medoids algorithm is adopted for clustering (we use R pac-
kage ”cluster”). It aims at the minimization of the distance of objects
belonging to a cluster from the cluster’s medoid, for all clusters. It
generalizes K-Means using arbitrary-defined distance measures and
it is somewhat more flexible in terms of cluster shapes and more
robust to outliers and noise than K-Means. In what concerns time-
series clustering, the fact that a medoid (a member of the data set)
is considered, overcomes the need to determine a centroid (based on
an averaging of different series) which can be a problematic issue [8].

3.3 Number of clusters

To determine the number of clusters (K) we resort to several cohesion-
separation measures - namely Average Silhouette (Silh) [8], Calinski
and Harabasz (CH) [11] and Dunn modified index (Dunn2) [12] (im-
plemented in the ”fpc” R package [13]). We also consider the re-
lative improvement or rate of change in within clusters’ variation
(Winprov), i.e., the total distances between each observation and
the corresponding medoid, between two successive solutions (with
k − 1 and k clusters). The first three indices present a variant of
a between-within clusters distance and the fourth considers within
clusters’ distances only.
A summated indicator of all indices is considered. First, each in-
dex, indk, is transformed by a max-min function, i.e. we use 1 −
norm(indk), with norm(indk) defined as in (5). Note that, after
transformation, all indices can be viewed as preference values and
the lower their values, the better the clustering solution they corres-
pond to. Then, the sum of all the (transformed) indices values refer-
ring to the candidates numbers of clusters is considered for selecting
the number of clusters. The results obtained are finally evaluated
from a substantive point of view.
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3.4 Experiments

We consider a convex combination of Euclidean distance, Pearson
correlation based distance, Periodogram based distance and Auto-
correlation based distance using corresponding weights w = (w1,w2,
w3,w4). Several experiments are considered allocating different wei-
ghts to the alternative distance measures used in the clustering al-
gorithm. The experiments can be described as follows:

1. Calculate and normalize the distances between the time series
and define a convex combination of the same distances, using
w;

2. Run K-Medoids for k = 2,...,10, using the combined distance;

3. Calculate clustering evaluation indices and obtain the sum-
mated indicator of clustering quality, based on the rescaled
clustering evaluation indices (for k = 2,...,10);

4. Decide on K based on 3.;

5. Graphically represent the obtained solution, interpret it, com-
pare it to other solutions and resort to substantive insights to
decide on the ”best” solution.

In order to obtain a graphic representation of each clustering so-
lution we use classical Mutidimensional Scaling. A goodness of fit
measure (GOF) enables to evaluate the quality of the MDS maps

GOF =

∑p
i=1 λi∑n−1
i=1 |λi|

, (6)

where λi are the eigenvalues of B = XTX and Xn×p represents the
p coordinates of the n points to be represented. As in this case we
use two dimensions, p = 2, in the numerator we have the two largest
eigenvalues. The GOF varies between 0 and 1 and the higher the
GOF the better the MDS map ([14]).



204 Cardoso, Martins & Lagarto

4 Results obtained

We consider the hourly day-ahead market prices (in e/MWh) ob-
served in 26 european electricity markets zones in 2018. Data were
obtained through the respective market operators’ website. Due to
different winter and summer times in some countries, the raw data
have one missing hour, that was fulfilled with the average price of
the two nearest hour prices, and a redundant hour data, that was
removed.
Several experiments allocating different weights/relevance to the al-
ternative distance measures in the clustering algorithm are reported
in Table 1. For each solution some insights are provided.

Table 1: Some results of experiments conducted where w =
(w1,w2,w3,w4) stands for weights that correspond to Euclidean dis-
tance (1), Pearson correlation based distance (2), Periodograms ba-
sed distance (3) and Autocorrelation based distance (4) in a convex
combination of distances.

w K Comments
(1,0,0,0) 2 Italy and MIBEL markets are gathered into one

cluster; the remaining regions are clustered to-
gether.

(0,1,0,0) 2 Nord Pool is separated from other regions.
(0,0,1,0) 4 IT SICI constitutes a single cluster; NP LV and

NP LT constitute a clearly separated cluster.
(0,0,0,1) 3 IT SICI is included in a six regions cluster.
(0,1/3, 1/3, 1/3) 6 See ”The selected clustering solution”.
(1/3,0, 1/3, 1/3) 9 The exclusion of Pearson based distance brings

a relevant increase to the solutions’ entropy.
(1/3, 1/3, 0, 1/3) 6 See ”The selected clustering solution”.
(1/3, 1/3, 1/3,0) 6 The exclusion of Autocorrelation based distance

increases the isolation of the single cluster
IT SICI.

(1/4, 1/4, 1/4, 1/4) 6 See ”The selected clustering solution”.
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4.1 The selected clustering solution - The expe-
riment with all distances equally weighted

After conducting the proposed experiments, we arrived at a solution
that considers all distances equally weighted, in the convex combi-
nation distance used in K-Medoids, and yields 6 clusters - see the
indicator based on the sum of the normalized validation indices illus-
trated in Table 2. To adopt this solution we firstly take into account
a consistency criterion: this solution exhibits perfect consistency
with solutions (0,1/3,1/3,1/3) - exclusion of Euclidean distance only
- and (1/3,1/3,0,1/3) - exclusion of Peridogram based distance only
(see index of agreement values in Table 3 and Table 4). In addition to
exhibiting consistency, this solution also proves to be a good solution
from the point of view of the intra-clusters and inter-clusters varia-
tion relationship: the results referring to each clustering validation
index are presented in Figure 1. In particular, the Silhouette index
exhibits a value over 0.5 which indicates a reasonable partitioning of
data (values less than 0.2 means that the data do not exhibit cluster
structure) [8]. Finally, this partition of European regions is cohe-
rent with their geography - Figure 2 and Figure 3 - and clusters are
compatible with domain knowledge. The representants of clusters
- the medoids - are illustrated in Figure 4, using the corresponding
cronograms.

Table 2: Summated indicator for clustering evaluation for alternative
numbers of clusters.

K - number of clusters 2 3 4 5 6 7 8 9 10
Summated indicator 2.26 2.04 2.89 1.76 0.87 2.03 1.85 1.39 1.85

4.2 The clusters

The solution obtained, besides capturing the natural geographic re-
lationship which is intrinsically related with the price regions, also
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Figure 1: Clustering validation indices for K-Medoids solutions
(K = 2,...10) derived from the convex combination of all distances
uniformly weighted.

Table 3: Adjusted Rand between clustering solutions (I).

(0,1,0,0) (0,0,1,0) (0,0,0,1) (0,1/3,1/3,1/3)
(1,0,0,0) 0.704 0.049 0.047 0.269
(0,1,0,0) 1 0.148 0.186 0.348
(0,0,1,0) 1 0.636 0.478
(0,0,0,1) 1 0.626

provides substantive coherent interpretation - see map in Figure 3
and clusters’ medoids in Figure 4.
Cluster C1: The cluster that joins mainland Italy and France (with
medoid IT CSUD) was somewhat unexpected. If, on the one hand,
France has its electricity grid interconnected with Italy, on the other
hand, it is also interconnected with Spain. In fact, after checking all
inter-medoids distances between C1 and C6 (including Spain), we
concluded their separation is weak and mainly due to Pearson and
Autocorrelation based distances.
Cluster C2: A Danish region Np DK1, is the cluster medoid.
Although Denmark is known to have a lot of wind (renewable)
energy, it also uses coal and natural gas to produce electricity, which
also occurs in Germany. Sweden’s NP SE4 is very close to Denmark.
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Table 4: Adjusted Rand between clustering solutions (II).

(1/3,0,1/3,1/3) (1/3,1/3,0,1/3) (1/3,1/3,1/3,0) (1/4,1/4,1/4,1/4)

(1,0,0,0) 0.206 0.269 0.301 0.269
(0,1,0,0) 0.209 0.348 0.396 0.348
(0,0,1,0) 0.342 0.478 0.570 0.478
(0,0,0,1) 0.410 0.626 0.555 0.626
(0,1/3,1/3,1/3) 0.741 1.000 0.887 1.000
(1/3,0,1/3,1/3) 1 0.741 0.625 0.741
(1/3,1/3,0,1/3) 1 0.887 1.000
(1/3,1/3,1/3,0) 1 0.887

Figure 2: MDS map of equally weighted combination of distances
(between price regions) with clusters.

Therefore, to meet all demand of NP SE4 area, it is necessary to
use Danish production which makes prices in NP SE4 area similar
to prices in Denmark and Germany. Interestingly, all distance me-
asures tend to put together the NP SE4 area and Denmark. The
small inter-medoids differences between this cluster and C3 (inclu-
ding other Swedish regions) are due to the autocorrelation based
distance.
Cluster C3: This cluster includes Sweden (with the exception
of NP SE4) and Norway geographically close countries using low
cost production technologies (renewable and nuclear). Its medoid
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Figure 3: Map of final clusters with medoids.

(Np Tr.heim ) clearly distinguishes itself from C5 medoid (referring
to a geographically adjacent cluster) due to large autocorrelation
based distance.
Cluster C4: Sicily appears isolated since its interconnection to
continental Italy is often limited by the capacity of power lines (an
issue already referred). In fact, according to the distances computed
it exhibits a large Periodogram based distance to the medoid of C1
cluster (including Italy). It also exhibits maximum Pearson based
distances to C5 (emphasizing differences in tendency) and generally
differs from all remaining clusters considering all distances.
Cluster C5: Finland and the Baltic countries are geographically
close and use fossil technologies (coal and natural gas), although
Finland has a lot of nuclear. This clusters’ medoid is Np LV. Besi-
des differences to C3 medoid already mentioned, it shows moderate
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Figure 4: Cronograms of final clusters’ medoids.

autocorrelation and Pearson based distances to C1 medoid.
Cluster C6: The grouping of Portugal (the medoid) and Spain is
quite natural: geography, interconnection capacity that accommoda-
tes flows for most hours and electricity production from the similar
technologies - major renewable production (hydro, wind and solar
in the case of Spain) and fossils (coal and natural gas). In 2018, in
almost 95% of the hours, the prices were the same in Portugal and
Spain. The Portuguese time series clearly differs from C3 medoid
(due to large Pearson based distance) and from C5 medoid (due to
large autocorrelations based distance).

5 Conclusions

The use of K-Medoids algorithm for clustering allowed to overcome
the limitations of K-Means that resorts to averages of time series to
build centroids and uses squared Euclidean distances. In K-Medoids
the representatives of clusters are members of the same clusters and
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it enabled exploring the contributions of alternative and combined
distance measures. We found that the alternative distance measu-
res played complementary roles by emphasizing differences in trends
(Pearson), differences in prices’ values (Euclidean), differences in cy-
clical behaviours (Periodogram) and differences in autocorrelation
patterns (Autocorrelation). The combination of all these aspects,
ultimately, allowed us to obtain some insights on the sensitivity of
the clustering procedure to the role of the distance measures conside-
red and to obtain a good clustering solution. Interestingly, using all
distances combined, the clusters obtained reflect not only different
prices patterns, but also geographic proximity, which may under-
line these same patterns. Future work intend to further explore on
the tuning of the weights for combining distances, on the decision
process concerning the selection of the number of clusters resorting
to multiple criteria and on the profiling of clusters obtained using
external variables.
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Ĺıgia Henriques-Rodrigues
Centro de Investigação em Matemática e Aplicações (CIMA), Uni-
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Resumo: O estimador de Hill é o estimador mais popular de um
ı́ndice de valores extremos (EVI, do inglês ‘extreme value index’) po-
sitivo, denotado por ξ. Trata-se de uma média aritmética, sendo
consequentemente o logaritmo da média geométrica, i.e. da média-
de-ordem-0, de estat́ısticas adequadas, função das estat́ısticas ordi-
nais de topo associadas a uma amostra aleatória. Podemos mais
geralmente considerar a média-de-ordem-p (MOp) dessas estat́ısti-
cas para p ∈ R, e construir uma classe de estimadores-MOp do EVI.
Sob condições de regularidade adequadas, o comportamento assintó-
ticamente normal dos estimadores MOp foi obtido para p < 1/(2ξ),
tendo-se consistência para p < 1/ξ. Discutiremos aqui o compor-
tamento teórico degenerado destes estimadores na região p ≥ 1/ξ ,
sugerido por estudos de simulação, parcialmente apresentados.
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1 Introdução e preliminares

O ı́ndice de valores extremos (EVI, do inglês ‘extreme value index’),
denotado por ξ, é um dos parâmetros fundamentais em teoria de
valores extremos (EVT, do inglês ‘extreme value theory’), e mede o
peso da cauda-direita de F , F (x) := 1 − F (x), quando x → +∞,
peso esse que aumenta com o crescimento de ξ.
Face a uma amostra aleatória, (X1, . . . , Xn), proveniente de uma
função de distribuição (f.d.) F , designemos por (X1:n, . . . , Xn:n) a
amostra de estat́ısticas ordinais ascendentes associada. Estamos in-
teressados em valores elevados, ou mais especificamente, no com-
portamento da sucessão de máximos, {Xn:n}n≥1. A f.d. de Xn:n é
P(Xn:n ≤ x) = Fn(x), expressão esta de pouca utilidade caso F
seja desconhecida, e com um comportamento degenerado quando
n → ∞. Como estamos frequentemente interessados no máximo de
um grande número de variáveis aleatórias (v.a.’s), modelamos esse
máximo usando um argumento assintótico, que recorre a uma nor-
malização linear desse máximo, de forma semelhante ao que se passa
no caso da teoria assintótica para somas e no teorema limite central
(TLC). É pois sensato colocar a pergunta: será posśıvel encontrar
constantes reais {an}n≥1 (an > 0) e {bn}n≥1 tais que

Xn:n − bn
an

d−→
n→∞

Y ⇐⇒ Fn(anx+ bn) −→
n→∞

G(x),

com G(x) f.d. não degenerada? Se existirem tais sucessões de cons-
tantes, elas são designadas por coeficientes de atracção de F para
G, e dizemos que F pertence ao max-domı́nio de atracção da lei G.
O teorema dos tipos extremais (Gnedenko, [4]) permite-nos garantir
que G é do tipo da distribuição geral de valores extremos

G(x) ≡ Gξ(x) ≡ EVξ(x) = exp
{
− [1 + ξx]

−1/ξ
+

}
, (1)

com x+ := max(0, x), sendo ξ ∈ R o EVI.
Para modelos de tipo-Pareto, i.e. modelos com uma cauda-direita de
tipo polinomial negativo, e consequentemente, com um EVI positivo,
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os estimadores clássicos do EVI são os estimadores de Hill (Hill, [9]).
O estimador de Hill (H) é a média dos excessos das log-observações,
i.e. de

Vik := lnXn−i+1:n − lnXn−k:n, 1 ≤ i ≤ k < n.

O viés do estimador de Hill pode ser muito pequeno, moderado ou
grande, e aumenta quando k aumenta. O problema de trade-off viés-
variância existente na escolha do ńıvel k motivou a necessidade de
procurar estimadores alternativos para o ı́ndice de valores extremos.
Note-se que podemos escrever

H(k) :=
1

k

k∑
i=1

Vik =:

k∑
i=1

lnU
1/k
ik = ln

(
k∏
i=1

Uik

)1/k

,

Uik =
Xn−i+1:n

Xn−k:n
, 1 ≤ i ≤ k < n. (2)

Este estimador H(k) pode pois ser encarado como o logaritmo da
média geométrica, i.e. da média-de-ordem-0, das estat́ısticas Uik,
1 ≤ i ≤ k < n, em (2). Podemos pois mais geralmente considerar a
média-de-ordem-p (MOp) dessas estat́ısticas para p ∈ R, e construir
uma classe de estimadores-MOp do EVI. A classe de funcionais em
jogo é então

Hp(k) ≡ MOp(k)

:=


(

1−
(

1
k

k∑
i=1

Upik

)−1
)
/p, se p 6= 0

H(k), se p = 0.

(3)

Esta classe de funcionais MOp, em (3), depende deste parâmetro de
controlo p . A escolha adequada de p permite obter uma nova classe
de estimadores do EVI com viés e erro quadrático médio (MSE, do
inglês ‘mean square error’) inferiores aos do estimador de Hill, tor-
nando esta classe extraordinariamente flex́ıvel, tal como se pode ver
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em Brilhante, Gomes e Pestana [2], Paulauskas e Vaičiulis [10, 11],
Beran, Schell e Stehlik [1], Gomes e Caeiro [6], Caeiro, Gomes, Beir-
lant e de Wet [3], entre outros. Sob condições de regularidade ade-
quadas, o comportamento assintóticamente normal de MOp(k) foi
demonstrado para p < 1/(2ξ), tendo-se obtido consistência para
p < 1/ξ. O comportamento simulado destes estimadores na região
1/(2ξ) ≤ p ≤ 1/ξ, parcialmente considerado em [2], leva-nos à consi-
deração, na Secção 2, de um estudo simulação dos estimadores MOp

na região p ≥ 1/(2ξ), incluindo também a região 0 ≤ p < 1/(2ξ). Na
Secção 3 demonstramos a consistência do estimador MOp(k) para
p = 1/ξ, e finalizamos o artigo com alguns comentários, na Secção
4.

2 O método de Monte-Carlo como labo-
ratório em Estat́ıstica

2.1 Simulação do estimador em situações de re-
gularidade e de não regularidade

Foram implementadas simulações de Monte–Carlo multi-amostra,
com dimensões 5000 × 20, para amostras de dimensão n, com n
a variar desde 100 até 5000, provenientes de diversos modelos de
cauda-direita pesada, com ξ > 0, de entre os quais destacamos o
modelo de valores extremos, com f.d. F (x) = Gξ(x) ≡ EVξ(x),
definida em (1), o modelo generalizado de Pareto, com f.d. F (x) ≡
GPξ(x) = 1 + ln EVξ(x) = 1−

(
1 + ξx

)−1/ξ
e o modelo t-de-Student

com ν graus de liberdade (ξ = 1/ν). Para detalhes sobre simulação
multi-amostra, veja-se Gomes e Oliveira [7], entre outros.

2.1.1 Valores médios e MSE simulados, em função de k

Com base na primeira réplica de 5000 amostras de um modelo EV0.25,
começamos por ilustrar, na Figura 1, o comportamento do valor
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médio (E) e do root MSE (RMSE) de H(k) ≡ H0(k) e de Hp(k),
p = `/(10ξ), ` = 4, 9, 10.
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Figura 1: Valores médios (esquerda) e RMSEs simulados (direita),
como função de k para modelos EV0.25, n = 1000 e de Hp(k) para
p = `/(10ξ), ` = 0, 4, 9, 10 (p = 0, 1.6, 3.6, 4).

Para todos os outros modelos simulados, obtiveram-se figuras seme-
lhantes à Figura 1.

2.1.2 Valores médios simulados em ńıveis ótimos

Apresentamos em seguida os valores médios simulados em ńıveis óti-
mos, no sentido de MSE mı́nimo, dos estimadores H(k) ≡ H0(k)
e Hp(k), p = `/(10ξ), ` = 4, 5, 9, 10, 12 , bem como indicação so-
bre esses ńıveis ótimos. Não foram aqui inclúıdos valores negativos
de p, que, em ńıveis ótimos, conduzem a MSE’s mais elevados do
que o MSE do estimador de Hill, mas que podem levar a estimado-
res mais robustos, como se pode ver em [1]. Esta questão levanta
a necessidade de encontrar um indicador, que permita abordar de
forma adequada o dilema eficiência versus robustez, tópico ainda em
aberto. Fornecemos, nas tabelas 1, 2 e 3 esses valores médios simula-
dos, respectivamente para modelo subjacente EVξ, ξ = 0.1, 0.25, 0.5,
GPξ, ξ = 0.1, 0.25, 0.5 e Student–tν , ν = 4, 2 (ξ = 1/ν = 0.25, 0.5).
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Assinalamos a cheio os valores médios simulados que conduzem a
um viés mı́nimo, em valor absoluto.
De forma algo surpreendente, p = 1/ξ (` = 10) conduz-nos a re-
sultados muito interessantes. Mas se escolhermos p > 1/ξ, somos
levados a valores médios perto de 1/p < ξ, resultados que carecem
de explicação, parcialmente fornecida na Secção 3. Previamente,
apresentamos na Figura 2, uma ilustração gráfica dos valores simu-
lados associados à Tabela 2, ξ = 0.5.
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0 1000 2000 3000 4000 5000

  ! = 0 (Hill)

  ! = 10 (p = 1 / !)

 n

 
! = 0.5

  ! = 12 (1 / p = 0.42)

  ! = 5 (p = 1 / (2!))

Figura 2: Valores médios simulados em ńıveis ótimos de Hp(k) para
p = `/(10ξ), ` = 0, 5, 10, 12 (p = 0, 1, 2, 2.4), em modelos GP0.5.

2.1.3 Eficiência relativa simulada

Apresentamos ainda, nas tabelas 3–4–5, e de forma equivalente ao
que fizemos nas tabelas 1–2–3 para valores médios simulados, um
indicador de eficiência relativa: Face ao cálculo de Hp0, o estimador
Hp(k) calculado no valor estimado de k0|p := arg mink MSE(Hp(k)),
o indicador em jogo é definido por

REFFp|0 =
RMSE(H00)

RMSE(Hp0)
:=

√
MSE(H00)

MSE(Hp0)
=:

RMSE00

RMSEp0
.

Sempre que este indicador for superior a 100, usamos a notação ∞.



Atas do XXIV Congresso da SPE 219

Tabela 1: Valores médios simulados em ńıveis ótimos (com inter-
valos de confiança a 95% associados), e parte inteira dos valores
médios simulados desses ńıveis ótimos, colocados entre parêntesis na
segunda linha, dos estimadores H(k) ≡ H0(k) e Hp(k), p = `/(10ξ),
` = 4, 5, 9, 10, 12, para modelos EVξ, ξ = 0.1, 0.25, 0.5.

n 100 1000 5000
Modelo EVξ, ξ = 0.1

H (` = p = 0) 0.334± 0.0009 0.223± 0.0016 0.195± 0.0011
(5) (5) (9)

` = 4 0.197± 0.0002 0.160± 0.0003 0.144± 0.0003
(5) (5) (5)

` = 5 (p = 1/(2ξ)) 0.171± 0.0002 0.145± 0.0002 0.132± 0.0002
(5) (5) (5)

` = 9 0.108± 0.0001 0.107± 0.0001 0.106± 0.0001
(6) (11) (17)

` = 10 (p = 1/ξ) 0.100± 0.0001 0.100± 0.0001 0.100± 0.0001
(44) (420) (1756)

` = 12 0.083± 0.0000 0.083± 0.0000 0.083± 0.0000
(42) (240) (890)

Modelo EVξ, ξ = 0.25
H (` = p = 0) 0.427± 0.0012 0.348± 0.0012 0.321± 0.0010

(5) (13) (27)
` = 4 0.336± 0.0007 0.301± 0.0013 0.294± 0.0008

(5) (11) (22)
` = 5 (p = 1/(2ξ)) 0.312± 0.0006 0.289± 0.0011 0.285± 0.0007

(5) (11) (23)
` = 9 0.263± 0.0001 0.258± 0.0002 0.256± 0.0001

(14) (48) (115)
` = 10 (p = 1/ξ) 0.250± 0.0001 0.250± 0.0000 0.250± 0.0000

(44) (574) (3035)
` = 12 0.208± 0.0000 0.208± 0.0000 0.208± 0.0000

(44) (561) (2827)
Modelo EVξ, ξ = 0.5

H (` = p = 0) 0.654± 0.0032 0.579± 0.0016 0.551± 0.0010
(9) (35) (86)

` = 4 0.578± 0.0022 0.556± 0.0014 0.541± 0.0005
(9) (41) (108)

` = 5 (p = 1/(2ξ)) 0.559± 0.0017 0.546± 0.0011 0.536± 0.0008
(10) (44) (118)

` = 9 0.515± 0.0004 0.509± 0.0001 0.506± 0.0001
(29) (172) (601)

` = 10 (p = 1/ξ) 0.492± 0.0008 0.500± 0.0000 0.500± 0.0000
(44) (574) (3035)

` = 12 0.414± 0.0003 0.417± 0.0001 0.417± 0.0000
(44) (574) (3035)
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Tabela 2: Valores médios simulados em ńıveis ótimos (com inter-
valos de confiança a 95% associados), e parte inteira dos valores
médios simulados desses ńıveis ótimos, colocados entre parêntesis na
segunda linha, dos estimadores H(k) ≡ H0(k) e Hp(k), p = `/(10ξ),
` = 4, 5, 9, 10, 12, para modelos GPξ, ξ = 0.1, 0.25, 0.5.

n 100 1000 5000
Modelo GPξ, ξ = 0.1

H (` = p = 0) 0.326± 0.0009 0.224± 0.0015 0.195± 0.0010
(5) (5) (9)

` = 4 0.195± 0.0003 0.160± 0.0004 0.144± 0.0003
(5) (5) (5)

` = 5 (p = 1/(2ξ)) 0.170± 0.0002 0.145± 0.0003 0.132± 0.0002
(5) (5) (5)

` = 9 0.108± 0.0002 0.107± 0.0001 0.106± 0.0001
(7) (11) (17)

` = 10 (p = 1/ξ) 0.100± 0.0000 0.100± 0.0000 0.100± 0.0000
(75) (534) (2179)

` = 12 0.083± 0.0000 0.083± 0.0000 0.083± 0.0000
(51) (277) (978)

Modelo GPξ, ξ = 0.25
H (` = p = 0) 0.419± 0.0024 0.347± 0.0016 0.320± 0.0011

(5) (14) (27)
` = 4 0.331± 0.0007 0.302± 0.0012 0.295± 0.0010

(5) (11) (23)
` = 5 (p = 1/(2ξ)) 0.308± 0.0006 0.290± 0.0012 0.285± 0.0007

(5) (11) (23)
` = 9 0.262± 0.0003 0.258± 0.0002 0.256± 0.0001

(16) (50) (119)
` = 10 (p = 1/ξ) 0.250± 0.0000 0.250± 0.0000 0.250± 0.0000

(99) (974) (4781)
` = 12 0.208± 0.0000 0.208± 0.0000 0.208± 0.0000

(93) (868) (4223)
Modelo GPξ, ξ = 0.5

H (` = p = 0) 0.647± 0.0043 0.578± 0.0012 0.551± 0.0011
(10) (39) (93)

` = 4 0.578± 0.0023 0.556± 0.0010 0.542± 0.0009
(11) (45) (118)

` = 5 (p = 1/(2ξ)) 0.560± 0.0020 0.545± 0.0009 0.536± 0.0005
(12) (48) (130)

` = 9 0.514± 0.0004 0.508± 0.0002 0.506± 0.0001
(37) (205) (702)

` = 10 (p = 1/ξ) 0.500± 0.0000 0.500± 0.0000 0.500± 0.0000
(99) (999) (4998)

` = 12 0.417± 0.0001 0.417± 0.0000 0.417± 0.0000
(99) (996) (4975)
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Tabela 3: Valores médios simulados em ńıveis ótimos (com inter-
valos de confiança a 95% associados), e parte inteira dos valores
médios simulados desses ńıveis ótimos, colocados entre parêntesis na
segunda linha, dos estimadores H(k) ≡ H0(k) e Hp(k), p = `/(10ξ),
` = 4, 5, 9, 10, 12, para modelos Student−tν , ν = 4, 2.

n 100 1000 5000
Modelo Student− t4, ξ = 1/4 = 0.25

H (` = p = 0) 0.361± 0.0009 0.306± 0.0013 0.286± 0.0007
(5) (20) (48)

` = 4 0.296± 0.0005 0.284± 0.0007 0.277± 0.0004
(5) (21) (56)

` = 5 (p = 1/(2ξ)) 0.285± 0.0026 0.277± 0.0006 0.272± 0.0005
(6) (23) (59)

` = 9 0.260± 0.0004 0.255± 0.0001 0.254± 0.0000
(16) (85) (279)

` = 10 (p = 1/ξ) 0.249± 0.0002 0.250± 0.0000 0.250± 0.0000
(31) (442) (2366)

` = 12 0.208± 0.0001 0.208± 0.0000 0.208± 0.0000
(31) (442) (2344)

Modelo Student−t2, ξ = 1/2 = 0.5
H (` = p = 0) 0.602± 0.0039 0.544± 0.0008 0.526± 0.0005

(10) (54) (166)
` = 4 0.555± 0.0014 0.533± 0.0005 0.518± 0.0004

(12) (67) (206)
` = 5 (p = 1/(2ξ)) 0.543± 0.0008 0.528± 0.0007 0.515± 0.0004

(13) (75) (234)
` = 9 0.511± 0.0013 0.506± 0.0001 0.503± 0.0001

(30) (229) (954)
` = 10 (p = 1/ξ) 0.474± 0.0018 0.498± 0.0002 0.500± 0.0001

(31) (440) (2367)
` = 12 0.406± 0.0009 0.416± 0.0001 0.417± 0.0000

(31) (440) (2367)

3 Uma breve justificação teórica

O modelo Pareto com parâmetro de forma unitário, ou seja, uma v.a.
Y com f.d. dada por F

Y
(y) = 1− y−1, y ≥ 1, goza de papel funda-

mental em estat́ıstica de extremos, em situações muito variadas, mas
também aquando da obtenção das propriedades de estimadores de
parâmetros de acontecimentos raros, em contexto semi-paramétrico.
Pensemos no funcional MOp(k), definido em (2).
Com a notação F←(t) := inf{x : F (x) ≥ t} para a inversa generali-
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Tabela 4: RMSEs simulados de H00/ξ (primeira linha) e indicado-
res REFF de Hp, p = `/(10ξ), ` = 4, 5, 9, 10, 12 (com intervalos de
confiança a 95%), para modelos EVξ, ξ = 0.1, 0.25, 0.5

n 100 1000 5000
Modelo EVξ, ξ = 0.1

RMSE00 0.268± 0.1738 0.151± 0.1581 0.114± 0.1465

` = 4 2.581± 0.0062 2.052± 0.0045 1.856± 0.0062
` = 5 (p = 1/(2ξ)) 3.536± 0.0093 2.700± 0.0064 2.390± 0.0079
` = 9 26.790± 0.1198 17.123± 0.0798 14.030± 0.0641
` = 10 (p = 1/ξ) ∞ ∞ ∞
` = 12 16.054± 0.0586 9.065± 0.0367 6.816± 0.0306

Modelo EVξ, ξ = 0.25
RMSE00 0.246± 0.1698 0.133± 0.1527 0.092± 0.1379

` = 4 1.879± 0.0048 1.463± 0.0066 1.300± 0.0040
` = 5 (p = 1/(2ξ)) 2.381± 0.0071 1.757± 0.0077 1.509± 0.0052
` = 9 12.793± 0.0681 8.989± 0.0493 7.331± 0.0242
` = 10 (p = 1/ξ) ∞ ∞ ∞
` = 12 5.906± 0.0313 3.183± 0.0157 2.213± 0.0086

Modelo EVξ, ξ = 0.5
RMSE00 0.256± 0.1622 0.122± 0.1481 0.077± 0.1301

` = 4 1.530± 0.0044 1.221± 0.0054 1.123± 0.0048
` = 5 (p = 1/(2ξ)) 1.825± 0.0057 1.362± 0.0071 1.189± 0.0062
` = 9 8.554± 0.037 5.732± 0.0267 4.330± 0.0278
` = 10 (p = 1/ξ) 25.403± 2.2199 ∞ ∞
` = 12 2.991± 0.0202 1.463± 0.0059 0.923± 0.0036

zada de F e U(t) := F←(1− 1/t), podemos escrever

1

k

k∑
i=1

(
Xn−i+1:n

Xn−k:n

)p
=

1

k

k∑
i=1

(
U(Yn−i+1:n)

U(Yn−k:n)

)p

=
1

k

k∑
i=1

Y ξpk−i+1:k(1 + oP(1)),

com o termo oP(1) uniforme em i, 1 ≤ i ≤ k (veja-se [3]).
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Tabela 5: RMSEs simulados de H00/ξ (primeira linha) e indicado-
res REFF de Hp, p = `/(10ξ), ` = 4, 5, 9, 10, 12 (com intervalos de
confiança a 95%), para modelos GPξ, ξ = 0.1, 0.25, 0.5

n 100 1000 5000
Modelo GPξ, ξ = 0.1

RMSE00 0.259± 0.1790 0.151± 0.1580 0.113± 0.1464

` = 4 2.535± 0.0065 2.046± 0.0058 1.855± 0.0058
` = 5 (p = 1/(2ξ)) 3.467± 0.0097 2.691± 0.0085 2.390± 0.0078
` = 9 26.030± 0.1134 17.04± 0.1031 14.011± 0.0708
` = 10 (p = 1/ξ) ∞ ∞ ∞
` = 12 15.553± 0.0560 9.022± 0.0506 6.801± 0.0247

Modelo GPξ, ξ = 0.25
RMSE00 0.237± 0.1756 0.131± 0.1525 0.092± 0.1377

` = 4 1.850± 0.0046 1.455± 0.0046 1.293± 0.0045
` = 5 (p = 1/(2ξ)) 2.333± 0.0065 1.747± 0.0053 1.501± 0.0056
` = 9 12.510± 0.0593 8.927± 0.0305 7.296± 0.0334
` = 10 (p = 1/ξ) ∞ ∞ ∞
` = 12 5.693± 0.0274 3.152± 0.0128 2.202± 0.0082

Modelo GPξ, ξ = 0.5
RMSE00 0.239± 0.1751 0.118± 0.1479 0.075± 0.1294

` = 4 1.484± 0.0047 1.210± 0.0044 1.110± 0.0055
` = 5 (p = 1/(2ξ)) 1.761± 0.0058 1.345± 0.0056 1.175± 0.0073
` = 9 8.404± 0.0342 5.646± 0.0197 4.277± 0.0230
` = 10 (p = 1/ξ) ∞ ∞ ∞
` = 12 2.865± 0.0123 1.415± 0.0072 0.902± 0.0045

Consequentemente,

Hp(k) ≡ MOp(k)
d
=

1

p

1−

(
1

k

k∑
i=1

Y ξpi (1 + oP(1))

)−1
 . (4)

Como E(Y a) = 1/(1− a) se a < 1, a lei dos grandes números
permite-nos garantir que se p < 1/ξ, Hp(k) converge fracamente
para ξ, quando n→∞. Para p = 1/ξ, temos pois em (4) uma soma
de Paretos unitárias, como termo dominante. Com base no TLC

generalizado ([5, 12]), podemos garantir que 1
k

k∑
i=1

Yi− ln k converge

para uma estável para somas com um coeficiente de estabilidade
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Tabela 6: RMSEs simulados de H00/ξ (primeira linha) e indicado-
res REFF de Hp, p = `/(10ξ), ` = 4, 5, 9, 10, 12 (com intervalos de
confiança a 95%), para modelos Student-tν , ν = 4, 2

Modelo Student− t4, ξ = 1/4 = 0.25
n 100 1000 5000
RMSE00 0.183± 0.1537 0.085± 0.1340 0.054± 0.1157

` = 4 1.750± 0.0065 1.329± 0.0050 1.182± 0.0045
` = 5 (p = 1/(2ξ)) 2.133± 0.0089 1.534± 0.0060 1.300± 0.0057
` = 9 10.390± 0.0650 7.023± 0.0207 5.344± 0.0294
` = 10 (p = 1/ξ) 77.870± 8.4682 ∞ ∞
` = 12 4.349± 0.0277 2.050± 0.0071 1.285± 0.0043

Modelo Student− t2, ξ = 1/2 = 0.5
RMSE00 0.203± 0.5207 0.084± 0.1295 0.047± 0.1093

` = 4 1.433± 0.0052 1.196± 0.0032 1.184± 0.0038
` = 5 (p = 1/(2ξ)) 1.669± 0.0068 1.295± 0.0044 1.276± 0.0046
` = 9 6.734± 0.0836 4.441± 0.0197 3.725± 0.0185
` = 10 (p = 1/ξ) 6.339± 0.3947 35.243± 2.5342 ∞
` = 12 2.149± 0.0285 0.997± 0.0050 0.564± 0.0023

α = 1, ou seja uma v.a. de tipo Cauchy. Podemos pois escrever
Hp(k) = ξ(1 + OP(1/ ln k)), e consequentemente Hp(k) continua a
ser consistente para a estimação de ξ, quando p = 1/ξ.

Mas se p > 1/ξ (pξ > 1), como
k∑
i=1

Y pξi /k = OP(k
pξ−1)→∞, quando

k → ∞, MOp(k) converge para 1/p < ξ, i.e. MOp(k) deixa de ser
consistente para a estimação de ξ. Para detalhes sobre o comporta-
mento não degenerado de MOp(k) na zona de não regularidade, i.e.
quando 1/(2ξ) < p ≤ 1/ξ, veja-se [8].

4 Alguns comentários finais

É bem conhecido o facto de o estimador de Hill conduzir frequen-
temente a uma supra-estimação de ξ, mesmo quando se considera
a escolha de k em ńıveis ótimos, no sentido de erro quadrático mé-
dio mı́nimo. A utilização de um parâmetro de controlo adicional,
p ∈ R e da metodologia–MOp leva-nos a uma mais fiável estimação
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do EVI, através de estimadores assintoticamente normais, sempre
que p < 1/(2ξ). Sabemos agora que podemos avançar até p = 1/ξ,
mas com um comportamento estável para somas e não normal, sem-
pre que 1/(2ξ) < p ≤ 1/ξ, com ı́ndice de estabilidade α = 1/(pξ).
Vários métodos alternativos para a escolha de (p, k) têm sido deline-
ados. Mas o tópico continua ainda parcialmente em aberto, devido
ao perigo de a escolha de p poder ultrapassar 1/ξ, o que levaria a
situações de inconsistência.
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Resumo: Este trabalho aborda, numa perspetiva bayesiana, a aná-
lise de modelos de regressão linear com erros autocorrelacionados
para dados censurados, recorrendo a métodos Computacionais Baye-
sianos Aproximados (ABC) e ao amostrador de Gibbs com a Am-
pliação de Dados (GDA). Considera-se que o termo dos erros segue
um processo autorregressivo, AR, e investiga-se o desempenho dos
métodos através de dois estudos de simulação com diferentes cená-
rios de censura (5%, 20% e 40%) e dimensão de amostras (50, 100 e
500). Os resultados indicam que o método GDA é consistente Baye-
siano, mesmo em cenários em que a proporção de valores censurados
é elevada, enquanto que no método ABC, as estimativas dependem
fortemente das distribuições a priori.



228 Sousa, Pereira & Silva

1 Introdução

Os modelos de regressão linear (RL) constituem ferramentas bas-
tante úteis na Econometria, quando se pretende analisar a relação
entre dois conjuntos de variáveis. Sob os pressupostos do modelo
clássico, em que os dados são independentes e identicamente dis-
tribúıdos (iid), os estimadores dos mı́nimos quadrados ordinários
(OLS) são consistentes e os mais eficientes na classe dos estimadores
lineares. No entanto, em muitos problemas reais, os dados apre-
sentam correlação temporal, pelo que se devem considerar modelos
RL capazes de acomodar tal correlação e, consequentemente, mé-
todos de estimação mais eficientes, tal como os mı́nimos quadrados
generalizados viáveis (FGLS, do inglês: Feasible Generalized Least
Squares) ([1]).

Além disso, em estudos de fenómenos sociais e ambientais, a variá-
vel de interesse pode estar censurada, isto é, só é posśıvel ter acesso
aos (reais) valores dessa variável num determinado intervalo. Por
exemplo, dados referentes ao ńıvel de poluição na água podem estar
censurados devido a limites de deteção inerentes ao aparelho de me-
dição. Ao estimar modelos de RL para este tipo de dados, descartar
as observações censuradas, ignorá–las ou fazer algum tipo de impu-
tação com o objetivo de aplicar, diretamente, os métodos usuais de
estimação (OLS ou GLS) resulta em estimativas inconsistentes. De
facto, estudos de simulação reportados na literatura, [3], revelaram
que o viés desses estimadores aumenta de acordo com a proporção
de valores censurados.

A primeira referência a uma abordagem metodológica sobre a esti-
mação de modelo de RL com erros autocorrelacionados no contexto
de dados censurados data de 1986, com o trabalho de Zeger e Bro-
okmeyer [2], no qual os autores deduziram a verosimilhança exata
do modelo. No entanto, em termos práticos, o cálculo desta vero-
similhança só é viável em amostras cuja proporção de observações
censuradas é desprezável. Por isso, têm surgido na literatura pro-
postas de métodos aproximados para a estimação destes modelos.
Por exemplo, [3] propôs uma abordagem baseada no método SAEM
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(Stochastic Approximation of the EM ), enquanto que [4] sugeriu um
método de quasi–verosimilhança, baseado num sistema de equações.

Embora existam algumas propostas de soluções na literatura para
lidar com este problema, não existem estudos referentes à estimação
de modelos de RL com erros autocorelacionados para dados cen-
surados usando a abordagem Bayesiana. Por isso, neste trabalho
consideram–se dois métodos alternativos para a estimação destes
modelos, nomeadamente, os métodos Computacionais Bayesianos
Aproximados (ABC) e o método Gibbs com a ampliação de da-
dos (GDA). Os métodos ABC referem-se à famı́lia de métodos de
inferência sem recurso à função de verosimilhança. Por isso, são
especialmente úteis para a estimação de modelos complexos cuja
função de verosimilhança é dif́ıcil de calcular ([5], [6], [7]). Por ou-
tro lado, o método GDA carateriza–se pela utilização de métodos
MCMC usando o algoritmo Gibbs onde, em cada iteração, se si-
mulam tanto os parâmetros (das respetivas condicionais completas),
como também os valores correspondentes às observações censuradas
(da distribuição subjacente à variável latente) [9], [8]. A vantagem
desses métodos é que permitem obter também estimativas de distri-
buições a posteriori dos parâmetros.

Para atingir os objetivos propostos, o presente artigo foi organizado
da seguinte forma: na secção 2 define–se o modelo de RL com erros
autocorrelacionados para dados censurados; na secção 3 introduzem–
se os métodos de estimação propostos, nomeadamente, o ABC e o
GDA; na secção 4 apresentam–se dois estudos de simulação de modo
a investigar o desempenho dos métodos propostos, em diferentes ce-
nários de censura (5%, 20% e 40%) e diferentes dimensões de amos-
tras (50, 100 e 500). Por fim, na secção 5, aplica–se o método GDA
a um conjunto de dados reais, com 41% de censura, onde se faz uma
seleção entre os modelos de RL com erros AR(1) e erros AR(2).
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2 Modelo de RL com erros autocorrela-
cionados para dados censurados

O modelo de RL com erros modelados por um processo autorregres-
sivo, é descrito pelas seguintes equações

y∗t = xtβ + ut, (1)

ut = ρ1ut−1 + . . .+ ρput−p + εt, t ∈ N (2)

onde y∗t é a variável de interesse observada no tempo t, xt = (1, xt2,
..., xtk) é um vetor 1× k de variáveis explicativas, ut é um processo
AR(p) com erro εt ∼ N(0,σ2

ε), β = (β1, . . . , βk) é o vetor k × 1
dos coeficientes de regressão e ρ1, . . . , ρp são os parâmetros autor-
regressivos. O modelo definido em (1) e (2) diz-se RL censurada
(ou Tobit model) com erros autocorrelacionados (abreviadamente,
RLC–AR(p)) quando a variável dependente, y∗t , for censurada.

No contexto deste trabalho considera-se que y∗t é uma variável cen-
surada à esquerda do limite de deteção L ∈ R. Isto significa que os
seus valores só são acesśıveis acima do limite L, enquanto que os va-
lores menores ou iguais a L são registados como sendo L. Neste caso,
a variável realmente observada, yt, é definida do seguinte modo:

yt =

{
y∗t se y∗t > L

L se y∗t ≤ L
, t = 1, . . . , T. (3)

Na prática, descartar as observações censuradas ou ignorar a censura
nos dados com o objetivo de aplicar métodos de inferência usuais
conduz a resultados inconsistentes [3]. No desenvolvimento teórico e
no estudo de simulação considera-se apenas e sem perda de generali-
dade a censura à esquerda. No entanto, a respetiva adaptação para
o caso da censura à direita é imediata; pelo que, para ilustrar a ver-
satilidade do procedimento se considera na aplicação a um conjunto
de dados reais esta última situação.
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3 Inferência bayesiana no modelo RLC–
AR(p)

Na abordagem Bayesiana as inferências sobre os parâmetros do mo-
delo são realizadas com base na distribuição a posteriori, dada por:

π(θ|y) ∝ L(y|θ)× π(θ), (4)

em que L(y|θ) é a função de verosimilhança e π(θ) é a distribuição
a priori dos parâmetros.
No contexto dos modelos de RL com erros AR(p) para dados censu-
rados, não é posśıvel calcular diretamente a distribuição a posteriori,
pois a função de verosimilhança tem uma forma bastante complexa,
que torna a sua utilização inviável na prática [2]. Em alternativa
pode recorrer-se a métodos aproximados que permitam contornar
esta dificuldade.

3.1 Método Gibbs com ampliação de dados

O método de ampliação de dados em Estat́ıstica Bayesiana foi pro-
posto inicialmente por Tanner & Wong [13] no contexto de dados
omissos (missing data) e, posteriormente, adaptado por Chib [8] que
utilizou este método com o amostrador de Gibbs para estimação de
modelos de RL clássica com dados censurados. No método Gibbs
com amplição de dados (GDA), à simulação dos parâmetros dos mo-
delos com base nas respetivas condicionais completas, adiciona-se a
simulação das observações censuradas, a partir da correspondente
distribuição subjacente ao processo de geração dos dados. Deste
modo, é posśıvel utilizar a função de verosimilhança de dados não
censurados no cálculo da distribuição a posteriori, π(θ|y).
Ampliação de dados

Seja y = (y1, . . . ,yT ) o vetor dos dados observados, possivelmente
censurado à esquerda de um limite de deteção, L ∈ R e seja z =
(z1, . . . ,zT ) o vetor de dados aumentados. Cada elemento de z é
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definido do seguinte modo:

zt =

{
yt se yt > L

∼ F (zt|zt ≤ L)
, t = 1, . . . , T, (5)

onde F (zt|zt ≤ L) é a distribuição truncada correspondente às ob-
servações censuradas de y∗t . Portanto, hipoteticamente, os dados
aumentados z = (z1, . . . ,zT ) correspondem às observações da variá-
vel censurada, y∗t , t = 1, . . . , T [8].
Método GDA em modelos RLC–AR(1)
Para ilustrar o método GDA, considere–se o modelo RLC–AR(1),
definido em (1) e (2) para p = 1.
Neste caso, a função de verosimilhança dos dados aumentados, z é
dada por

L(z|y,θ) =
( 1

2πσ2

)T
2

exp
{
− 1

2σ2

T∑
t=1

(z∗t − x∗tβ)2
}
, (6)

em que z∗1 = z1

√
1− ρ1,x

∗
1 = x1

√
1− ρ1, z∗t = zt − ρ1zt−1 e x∗t =

xt − ρ1xt−1, t = 2, . . . ,T são as diferenças de primeira ordem dos
dados [10].
Distribuição a posteriori

Considerando a distribuição a priori não informativa de Jeffreys,
π(θ) ∝ 1

σ2 , justificada pela independência entre os parâmetros, e
a função de verosimilhança (6), a distribuição a posteriori terá a
forma:

π(θ|y,z) ∝
( 1

σ2

)T
2 +1

exp
{
− 1

2σ2

T∑
t=1

(z∗t − x∗tβ)2
}
. (7)

Da equação (7) resulta que as distribuições condicionais completas
são dadas por:

π(β|σ2,ρ1,y,z) ∝ exp
{
− 1

2
(β− β̂)′

1

σ2
(X∗′X∗)(β− β̂)

}
, (8)
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π(σ2|β,ρ1,z,y) ∝
( 1

σ2

)n
2 +1

exp
{
− 1

2σ2

n∑
t=1

(z∗t − x∗tβ)2
}
, (9)

π(ρ1|β,σ2,z,y) ∝ exp
{
− 1

2σ2

n∑
t=1

(z∗t − x∗tβ)2
}
, (10)

em que β̂ = (X∗′X∗)−1X∗′z∗ refere–se às estimativas OLS calcula-
das com base nos dados transformados {z∗,X∗} e X∗ é uma matriz
n × k, cujas linhas são x∗t = (1, x∗t2,..., x

∗
tk). Portanto, no amostra-

dor de Gibbs, os parâmetros β e σ2 são simulados, respetivamente,
das distribuições normal multivariada (8) e gama–invertida (9), en-
quanto que valores do parâmetro autoregressivo, ρ1, são simulados
através do algoritmo de Metropolis–Hastings [9]. Para obter simu-
lações segundo o método GDA procede–se de acordo com o seguinte
algoritmo:

Algoritmo GDA: RLC-AR(1)

1. Inicializar com z(0) = y, N ∈ N e θ(0) = (β(0),σ2(0),ρ
(0)
1 )

2. Para i = 1, . . . ,N :
3. Simular θ(i)|z(i−1)

4. Para t = 1, . . . ,T :

5. Se yt for censurada, simular z
(i)
t |θ(i)

6. Retornar θ(1), . . . ,θ(N) e z(N)

3.2 Método ABC

O método ABC (do inglês ABC: Approximate Bayesian Computa-
tion) é uma metodologia de inferência adequada para modelos com-
plexos, cujo cálculo da função de verosimilhança é imposśıvel ou
muito trabalhosa. Este método baseia-se no algoritmo de rejeição e
num conjunto de Estat́ısticas sumárias dos dados S = {S1, . . . ,Sk}.
Um dos principais requisitos para a implementação do algoritmo de
rejeição é que seja posśıvel simular dados a partir do modelo em
análise, M(y|θ(i)), em que θ(i), i = 1, . . . , N são valores candidatos
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para os parâmetros, gerados da respetiva distribuição a priori. As-
sim, definidos S, uma tolerância ε ∈ R+ e uma medida de distância,
d, o algoritmo de rejeição ABC pode ser descrito da seguinte forma:

Algoritmo de rejeição ABC
1. Inicializar com N ∈ N e ε > 0
2. Para i = 1, . . . ,N :
3. Simular θ(i) ∼ π(θ)
4. Simular y(i) ∼M(y|θ(i))
5. Calcular d(i) =‖ S(y)− S(y(i)) ‖
6. Retornar θ(i) tais que d(i) ≤ ε

Se S for uma estat́ıstica suficiente para os parâmetros do modelo, o
método ABC converge para os verdadeiros valores dos parâmetros
([7], [5]). Visto que no caso do modelo RLC–AR(1) não existe um
conjunto de estat́ısticas suficientes para θ = (β,σ2,ρ1), recorremos
ao método de inferência indireta [14] para selecionar s1, . . . ,sk, do
seguinte modo: ignorando a posśıvel censura nos dados, estima-se o
modelo através do método FGLS [1]) e toma–se S = θ̂FGLS . As-
sim, a método ABC produzirá amostras da distribuição a posteriori
aproximada, πε(θ|S(y)), dada por

πε(θ|S(y)) ∝ L(θ|y(i))× π(θ)× Iε(y(i)), (11)

onde Iε(y
(i)) =

{
y(i) :‖ S(y)− S(y(i)) ‖≤ ε

}
.

4 Estudos de simulação

Com o objetivo de analisar o desempenho de cada uma das metodo-
logias propostas, GDA e ABC, realizaram–se estudos de simulação
considerando o modelo RLC–AR(1) simples, sob diferentes cenários
de censura à esquerda (5%, 20% e 40%) e tamanhos de amostras
(50, 100 e 500). E, para facilitar a comparação com o desempenho
de outros métodos propostos na literatura, os parâmetros foram es-
colhidos com base nos valores utilizados por Schumacher et al (2017),
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no estudo de simulação envolvendo o método SAEM. De forma se-
melhante, os valores da variável explicativa xt2 foram gerados da
distribuição Uniforme(1,3), t = 1,...,n [3]. As simulações foram
realizadas no software R [11] e para cada cenário consideraram-se
100 réplicas.

Resultados

Na Figura 1 estão representadas as distribuições a posteriori estima-
das através dos métodos ABC e GDA, considerando uma amostra de
dimensão elevada (n=500), pequena percentagem de censura (5%) e
θ = (β1,β2,σ

2,ρ1) = (2,1,2,0.48). Na figura, verifica–se a superiori-
dade do desempenho do GDA sobre o ABC, visto que, este último
(vermelho) produz distribuições a posteriori estimadas muito distin-
tas das correspondentes distribuições degeneradas nos verdadeiros
valores dos parâmetros. De facto, a análise das estimativas ABC
em diferentes cenários analisados confirmou que, para certas com-
binações dos parâmetros, este método não apresenta a consistência
bayesiana e as estimativas dependem fortemente das distribuições a
priori.

Considerando o método GDA, a Figura 2 ilustra a evolução do com-
portamento das distribuições a posteriori estimadas à medida que
a dimensão da amostra vai aumentando e com diferentes percenta-
gens de censura. Constata-se que as distribuições de probabilidade
emṕıricas dos parâmetros tendem a aproximar-se da distribuição de-
generada nos correspondentes verdadeiros valores, mesmo em cená-
rios em que a proporção de observações censuradas é elevada (40%).
Este comportamento foi observado nas simulações feitas para várias
combinações de parâmetros, incluindo valores negativos para o parâ-
metro de autocorrelação ρ1, continuando contudo a verificar-se uma
tendência para a sua subestimação em valor absoluto.
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Figura 1: Comparação entre as distribuições a posteriori estimadas
pelos métodos ABC (vermelho) e GDA (azul).

5 Aplicação aos dados reais

Nesta seção considera–se um conjunto de dados reais, representados
na Figura 3 (vermelho), referente a medições de altura de nuvem
(cloud ceiling height), analisados por Schumacher et al [3]. A altura
de uma nuvem é definida como a distância entre o solo e a base da
nuvem, medida em centenas de pés. Os dados foram recolhidos por
National Center for Atmospheric Research, baseados em T = 716
observações horárias na cidade de São Francisco (EUA), durante o
mês de março de 1989. O instrumento de medição tinha um limite
de deteção de 12000 pés, resultando em 41.7% de observações cen-
suradas.

Usando o método GDA, estimaram–se dois modelos RLC-AR(p),
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Figura 2: Distribuições a posteriori estimadas usando o método
GDA e diferentes cenários de censura.

sem variáveis explicativas, com p = 1,2. Para se proceder à sele-
ção de modelos e consequentemente da ordem do processo AR(p)
a considerar, utilizaram–se os critérios BIC e DIC. As estimativas
obtidas encontram-se na Tabela 1 e sugerem que o modelo AR(2) é
o mais adequado, visto que apresenta os menores valores de BIC e
DIC. É de realçar que, usando a abordagem clássica e este conjunto
de dados, Schumacher et al [3] também selecionaram o modelo com
o processo AR(2), cujas estimativas para os parâmetros, usando a

package ”ARCensReg”[15], são β̂1 = 4.07, σ̂2 = 0.88, ρ̂1 = 0.66 e
ρ̂2 = 0.17, que são bastante similares às obtidas pelo método GDA,
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Figura 3: Série temporal censurada referente a observações de altura
de nuvens na cidade de São Francisco (EUA). A linha vermelha
representa os dados observados e a linha azul representa os dados
aumentados, simulados com base nas estimativas do modelo com
erros AR(2).

apresentadas na Tabela 1. Evidentemente que as abordagens - clás-
sica e bayesiana- permitem fazer análise com perspetivas distintas.
No entanto realça-se que a metodologia bayesiana tem ainda a van-
tagem de permitir obter realizações da distribuição a posteriori dos
parâmetros.

6 Conclusão

A necessidade de estimar modelos de regressão linear para dados
censurados e com erros autoregressivos, RLC–AR(p), pode surgir
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Tabela 1: Resultados de estimação e seleção de modelos usando
GDA. Os valores entre parênteses referem-se aos desvios padrão dos
parâmetros.

p β̂1 σ̂2 ρ̂1 ρ̂2 BIC DIC

1
4.25 1.25 0.79 – 897.7 983.0

(0.005) (0.005) (0.001) – – –

2
4.22 1.10 0.65 0.17 766.1 781.4

(0.006) (0.001) (0.001) (0.001) – –

em vários problemas reais. Ignorar a censura nos dados para aplicar
diretamente os métodos de estimação usuais resulta em estimadores
inconsistentes.

Neste trabalho analisaram–se duas abordagens bayesianas para rea-
lizar inferências em modelos RLC–AR(p), nomeadamente, o método
Gibbs com ampliação de dados (GDA) e o método de Computação
Bayesiana Aproximada (ABC), onde, por meio de estudos de simula-
ção, se verificou que o método GDA exibe consistência bayesiana. A
utilização da abordagem bayesiana permite não só obter estimativas
pontuais dos parâmetros, como também as correspondentes distri-
buições a posteriori. Além disso, método GDA permite reconstruir
a série temporal, atribuindo valores cred́ıveis aos dados censurados
e preservando a estrutura de correlação. Advogamos que esta possi-
bilidade seja importante para a construção de previsões. No entanto
esse é um tema para um trabalho futuro.

Agradecimentos

Este trabalho foi realizado com o suporte financeiro da Fundação
Calouste Gulbenkian e da Fundação para a Ciência e a Tecnologia
(FCT) com as referências UIDB/MAT/04106/2020 (CIDMA).



240 Sousa, Pereira & Silva

Referências

[1] Greene, W. (2012). Econometrics Analysis - 7th Ed. Prentice Hall,
Upper Saddle River.

[2] Zeger, S.L., Brookmeyer, R. (1986). Regression Analysis with Cen-
sored Autocorrelated Data.Journal of the American Statistical Asso-
ciation 81, 722–729.

[3] Schumacher, F. L., Lachos, V.H., Dey, D.K. (2017). Censored Linear
Regression Models with Autoregressive Errors: A Likelihood-Based
Perspective.The Canadian Journal of Statistics Vol. 45, 68, 375–392.

[4] Wang, C., Chan, K. (2018). Quasi-Likelihood Estimation of a Cen-
sored Autoregressive Model with Exogenous Variables.Journal of the
American Statistical Association 113:523, 1135–1145.

[5] Biau, G., Guyader, G. (2015). A New Insights Into ABC.Ann. Inst.
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Dep. de Matemática, ECT, Universidade de Trás-os-Montes e Alto
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Resumo: Seja {Xn} uma sucessão de variáveis aleatórias indepen-
dentes e identicamente distribúıdas. Estuda-se a distribuição limite
conjunta da soma e do máximo de kn variáveis, onde {kn} é uma
sucessão com crescimento geométrico.

1 Resultados clássicos

Seja {Xn} uma sucessão de variáveis aleatórias (v.a.’s) independen-
tes e identicamente distribúıdas (i.i.d.) com função de distribuição
(f.d.) F . Consideremos as sucessões parciais de somas e de máximos

Sn = X1 +X2 + ...+Xn e Mn = max{X1,X2,...,Xn}.

O comportamento assintótico conjunto de (Sn,Mn), sob normali-
zação linear, foi inicialmente estabelecido em Chow e Teugels [1].
Estes autores usam os resultados de Feller sobre o limite em distri-
buição de somas, bem como os resultados de Gnedenko para o limite
em distribuição do máximo. Em Feller [2] prova-se que o limite em
distribuição da soma, linearmente normalizada, {a−1

n Sn + bn}, com
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an > 0 e bn reais, é uma f.d. estável. Concretamente

E
(
exp

[
it(a−1

n Sn + bn)
])
−→

n→+∞
φα,p(t), t ∈ R,

onde

log φα,p(t) =

{
c1|t|α

[
1− i(2p− 1)sign(t) tan

(
πα
2

)]
se α 6= 1

−c2|t|
[
1 + i(2p− 1) 2

π sign(t) log |t|
]

se α = 1
,

α ∈]0,2] representa o ı́ndice de estabilidade, 0 ≤ p ≤ 1 e c1, c2 > 0.
O caso α = 2 corresponde à lei de Gauss. Acrescenta-se que F
pertence ao domı́nio de atração de somas da lei estável com função
caracteŕıstica φα,p (escrevemos F ∈ DS(α,p)) se e só se 0 < α < 2 e
existe alguma função de variação lenta L tais que, para x > 0,

1− F (x) ∼ p 2−α
α x−αL(x) e F (−x) ∼ (1− p) 2−α

α x−αL(x),

ou se α = 2 e µ(x) =

∫ x

−x
y2dF (y) é uma função de variação lenta.

De acordo com Gnedenko [3], sabe-se que o limite em distribuição
da sucessão {c−1

n (Mn − dn)}, com cn > 0 e dn reais, é uma distri-
buição max-estável Gβ , Gumbel, Fréchet ou Weibull. Neste caso,
dizemos que F pertence ao domı́nio de atração de máximos de Gβ
e escrevemos F ∈ DMS(Gβ). Chow e Teugels [1] provam que, para
sucessões reais adequadas {an > 0}, {bn}, {cn > 0} e {dn}, a suces-
são bivariada {a−1

n Sn + bn, c
−1
n (Mn− dn)} converge em distribuição

para (U,V ), não degenerado, se e só se F ∈ DS(α,p) ∩ DMS(Gβ).
Mais, U e V são v.a.’s independentes, exceto se 0 < α < 2, p > 0 e
Gβ(x) = exp(−x−β), x > 0, é a f.d. de Fréchet, caso em que

E
(

exp
[
it(a−1

n Sn + bn)
]

1I{c−1
n (Mn−dn)≤v}

)
−→

n→+∞
φα,p(t)× exp

[∫ +∞

v

eitkwdw−α
]
,

com k =
∣∣pc 2−α

α

∣∣1/α > 0.
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Neste trabalho generalizamos este resultado ao caso em que a f.d. F
não pertence a DS(α,p)∩DMS(Gβ), existindo, contudo, uma suces-
são de inteiros positivos a satisfazer

kn+1/kn −→
n→+∞

r ≥ 1, (1)

e sucessões reais normalizadoras an, bn e cn, dn, para a qual se prova
que o par (a−1

n Skn + bn, c
−1
n (Mkn − dn)) possui distribuição limite

não degenerada, a qual caraterizamos.

2 Semiestável e max-semiestável

De acordo com Kruglov [8] e Grinevich e Khokhlov [6], se {kn} é uma
sucessão de inteiros a satisfazer (1), então o limite em distribuição
de {a−1

n Skn + bn} é uma f.d. semiestável Gα,θ. Tem-se an+1 ≥ an,
an −→

n→+∞
+∞ e an+1

an
−→

n→+∞
a ≥ 1 e bn = o(kn). Dizemos que F

pertence ao domı́nio de atração de somas da f.d. semiestável Gα,θ,
escrevendo F ∈ DSS(Gα,θ). A f.d. semiestável Gα,θ é Gaussiana
(α = 2) ou tem função caracteŕıstica, ϕα,θ, com a seguinte represen-
tação

logϕα,θ(t) = ict+

∫ +∞

−∞

(
eitx − 1− itx

1 + x2

)
dH(x), (2)

onde c ∈ R e H é a função espetral dada por

H(x) =

{
(−x)−αθ1(log(−x)) se x < 0
−x−αθ2(log x) se x > 0

, (3)

para 0 < α < 2 e θi, i = 1,2, funções periódicas tais que

eαhθi(x− h)− e−αhθi(x+ h) ≥ 0,

com 0 ≤ ci ≤ θi(x) ≤ di < +∞, i = 1, 2, c1 + c2 > 0, ∀ x ∈ R,
∀ h ≥ 0.
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A classe de f.d.’s max-semiestáveis deve-se a Grinevich [4, 5] e Pan-
cheva [9]. Se {kn} é uma sucessão de inteiros a satisfazer (1), então o
limite de P ((Mkn − dn)/cn ≤ x) = F kn(cnx+dn), com {cn > 0}, se
existir, é uma f.d. max-semiestável Gβ,ν . Dizemos que F pertence
ao domı́nio de atração de Gβ,ν escrevendo F ∈ DMSS(Gβ,ν). A f.d.
Gβ,ν pertence a apenas uma das seguintes famı́lias caraterizadas por

Φβ,ν(x) = exp(−x−βν(log(x)), x > 0,

Ψβ,ν(x) = exp((−x)βν(log(−x)), x < 0,

Λν(x) = exp(−e−xν(x)), x ∈ R,

onde ν é uma função positiva, limitada e periódica de peŕıodo log r.
Temos ainda cn+1

cn
−→

n→+∞
γ > 0, dn+1−dn

cn
−→

n→+∞
δ ≥ 0, bem como

dn
cn
−→

n→+∞
0 (se Gβ,ν = Φβ,ν) e xF−dn

cn
−→

n→+∞
0 (se Gβ,ν = Ψβ,ν),

onde xF := sup{x ∈ R : F (x) < 1}.

3 Resultado principal

Nesta secção estudamos o comportamento conjunto do par (Skn ,Mkn),
onde {kn} satisfaz (1). Generalizamos assim os resultados de Chow
e Teugels [1].

Teorema 3.1 A sucessão {a−1
n Skn + bn, c

−1
n (Mkn − dn)} converge

em distribuição para (U,V ), não degenerado, se e só se a f.d.
F ∈ DSS(Gα,θ) ∩DMSS(Gβ,ν). As v.a.’s U e V são independentes
exceto se 0 < α < 2 e Gβ,ν = Φα,ν . Neste caso

E
[
eit(a

−1
n Skn+bn)1I{Mkn≤cnv+dn}

]
−→

n→+∞
ϕα,θ(t)× exp

{∫ +∞

v

eity/λd(y−βν(log y))

}
,

onde ϕα,θ é dado por (2) e an
cn
−→

n→+∞
λ.
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Dem.: Tem-se

χn(t,v) ≡ E
[
eit(a

−1
n Skn+bn)1I{Mkn≤cnv+dn}

]
=

[∫ cnv+dn

−∞
eit(a

−1
n u+ bn

kn
)dF (u)

]kn
=

[
1

kn

∫ +∞

−∞
kn(eitw − 1)dF

(
an

(
w − bn

kn

))
+ 1

− 1

kn

∫ +∞

v

kne
it(a−1

n (cny+dn)+ bn
kn

)dF (cny + dn)

]kn
.

Para obter a convergência do primeiro integral, temos que

kn log

∫ +∞

−∞
eitwdF

(
an

(
w − bn

kn

))
= logE

[
eit(a

−1
n Skn+anbn)

]
−→

n→+∞
logϕα,θ(t),

com logϕα,θ dado por (2). Uma vez que log x ∼ 1− x, x→ 1, vem∫ +∞

−∞
kn(eitw − 1)dF

(
an

(
w − bn

kn

))
−→

n→+∞
logϕα,θ(t).

Para estabelecer a convergência de

wn(t,v) =

∫ +∞

v

kne
it(a−1

n (cny+dn)+ bn
kn

)dF (cny + dn), (4)

cujo limite denotamos por w(t,v), consideramos as interseções pos-
śıveis dos domı́nios de atração de somas

SS I: F ∈ DSS(Gα,θ), 0 < α < 2, SS II: F ∈ DSS(G2),

com os três domı́nios de atração de máximos

MSS I: F ∈ DMSS(Φβ,ν), MSS II: F ∈ DMSS(Ψβ,ν),

MSS III: F ∈ DMSS(Λν).
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Caso SS I ∩ MSS I: Há que distinguir: θ2(x) 6= 0, para x ∈ I ⊂ R e
θ2(x) = 0, ∀x ∈ R.
Começamos por admitir que θ2(x) 6= 0. Uma vez que F ∈ DSS(Gα,θ),
0 < α < 2, devido a Khokhlov [8], temos

F kn(anx) −→
n→+∞

K(x) := exp(−x−αθ2(log x)),

bem como

F kn(cnx) −→
n→+∞

Φβ,ν(x) := exp(−x−βν(log x)),

pois F ∈ DMSS(Φβ,ν). Assim, o Teorema de Khintchine estabelece
que

K(x) = Φβ,κν(λκ1/βx+ µ),

com dn = 0, bn −→
n→+∞

0, ancn −→
n→+∞

λ e bn−dn
cn

−→
n→+∞

µ = 0. Então

x−αθ2(log x) = (λκ1/βx)−βκν(log(λκ1/βx))

= x−βλ−βν(log(λκ1/βx)),

o que implica α = β e θ2(log x) = λ−βν(log(λκ1/βx)). Atendendo a
que kn(1− F (cny)) −→

n→+∞
y−βν(log y), voltando a (4), temos

wn(t,v) −→
n→+∞

w(t,v) =

∫ +∞

v

eity/λd(−y−βν(log y)).

Então a função caracteŕıstica h́ıbrida do par (Skn , Mkn) satisfaz

E
[
eit(a

−1
n Skn+bn)1I{Mkn≤cnv+dn}

]
−→

n→+∞
ϕα,θ(t)e

−w(t,v), (5)

com w(t,v) dependente de t, o que mostra que U e V são dependen-
tes.
Admitamos agora que a função θ2 é identicamente nula. Neste caso,
temos kn(1− F (any)) −→

n→+∞
0 e

kn(1− F (cny)) −→
n→+∞

y−βν(log y), (6)
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donde (1− F (any))/(1− F (cny)) −→
n→+∞

0. Então existe n0 ∈ N tal

que cn < an, para todo o n > n0. Se cn
an

não converge para zero,
então existe ε > 0 e uma subsucessão de inteiros positivos {n′} tal
que cn′

an′
> ε. Neste caso 0 < ε < cn′

an′
< 1 e, destes limites, conclúımos

que existe outra subsucessão de inteiros positivos {n′′} ⊆ {n′} tal
que cn′′

an′′
−→

n′′→+∞
A > 0. Utilizando o Teorema de Khinchine, de (6),

deduzimos

kn′′(1− F (an′′y)) −→
n′′→+∞

(Ay)−βν(log(Ay)),

o que é uma contradição. Assim, conclúımos que cn
an
−→

n→+∞
0 e, uma

vez que dn
cn
−→

n→+∞
0 também se tem dn

an
−→

n→+∞
0. Temos então

w(t,v) =

∫ +∞

v

d(−y−βν(log y)) = v−βν(log v), v > 0.

Como w(t,v) não depende de t, devido a (5), conclúımos que U e V
são independentes.
Caso SS I ∩ MSS II: Seguindo Grinevich e Khokhlov [6] constrúımos
a sucessão {ãn} tal que ã−αn L(ãn) ∼ n−1, onde L é uma função de
variação lenta, e definimos an = ãkn . Então

an+1

an
=
ãkn+1

ãkn
∼

(kn+1L(ãkn+1
))1/α

(knL(ãkn))1/α
−→

n→+∞
r1/α. (7)

Por outro lado, Grinevich [4] define a sucessão {cn} tal que F (xF −
cn) = 1 − 1

nr
−n −→

n→+∞
1, com xF < +∞ pois F ∈ DMSS(Ψβ,ν).

Como consequência, cn −→
n→+∞

0 e cn
an
−→

n→+∞
0. Além disso, dn = xF

e dn
an
−→
n→∞

0. Devido a kn(1−F (cny+xF )) −→
n→+∞

(−y)βν(log(−y)),

conclúımos que

wn(t,v) −→
n→+∞

w(t,v) =

∫ 0

v

d(−(−y)βν(log(−y)))

= (−v)βν(log(−v)).
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Então, o limite em (5) é ϕα,θ(t)e
−(−v)βν(log(−v)), concluindo-se que

as variáveis U e V são independentes.
Caso SS I ∩ MSS III: Recordemos a construção de {an} que con-
duz ao limite (7). Como F ∈ DMSS(Λν), as sucessões {cn} e {dn}
verificam as condições seguintes

cn+1

cn
−→

n→+∞
1 (8)

e

dn+1 − dn
cn

=
dn+1

cn+1

cn+1

cn
− dn
cn

=
dn
cn

(
dn+1

dn
− 1

)
−→

n→+∞
δ > 0, (9)

o que implica dn
cn
−→

n→+∞
+∞, bem como dn+1

dn
−→

n→+∞
1. Este último

limite conjugado com (7) estabelece que dn
an
−→

n→+∞
0. Mais, os limites

(7) e (8) permitem concluir que cn
an

−→
n→+∞

0. Atendendo a que

kn(1− F (cny + dn)) −→
n→+∞

e−yν(y), obtemos

w(t,v) =

∫ xF

v

d(−e−yν(y))

=

{
e−vν(v)− e−xF ν(xF ) , xF < +∞
e−vν(v) , xF = +∞ .

Provámos que as variáveis U e V são independentes.
Caso SS II ∩ MSS I: Neste caso dn

cn
−→

n→+∞
0 e cn+1

cn
−→

n→+∞
γ > 1.

Por outro lado, de acordo com o Teorema 2.6.2 de Ibramovich e
Linnic [7] (ver também Feller [2] XVIII.5), a sucessão {an} satisfaz

knµ(an)

a2
n

−→
n→+∞

1.

Se F ∈ DSS(G2) então, pelo Teorema 2.6.3 de Ibramovich e Lin-
nic [7], temos x2(1 − F (x) + F (−x)) = o(µ(x)), x → +∞. Conse-
quentemente

c2nx
2(1− F (cnx) + F (−cnx)) = o(µ(cn)), n→ +∞,
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e
c2nx

2(1− F (cnx))

µ(cn)
−→

n→+∞
0.

Assim, obtemos
c2n

knµ(cn) −→n→+∞
0. Provemos que cn < an, pelo menos

para n suficientemente grande. Com efeito, se existir uma sucessão
de inteiros positivos {n′} tal que cn′ > an′ , então

a2
n′(1− F (cn′))kn′

µ(an′)kn′
<
a2
n′(1− F (an′))kn′

µ(an′)kn′
−→

n′→+∞
0,

e assim
a2
n′

µ(an′)kn′
−→

n′→+∞
0,

o que é falso.

Por outro lado, de
c2n
a2n

µ(an)
µ(cn) −→n→+∞

0 resulta que cn
an
−→

n→+∞
0. Assim

E
[
eit(a

−1
n Skn+bn)1I{Mkn≤cnv+dn}

]
−→

n→+∞
eict−

1
2σ

2t2e−v
−βν(log(v)), (10)

com t ∈ R e v > 0, sendo portanto U e V independentes.
Caso SS II ∩ MSS II: Do Teorema 2.1 de Grinevich [5] sabemos que
F (xF − cn) −→

n→+∞
1, com dn = xF e cn −→

n→+∞
0. Então temos

trivialmente cn
an
−→

n→+∞
0 bem como dn

an
−→

n→+∞
0.

Caso SS II ∩MSS III: Como cn+1

cn
−→

n→+∞
1, dn+1

dn
−→

n→+∞
1, an+1

an
−→

n→+∞
γ > 1, novamente conclúımos que cn

an
−→

n→+∞
0 e dn

an
−→

n→+∞
0.

4 Exemplos

Nesta secção apresentamos duas aplicações do resultado anterior.

Exemplo 4.1 Consideremos a v.a. discreta X com f.d. dada por

1− F (u) =

{
p[α log1/p u] se u ≥ p−1/α

1 se u < p−1/α , p ∈]0,1[, α ∈]0,2[.
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Seja r = p−1/α. O suporte de X é SX = {rm,m ∈ N} com P (X =

rm) = pm
(

1
p − 1

)
= r−αm(rα − 1), m ∈ N. Tem-se Y = α logX ∼

Geom(p) e E(X2) =
∑+∞
m=1 r

m(2−α)(rα−1) divergente porque α < 2.

Com cn = p−n/α = rn, kn = [p−n] e ν(x) = p[− α
log px]+ α

log px, x ∈ R,
obtemos

kn(1− F (cnu)) = u−αν(log u)(1 + on(1)), u > 0.

Por outro lado, com an = rn+A, para algum A ∈ N, obtemos
α log1/p an = n+A e

kn(1− F (anu)) = (urA)−αν(log u), u > 0,

pois ν tem peŕıodo log r. Então F ∈ DSS(Gα) ∩ DMSS(Φβ,ν).
Atendendo a que cn/an = r−A := λ, vem

wn(t,v) = kn
∑
u>cnv

eit(a
−1
n u+ bn

kn
)P (X = u)

= kn
∑

rm>rnv

eita
−1
n rmr−αm(rα − 1)

∼
∑

m′>logr v

eitλr
m′

P (Y = m′)

= E(eitλr
Y

| Y > logr v) := w(t,v).

Conclúımos que Skn e Mkn são assintoticamente dependentes.

Exemplo 4.2 Consideremos a f.d. definida por F (x) = 0, x ≤ 1,
e

1− F (x) = x−2ν(log x), x > 1,

onde ν é uma função limitada, positiva e periódica com peŕıodo p e
ν(0) = 1. Esta f.d. tem média finita mas variância infinita.
Com r = e2p, kn = [rn] e cn = enp temos, para todo o x > 1,

kn(1− F (cnx)) = [rn]c−2
n x−2ν(log(cnx))

= rnc−2
n x−2ν(np+ log x)(1 + on(1))

−→ x−2ν(log x), n→ +∞.
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Então F ∈ DMSS(Φ2,ν). Além disso, a função µ(z) =

∫ z

−z
x2dF (x) =∫ z

1

x2dF (x), z > 1, verifica µ(z) −→ +∞, z → +∞, bem como

µ(z) = z2F (z)− F (1)−
∫ z

1

2xF (x)dx

= z2(F (z)− 1) + 1 + 2

∫ z

1

1

x
ν(log x)dx

= 1− ν(log z) + 2

∫ z

1

1

x
ν(log x)dx.

Como ν é uma função positiva e limitada, obtemos que

0 < c1 log z <

∫ z

1

1

x
ν(log x)dx < c2 log z, c1, c2 > 0,

donde µ é uma função de variação lenta. Conclúımos então que
F ∈ DSS(G2) com an tal que kna

−2
n µ(an) −→

n→+∞
1. Por exemplo,

considerando ν(x) = 2− cosx e an = 2
√

2nπe2nπ, deduzimos

µ(an) = −1 + cos(log an) + 4 log 2 + 2 log(2nπ) + 8nπ

− 2 sin(log an) ∼ 8nπ, n→ +∞,

bem como

kn
a2
n

µ(an) =
[e4nπ]

8nπe4nπ
8nπ(1 + on(1)) −→

n→+∞
1.

Então cn
an
−→

n→+∞
0 e

bn
kn

=
a−1
n E(X)

[e4nπ]
−→

n→+∞
0,

obtendo-se o limite (10), com β = 2.
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AVA - Associação Viola Amarantina

Banco de Portugal
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Porto

DOLMEN, Desenvolvimento Local e Regional do Baixo Tâmega, Crl
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